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Repaso: Aprendizaje supervisado



Aprendizaje supervisado

En el aprendizaje supervisado, la entrada al algoritmo de entrenamiento corresponde a
un conjunto de entradas (instancias) conocidas, determinadas por los valores de sus
caracteristicas, y cada una de ellas asociada a salida esperada del modelo (etiqueta).
Esto es:

x; = (xg.l),...,m;m)) - y;
X e R™

@ El dataset corresponde entonces a la lista

{(x1,91), ... (Xn,Yn)} para n «muestras»
. e 1
distintas, con x; = (:cg )7...,m§-m)); las m asf X,
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Tipos de métodos de aprendizaje supervisado

@ Regresion: si y; € R es una variable continua.
e En el ejemplo, prediccion de precios dependiendo de caracteristicas del
predio
o Clasificacion: la salida y; del j-ésimo patrén de entrenamiento es una
variable discreta (categorica)
e En el ejemplo, identificar los tipos de predio segiin sus caracteristicas
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Métodos de aprendizaje supervisado
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Ejemplo: Problemas de clasificacion y regresion

@ Izquierda: identificar clientes potenciales para venta de vivienda de
acuerdo con el historial de los clientes de una entidad financiera. La
variable objetivo es discreta (categérica). Clasificacion

@ Derecha: predecir la velocidad del viento de acuerdo con medidas
previas de las condiciones atmosféricas registradas en un lugar. La
variable objetivo es continua. Regresion.

usar D Gander  Age Salary
15624510 Male 18
15810944 Male 35
LH0EITI Female 20
15603246 Female 27
15804002 Male 15
15728773 Male 27
15598044 Female 27
15634819 Femals al
15600575 Male 25
15727311 Female 35
15570769 Female 26
15606274 Female 26
15746132 Male 200
137497 Male a
15628972 Male 18
15697685 Male 28
15733383 Male a7
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Métodos de clasificacion supervisada



Algoritmo KNN



Algoritmo KNN

@ KNN: K vecinos mas proximos:
cada nueva instancia se asigna a
una clase segin su proximidad a
muestras previamente clasificadas @ Calcular la distancia a los demas
dentro de una vecindad elementos del dataset

determinada por el valor de K.

@ Determinar los K vecinos mas

cercanos

@ Es ineficiente ante conjuntos 3 [Elsiien 10 UsEen o

grandes de datos. etiquetas», en la que la clase
ganadora (mayor nimero de
3-Nearest Neighbor vecinos cercanos) se asigna a la
2-Nearest Neighbor ) )
1-Nearest Neighbor nueva instancia.

@ La funcién de distancia se define

o 2
LN W segin la naturaleza de las

e oy )
® e I caracteristicas (z'7’) )
o o G :

* .
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Arboles de decisién



Arboles de decisién

@ Un arbol de decision es una estructura en arbol similar a un
diagrama de flujo basado en la evaluacién de condicionales

e El arbol de decision se entrena («aprende») mediante el ajuste de las
reglas de decisién de acuerdo con el valor recibido en cada atributo y
su incidencia en la llegada al vértice terminal (hoja) correcto, en
funcién del valor esperado de salida .

@ Los arboles de decision representan de forma mas literal el flujo del
pensamiento humano a la hora de ejecutar procesos de clasificacion.

e Por eso se consideran «cajas blancas» con notorias ventajas en la
interpretacién y, consecuentemente, se emplean en procesos de
seleccion de caracteristicas.

@ También se pueden usar en problemas de regresion
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Estructura de los arboles de decisidon

@ En un arbol de decision
o Los vértices internos representan las caracteristicas en el dataset
e Las aristas representan reglas de decision
o Cada una de las hojas (vértices terminales) representa un resultado
posible dentro del conjunto de valores posibles de salida (etiquetas del
dataset).
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Algoritmos y medidas para el entrenamiento

@ Dentro de los multiples algoritmos para entrenar arboles de decisién, los mas
conocidos son los algoritmos ID3 o C4.5.

e Empieza por responder jcual atributo del dataset debe ser la raiz del
arbol?

e Se evalla cada atributo usando un test estadistico para determinar que
tan correctamente clasifica los patrones de entrenamiento (el mas
representativo o el que mejor describe tal conjunto)

@ Sea X = {(x1,¥1),---,(Xn,yn)} €l dataset y ¢1,...,cx el conjunto de
clases. Los arboles de decision utilizan medidas de informacién como:

o La entropia de Shannon (medida de la informacién):

S(X)=- Zle pjlogy pj con p; la probabilidad de encontrar un
elemento de la clase ¢; en el dataset X

o La entropia condicional : S(X|a) =3, c,a1s(a) “ﬂ")g]’”S(Ea(v)) , con
Eq.(v) = {(x,y) € X|z, = v} y v € val(a) los valores que puede
tomar x,, generando una particién sobre X mediante un umbral
definido sobre la variable z,

o La ganancia: G(X) = S(X) — S(X]a) : reduccién esperada en entropia
causada por conocer el valor de z, (umbral)
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Algoritmo C4.5

Entrada: (sub)conjunto de datos X

© Evaluar
@ si todas las muestras de la lista pertenecen a la misma clase: se crea un nodo
hoja para el arbol de decisién que elige tal clase.
@ si ninguna de las caracteristicas provee ganancia de informacién: se crea un
nodo de decisién mas arriba en el arbol usando el valor esperado de la clase.
© si se encuentra una instancia de una clase nunca antes vista: se crea un nodo
de decisién mas arriba en el arbol usando el valor esperado de la nueva clase.

@ Para cada atributo z;,
@ calcular la ganancia de la informacién normalizada: dividir G(X) por la
entropia S(E4(v)).
@ determinar la tasa de ganancia de informacién normalizada al separar el
conjunto X segln x;.
Identificar xpes:: la caracteristica (z;) con la mayor ganancia de informacién
normalizada.
Crear un nodo de decisién que se divida sobre xpes;

© Hacer recorrido recursivo con el subconjunto obtenido al dividir sobre xpcs; y
agregar tales nodos como hijos del nodo actual.
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Sobreajuste (Overfitting) - caso: arboles de decisié

El overfitting (sobreajuste) en un modelo de aprendizaje automatico se produce
cuando el entrenamiento ajusta los parametros de manera que el modelo
«memoriza» los datos de entrenamiento

@ Cuando ello sucede, el modelo pierde su capacidad de generalizacién para
las futuras predicciones

@ Consecuencia: no siempre un error grande en la medida de exactitud es
indeseable

@ Se aborda con técnicas de poda de arboles:

o Técnicas de pre-poda: limitan el crecimiento del arbol antes de que
éste llegue a adaptarse perfectamente al conjunto de entrenamiento.

e Técnicas de post-poda: permiten que el arbol se sobreajuste a los
datos y luego se efectiia sobre él una poda. Es la méas usada en casos
practicos

@ La evaluacién mas exhaustiva de la capacidad de generalizacién se suele
implementar mediante validacién cruzada (ver mas adelante)

Hugo Franco (Universidad Central - Dept Aprendizaje Supervisado 16 de mayo de 2022 15 /32



Bosques aleatorios (Random forests)



Métodos combinados o «de ensemble»

@ Miultiples modelos de aprendizaje automatico se pueden combinar para
producir soluciones mas fiables de acuerdo con el resultado obtenido
por cada uno de ellos por separado.

@ A estos se les conoce como «métodos combinados» o, mas
cominmente, métodos de ensemble (ensemble methods).

Bosques aleatorios

Aunque casi cualquier modelo de aprendizaje automatico podria ser usado
bajo este enfoque, los «bosques aleatorios (random forests) estan entre los
mas comunes.
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Bosques aleatorios (random forests)

@ Su resultado conjunto es una votacién ponderada entre los resultados
obtenidos por cada modelo por separado.
@ Los arboles se construyen para que sean independientes entre si.

@ Cada arbol usa un subconjunto de las caracteristicas (x (J)) que conforman
los patrones de entrada

e Las caracteristicas que usa cada arbol y los segmentos del dataset que
usa para su entrenamiento se establecen de forma aleatoria (bagging)

X

/\
£RER KRER ™ KRRN
\/,/

}’
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Maquinas de Vector Soporte (SVM)



Maquinas de vector soporte (SVM)

La SVM es un modelo matematico cuyo entrenamiento consiste en
determinar un conjunto de hiperplanos (hipersuperficies) en un espacio
multidimensional (R™) que mejor separan los elementos asociados a
diferentes clases.

Los algoritmos usuales que implementan las SVM generan un conjunto
optimo de hipersuperfices de manera iterativa, minimizando una
funcién de error.

Pueden emplearse sobre representaciones de multiples variables,
continuas y categdricas.

En general, las maquinas de vector soporte (Support Vector Machines)
se consideran una técnica de clasificacion, pero pueden utilizarse en
regresion.
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Multiplicidad de la solucién
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Basqueda de una solucién
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Planteamiento del problema de optimizacion

Dado el problema de clasificacién, se puede encontrar una solucién Gnica
planteando encontrar la franja (banda) cuya recta central maximice la separacion
de conjuntos (optimizacién)

ew-x;,+b>1siy; =1

ow-x;,+b< —1siy; =-1

r

\.' ll’
: A wex +b =1 \\\\ 2

wex +b =-1

5 > > x
™ #
[w]
l"
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Configuracion de programacion matematica

La separacién de los conjuntos viene dada por ﬁ La tarea es maximizar J

esa distancia.

o Lo anterior es equivalente a minimizar 1||w|| o, por lo mismo, Llw|?
(para hacer convexo el problema, que siempre exista un minimo%:
o Restricciones: Separaciéon con margen,
w-x;+b>1siy; =1
w-x;+b< —1siy =-1
Esto a su vez equivale a la restriccion y; (w - x; + b) > 1. Asi, el
problema de optimizacién se puede formular como:

Minimizar %HWH2 sujeto a y; (W-x;+b) —1=0,paral <i<m J

@ El problema es convexo, por lo tanto, tiene un tnico valor minimo.
Existen algoritmos eficientes para resolverlo
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Otras funciones base

El modelo presentado corresponde a una aproximacion lineal (kernel). Se pueden usar
otras funciones para identificar categorias dentro de datasets que no se puedan separar
mediante una aproximacién lineal (hiperplanos)

@ Si se reemplaza el hiperplano de

separacién (w - x; + b) por una @ Entre las funciones mas usadas mas
superficie arbitraria determinada por usadas estan:
la funcién w - f(x;) + b, se tiene que o Las funciones polinomiales

f(x1,...zm) determina la separacién k(z,2) = (2Tx +¢)"

entre las dos regiones. o Las funciones de base radial;

@ Para ser usada como kernel en k(z)=Y" wlf (@
clasificacién mediante SVM, una

con f una funcién exponencial
funcién debe cumplir la condicién de para n el namero de elementos

Mercer: [[ k(z,y)g(x)g(y) > 0 para en el dataset y o un parametro
toda g(z) de cuadrado integrable

oo A de normalizacién
(estoes [T |g(x)|[*dx < o0)
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Ejemplo: particiones obtenidas por SVM con diferentes

fuciones de kernel

Clasificador SVM lineal

oY

Funciones de base radial Polinomio de grado 3

Anchura del sépalo

Longitud del sépalo
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Evaluacion de modelos de clasificacion



Entrenamiento, validacién y prueba

Para evaluar el desempefio efectivo de un modelo de clasificacion se deben
usar datos de prueba —pares (x;,y;)— que no hayan sido empleados en el
entrenamiento (eliminar sesgos en la evaluacién)

@ Los modelos de clasificacién, entre otros, suelen ser evaluados
mediante técnicas estadisticas como la validacién cruzada

@ Una forma de evitar medidas sesgadas del desempefio en el
entrenamiento es evaluar variables representativas del mismo para
diferentes combinaciones de datos de entrenamiento y prueba
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Validacion cruzada K-fold

Dataset

@ A la derecha: K-fold cross Training Test
validation con K=5. El
desempefio general se reporta

. Fold 1 Fold 2 Fold 3 Fold 4 Faokl 5
sobre un conjunto de datos

jamas usado en el spits [Fold || Fol2 || Foids || Foid4 || Fokds |
entrenamiento splitz | Fod1 | [FoM2 | Folda || Fold4 || Faids Ajuste de
@ La precision promedio (average spits | Fod1 | Fow2 || Foid3 || Foida || Foids parémetros
accuracy) suele ser una medida  spirs [Fowt || Forz || Fos | el | Fous
de de§empeno apropiada para .. P e pem e
este tipo de tareas l J
Evaluacion ﬁnal{ Test
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Medidas de desempefio de la clasificacién

La matriz de confusién permite observar el desempefio de un modelo en
funcién de sus capacidades para distinguir (clasificar) unas clases de otras
sobre un datset determinado.

Prediccidn
Positivos Negativos
Verdaderos | Falsos
PosItives | o itives (VP) | Negativos (FN)
2 | Negativos | Falsos Verdaderos
g Positivos (FP) | Negativos (VN]
Medidas de desempeiio:
_ elementos bien clasificados = VP+VN
° Accuracy " namero total de elementos del dataset ~ VP+VN+FP+FN
: 2 elementos bien asignados a la clase VP
@ Precision = total de elementos asignados a la clase =~ V P+FP
@ Recall = elementos bien asignados a la clase _ VP
" total de elementos de la clase en el dataset = V P+FN
e _ elementos bien excluidos de la clase _ VN
° ESPeCIfICIdad T total de elementos de otras clases en el dataset ~ V N+FN
__ o Precisién X Recall
@ Fl-score =2 Precisién+Recall
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Exploracion de parametros - Seleccion de modelos

@ Los modelos de clasificacion (o regresién) pueden tener maltiples parametros cuyos
valores determinan la capacidad del modelo para dar una solucién satisfactoria al
problema de aprendizaje automatico

@ Los parametros del modelo cuyo valor no cambia con el proceso de entrenamiento
(aprendizaje) se conocen como «hiperparametros»

@ Pueden estar relacionados con la
arquitectura del modelo (red, arbol de
decisién, random forest) o con
parametros de control del proceso de . o*-—.. _(h).._
aprendizaje (tasas de aprendizaje, gt LN N
coeficientes de las tasas de cambio) e | o § . ®

@ Se suelen usar métodos de exploracion
de parametros por fuerza bruta (como
Grid Search, izquierda) de bisqueda R X
aleatoria (derecha) para encontrar la prsaued en regla Alsatonizace
combinacién de hiperparametros que
ofrece el mejor desempefio
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Métodos de validacién cruzada anidada

En muchos problemas, el tamafio de los datos en el dataset, o la variabilidad y sesgo de
los mismos, genera incertidumbre en la capacidad de generalizacién de los modelos de
aprendizaje automatico.

Por ello, se usan técnicas de «validacién cruzada anidada» que permitan garantizar la
calidad del modelo.

@ El bucle interno de estos métodos Entronamisnto

suele encargarse de la identificacién de I Bucle externo:
i i 4 | | ) S
los mejores hiperparametros para una mefores

I del bucle interna

particién conocida de entrenamientoy =
validacién. e

@ El bucle externo toma este resultado y
lo evalta en el marco de un proceso e

de validacién cruzada conocido.

determina la mejor
e inacidn de
hiparparametras

Ve
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