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Prefácio

Ciência de Dados é uma área do conhecimento cuja criação é relativamente re-
cente. O interesse por este estudo provém, inicialmente, da quantidade inimaginá-
vel de dados que são gerados a cada segundo, por exemplo, na internet e em outros
meios de comunicação. Dada a importância dessas informações, e dada a impossi-
bilidade física e lógica de manipular esses dados através dos meios convencionais
utilizados até poucos anos atrás, novas técnicas e um novo campo de estudo foram
estabelecidos, o que originou a ciência de dados. Juntamente com essa nova área
foi criada uma nova linha de pesquisa, bastante ampla em sua abrangência. Além
disso, abriram-se oportunidades para um novo profissional, denominado cientista
de dados, cuja procura no mercado de trabalho segue intensa, mesmo no período
da presente pandemia.

A ciência de dados poderia ser considerada parte da ciência da computação,
mas pela sua imensa aplicação em inúmeras questões do cotidiano e devido ao
papel preponderante que a teoria da probabilidade assumiu neste campo de conhe-
cimento, a sua definição como nova área do conhecimento é perfeitamente justifi-
cável. Neste aspecto, deve ser ressaltado que ainda não há um consenso geral da
abrangência exata da ciência de dados. Assim, dependendo da autoria e da fonte,
ciência de dados pode assumir diferentes significados, desde um texto quase pu-
ramente matemático, com poucas vinculações diretas relativas a aplicações, até
aspectos basicamente humanos de algumas de suas aplicações, sem maiores ques-
tões de fundamento. Desta maneira, qualquer texto de ciência de dados reflete
a visão de seus autores sobre a matéria. Naturalmente, a presente proposta não
poderia deixar de seguir esta linha.



O presente texto se propõe a apresentar um conteúdo de ciência de dados le-
vando em consideração as suas aplicações. Procuramos manter a ênfase algorít-
mica, ao longo da exposição. Além disso, naturalmente, foi mantida a preocupa-
ção pelo rigor matemático necessário para abordar os diversos aspectos da matéria,
tanto nas provas matemáticas, quanto na descrição de seu conteúdo.

As partes que compõem este texto de ciência de dados, foram agrupadas em
alguns temas, os quais, basicamente compõem os capítulos do presente livro. Os
temas englobam conceitos básicos dos seguintes assuntos: teoria de probabilida-
des; algoritmos randomizados; análise probabilística de algoritmos; algoritmos
de dados massivos; aprendizado de máquina; cadeias de Markov e passeios alea-
tórios.

Esses temas são apresentados em uma linguagem acessível a um estudante
de graduação, que seria o público alvo desta publicação. Apesar disso, o texto,
ou partes do mesmo, podem ser utilizados como material em um curso de pós-
graduação.

Gostaríamos de externar os nossas agradecimentos ao Prof. Daniel Ratton,
da COPPE/UFRJ, o qual nos sugeriu a área de ciência de dados, através de suas
excelentes palestras e conversas particulares.

Agradecemos à Profa Celina Figueiredo, também da COPPE/UFRJ, pela su-
gestão e incentivo de submeter este texto ao 33o Colóquio Brasileiro de Matemá-
tica. Esta submissão certamente veio acelerar a produção do texto.

Não podemos deixar de mencionar a contribuição dos alunos de doutorado
Bruno Masquio, Lívia Medeiros, Raquel de Souza, Vitor de Luca, e também da-
queles de iniciação científica Antônio de Sousa e Lucas de Carvalho, todos da
UERJ, que auxiliaram no processo de revisão e no preparo do curso associado a
este texto. Nosso agradecimento a todos eles.

Registramos também o apoio recebido pelo Instituto de Matemática e Estatís-
tica da UERJ, instituição de vínculo de seus autores.

Finalmente, agradecemos à Organização do 33o Colóquio Brasileiro de Mate-
mática, bem como à excelência da Comissão Editorial do IMPA, pela cuidadosa
revisão e produção do texto.

Rio de Janeiro, Abril 2021
Os Autores



1 Preliminares

1.1 Introdução

Ciência de dados é uma área que se constituiu a relativamente pouco tempo, cujas
partes que a compõem ainda não representam um consenso entre seus pesquisa-
dores. Além disso, as partes constituintes ainda se encontram em formação, não
estão inteiramente consolidadas.

No presente texto, descrevemos alguns dos principais aspectos da ciência de
dados, levando em consideração as suas aplicações, bem como questões de fun-
damento. É dada ênfase especial aos seus algoritmos, aos métodos gerais dos
problemas motivados pelas suas aplicações. Procuramos manter a ênfase algorít-
mica ao longo do texto, bem como o rigor necessário para descrever os aspectos
matemáticos envolvidos.

Os tópicos selecionados foram divididos em capítulos, cujos conteúdos descre-
vemos a seguir. Uma lista de exercícios e bibliografia comentada encerram cada
um dos capítulos.
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1.1.1 Introdução à Probabilidade

Nas questões suscitadas em ciência de dados, a probabilidade e a estatística, de
um modo geral, assumem um papel preponderante. De fato, não é possível reali-
zar um estudo apropriado desta área sem conhecimentos de probabilidade. Assim
sendo, o texto se inicia com um tratamento básico desta matéria, apresentando os
principais conceitos e resultados que serão utilizados ao longo do texto. Quando
pertinente, as provas dos resultados são incluídas. O texto contém o detalhamento
de alguns dos conceitos e propriedades básicos de probabilidade, como probabili-
dade condicional, independência de eventos, variáveis aleatórias, entre outras. O
estudo de alguns tipos de variáveis aleatórias é incluído naquele capítulo com certa
ênfase, pois essas variáveis são utilizadas ao longo de todo o livro.

1.1.2 Algoritmos Randomizados

Um dos focos principais do livro é a descrição de algoritmos para resolver os diver-
sos problemas motivados pelo estudo da ciência de dados. Uma grande quantidade
desses algoritmos são randomizados e não determinísticos. Assim, é necessário
um estudo preliminar desta classe de algoritmos. O estudo se inicia com uma dis-
cussão sobre o significado da randomização. Em seguida são abordados os tipos
frequentemente utilizados de algoritmos randomizados: os algoritmos de Monte
Carlo e de Las Vegas. O estudo é ilustrado por meio da análise de problemas espe-
cíficos. Para o algoritmo de Monte Carlo, são tratados os problemas da seleção do
elemento majoritário de um conjunto; a determinação do corte mínimo de arestas
de um grafo; a formulação de um teste de primalidade, entre outros. Em relação
ao algoritmo de Las Vegas, são tratados o problema do elemento unitário de um
conjunto e o método de Quicksort para ordenação.

1.1.3 Análise Probabilística de Algoritmos

Há um certo número de problemas e algoritmos para os quais a análise de pior caso
não é uma abordagem prática ou tão relevante. Um dos exemplos é o método sim-
plex para programação linear, cuja complexidade de tempo de pior caso é exponen-
cial, mas que, em termos práticos, obtém resultados quase lineares. Outro exem-
plo de destaque é o Quicksort, cuja complexidade de pior caso é O.n2/, sendo, na
prática, usualmente o algoritmo utilizado, por ser tipicamente de execução muito
rápida, superando os algoritmos de complexidade de pior caso O.n logn/. Tais
situações podem ser explicadas pelo fato de que entradas “ruins” são de ocorrência
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rara. Os bons resultados, quando existentes, são evidenciados pelo estudo da com-
plexidade “típica” do algoritmo, ou seja, a complexidade de caso médio, obtida
normalmente por análises probabilísticas. Abordaremos as análises probabilísti-
cas de caso médio para vários algoritmos básicos tais como a busca linear em
vetor, busca binária em vetor ordenado e Quicksort.

1.1.4 Algoritmos para Dados Massivos

No estudo clássico da complexidade de algoritmos, um algoritmo é dito eficiente
se sua complexidade de tempo é polinomial no tamanho da entrada. Como cada
célula de memória alocada por um algoritmo é normalmente inicializada, a com-
plexidade de tempo de um algoritmo é maior ou igual àquela de espaço. Desta
maneira, se um algoritmo é eficiente, sua complexidade de espaço também é poli-
nomial.

Tal definição de eficiência, na prática, é insuficiente, pois ela permite polinô-
mios de grau arbitrariamente grande. Um algoritmo com complexidade de tempo
expressa por um polinômio de grau 100, por exemplo, é eficiente pela definição,
mas não encontra emprego prático. Para uma aplicação real, espera-se que os va-
lores dos graus sejam pequenos, não excedendo algumas poucas unidades. Neste
tema, estudaremos algoritmos para os quais o tamanho da entrada é muito grande,
além dos limites considerados usuais, demodo que as restrições sobre o grau do po-
linômio tornam-se ainda mais severas. São fartos os exemplos de aplicações desse
tipo particularmente na web, onde os serviços online servem milhões (ou mesmo,
bilhões) de usuários, gerando uma quantidade imensa de dados a serem proces-
sados pelas diversas aplicações. Como consequência, a leitura da entrada nestas
aplicações deverá ser feita apenas uma única vez, de forma sequencial. Tais algo-
ritmos serão chamados de algoritmos de dados massivos. Dada uma sequência de
dados massivos, exemplos de problemas que serão abordados incluem: escolher
um deles de forma aleatória com distribuição uniforme; estimar a quantidade des-
ses dados que satisfazem certa propriedade, empregando memória muito limitada;
determinar a quantidade de dados que são distintos; a pertinência de um elemento
arbitrário ao conjunto, entre outros.

1.1.5 Aprendizado de Máquina

Métodos baseados em aprendizado de máquina, para resolver problemas das mais
diversas áreas, são cada vez mais utilizados. Em alguns contextos, o aprendizado
de máquina é apresentado como a própria ciência de dados, e não como uma parte



4 1. Preliminares

da mesma. Esta popularidade se deve, principalmente, ao êxito alcançado por al-
guns de seus métodos. O sucesso é medido pelos resultados empíricos, às vezes
impressionantes. Este livro aborda alguns dos tópicos do aprendizado de máquina.
Em especial, o problema de classificação. Uma formulação do algoritmo Percep-
tron é apresentada em detalhe, incluindo exemplos de aplicação. Descrevemos
também a dimensão de Vapnik-Chervonenkis, com uma certa ênfase na utilização
dos resultados destes autores em aprendizado de máquina. Finalmente, o texto
contém também o método de regressão linear, para o problema de classificação.

1.1.6 Cadeias de Markov

Cadeias de Markov são uma ferramenta poderosa da ciência da computação e da
matemática. Suas aplicações incluem a resolução de problemas combinatórios, a
previsão do clima, o movimento Browniano, a dispersão de gases, e o espalha-
mento de doenças.

Vamos ver alguns tópicos relacionados às cadeias de Markov. Mostramos
como a matriz potência P m da matriz de transição P de uma cadeia de Markov é
usada para resolver problemas combinatórios. Em especial, o problema da previ-
são climática. Relacionamos por meio de um algoritmo polinomial, um processo
estocástico nãoMarkoviano com um processoMarkoviano equivalente. Dentro do
estudo das propriedades topológicas, consideramos a classe das cadeias de Mar-
kov, cujos estados são unicamente transientes ou absorventes, obtendo os tempos
esperados para absorção e a probabilidade de absorção por um determinado estado.
E finalmente, mostramos como o método da potência é utilizado para, dada uma
cadeia de Markov ergódica, determinar sua distribuição estacionária.

1.1.7 Passeios Aleatórios

Introduzidos em 1905 em um artigo da Nature, os passeios aleatórios são utiliza-
dos nas mais diversas áreas de conhecimento. Suas aplicações incluem o estudo
do deslocamento de animais, o comportamento de supercordas, e o mercado de
ações. Mais recentemente, os passeios aleatórios celebrizaram-se por sua aplica-
ção no algoritmo Pagerank usado como principal ferramenta na máquina de busca
da Google.

O capítulo aborda algumas aplicações do tema. Em especial, uma formulação
do algoritmo Pagerank é apresentada em detalhe, incluindo um exemplo de apli-
cação. Na classe dos passeios aleatórios de dimensão 1, estudamos o problema da
ruína do jogador e um algoritmo aleatório para o problema 2-SAT.
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O presente capítulo introdutório contém conceitos básicos necessários ao bom
entendimento do material exposto no livro. O capítulo está dividido em seções. A
Seção 2 contém uma descrição da linguagem em que os algoritmos do textos estão
formulados. Em seguida, a Seção 3 apresenta os conceitos básicos de complexi-
dade de algoritmos, utilizados ao longo de todo o livro. A seção seguinte contém
os fundamentos da tratabilidade de problemas, tópico básico para toda a grande
área de algoritmos e complexidade. A Seção 5 descreve as noções básicas de teo-
ria de grafos, cujo conhecimento é necessário para a compreensão dos Capítulos
de Cadeias de Markov e Passeios Aleatórios.

1.2 A Linguagem de Descrição dos Algoritmos

Um algoritmo pode ser associado a uma estratégia para resolver um desejado pro-
blema. Os dados do problema constituem a entrada ou os dados do algoritmo. A
solução do problema corresponde a sua saída. Um algoritmo determinístico é ca-
racterizado por uma função f , a qual associa uma saída S D f .E/ a cada entrada
E. Diz-se, então, que o algoritmo computa a função f . Assim sendo, é justificável
considerar a entrada como a variável independente básica, em relação à qual são
produzidas as saídas do algoritmo, bem como são analisados os comportamentos
de tempo e espaço do mesmo.

Neste texto, os algoritmos serão apresentados em uma linguagem quase livre
de formato, contendo, porém, sentenças especiais com significado pré-definido.
Isto é, na linguagem de apresentação dos algoritmos, há flexibilidade suficiente
para que se possa descrever livremente em língua portuguesa a estratégia desejada.
Contudo, para tornar a apresentação mais simples e curta, é possível também a
utilização de um conjunto de sentenças especiais, às quais correspondem algumas
operações que aparecem com grande frequência nos algoritmos.

A linguagem de apresentação assemelha-se às linguagens modernas de progra-
mação, porém em português. Todas elas, de certa maneira, herdam a nomencla-
tura ALGOL, que foi a primeira linguagem de programação amplamente utilizada
a empregar estruturação. As ideias gerais nas quais se baseia são as seguintes.

A apresentação de um algoritmo em uma folha de papel é naturalmente divi-
dida em linhas. Cada linha possui uma margem correspondente ao ponto da folha
de papel onde se inicia a linha em questão. Sejam r , s duas linhas de um algoritmo,
r antecedendo s. Diz-se que a linha r contém a linha s quando (i) a margem de
r é mais à esquerda do que a de s e (ii) se t ¤ r é uma linha do algoritmo com-
preendida entre r e s, então a margem de r é também mais à esquerda que a de t .
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p calcular o produto das matrizes M1; M2

(a) z somar o produto à matriz M3

q seja M4 a matriz resultante

p calcular o produto das matrizes M1; M2

(b) z somar o produto à matriz M3

q seja M4 a matriz resultante

p calcular o produto das matrizes M1; M2

(c) z somar o produto à matriz M3

q seja M4 a matriz resultante

Figura 1.1: Linhas de um algoritmo.

Por exemplo, a linha p contém a linha q na Figura 1.1(a), mas não a contém na
Figura 1.1(b) nem na Figura 1.1(c).

A unidade básica da estrutura de apresentação dos algoritmos é o bloco. Um
bloco é um conjunto composto de uma linha qualquer r com todas as linhas s que r

contém. Consequentemente as linhas que formam um bloco são necessariamente
contíguas. Além disso, um bloco é sempre formado por uma sequência de blocos
contíguos. Isto é, um blocoB pode ser decomposto comoB D B1[B2[: : :[Bk

onde cada Bi é um bloco, sendo Bj contíguo a Bj C1, 1 6 j < k.
Observe que a margem esquerda de uma linha atua como delimitador de blo-

cos. No exemplo da Figura 1.1(a), o bloco iniciado pela linha p contém z e q.
Na Figura 1.1(b), ele contém apenas p, mas o iniciado por z contém q. Na Fi-
gura 1.1(c), os blocos com início em p e z são ambos formados por uma única
linha.

Dentre os blocos a que uma linha r pertence, um possui especial interesse:
aquele definido por r , que é o maior de todos que se iniciam na linha r .

Além da estrutura acima descrita, a linguagem de apresentação dos algoritmos
possui também sentenças especiais. A utilização ou não delas é opcional. Contudo,
se empregadas devem obedecer à estrutura geral acima. Além disso, cada uma das
sentenças possui uma sintaxe própria. Uma sentença especial inicia uma linha da
apresentação e, portanto, inicia um bloco chamado bloco especial. Este, natural-
mente, corresponde à porção do algoritmo onde se estende o efeito da sentença
correspondente.

As seguintes sentenças especiais são de interesse.
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1. algoritmo <comentário>
Se presente, essa linha deve ser a primeira da apresentação do algoritmo e o
bloco definido por algoritmo deve conter toda a apresentação. O <comen-
tário> é opcional e normalmente se refere à finalidade do algoritmo.

2. dados: <descrição>
Essa sentença é utilizada para informar os dados de entrada do algoritmo. A
<descrição> deve caracterizar esses dados, em formato livre. Em geral, a
única sentença que antecede dados é aquela definida no primeiro item.

3. procedimento/função <nome>
Um procedimento ou função altera a ordem sequencial de interpretação dos
algoritmos. O bloco definido por procedimento/função deve ser saltado na
computação sequencial do processo. A interpretação desse bloco é realizada
imediatamente após a detecção de uma linha que invoque o <nome> do
procedimento/função. Encerrado este último, a sequência de interpretação
retorna para logo após o ponto interrompido. O <nome> pode envolver
parâmetros. O nome função será empregado quando o retorno do algoritmo
devolve algum dado computado. Caso contrário, o nome procedimento
será empregado.

4. se <condição> então <sentença 1> senão <sentença 2>
Se a <condição> é verdadeira então <sentença 1> é interpretada e <sen-
tença 2> desconsiderada. Se a <condição> for falsa, vale o oposto. Em
qualquer caso, o bloco seguinte a essa sentença é interpretado em seguida.
A parte senão <sentença 2> pode ser omitida.

5. para <variação> : <sentença>
A <variação> consiste de um conjunto S D fs1; : : : ; skg e de uma variável
j . O bloco definido na sentença é interpretado k vezes, a primeira com
j D s1, a segunda com j D s2, e assim por diante. A <variação> pode
também ser denotada por j  s1; : : : ; sk .

6. enquanto <condição> : <sentença>
A <condição> é avaliada e se for verdadeira, o bloco definido por essa sen-
tença é interpretado. Após o qual a <condição> é novamente avaliada e o
processo se repete. Se a <condição> é falsa, então o bloco em questão deve
ser saltado.
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7. repetir <sentença> até que <condição>
O bloco referente à sentença é interpretado. Ao atingir a linha até que a con-
dição é avaliada. Caso seja falsa, todo o processo se repete. Caso contrário,
a sequência de interpretação passa à linha seguinte à que contém até que.

As demais sentenças podem ser escritas em formato livre, atendendo contudo
às condições da estrutura em blocos. Utilizam-se, obviamente, símbolos matemá-
ticos correntes e o operador de atribuição . Tal operador é empregado na forma

x1; : : : ; xk  y1; : : : ; yk

que significa atribuir a xi o valor de yi , para cada 1 6 i 6 k. Para tais atribuições
assumem-se que são feitas de forma simultânea. Do lado esquerdo, assumem-se
também que os identificadores x1; : : : ; xk são todos distintos.

Os elementos de uma variável s do tipo vetor com n elementos serão denotados
por sŒ1�; sŒ2�; : : : ; sŒn�, embora os índices de início e fim possam variar conforme
a necessidade.

Como exemplo da utilização da linguagem de apresentação de algoritmos, con-
sidere o seguinte caso: é dada uma sequência sŒ1�; sŒ2�; : : : ; sŒn� de termos. O ob-
jetivo é inverter a sua ordem, isto é, rearranjar os termos na sequência, de modo
que sŒn� apareça na posição 1, sŒn � 1� na posição 2, e assim por diante. O Algo-
ritmo 1.1 seguinte descreve o processo.

Algoritmo 1.1 Inversão de uma sequência
Dados: sequência sŒ1::n�

para j  1; : : : ; bn=2c :
sŒj �; sŒn � j C 1� sŒn � j C 1�; sŒj �

Note que o efeito dessa atribuição do exemplo é de trocar os valores entre os
elementos sŒj � e sŒn � j C 1�.

1.3 Complexidade de Algoritmos
Na área de algoritmos, de um modo geral, é inerente uma preocupação computaci-
onal para com os processos desenvolvidos. Essa preocupação, por sua vez, implica
no objetivo de procurar elaborar algoritmos que sejam eficientes, o mais possível.
Consequentemente, torna-se imperioso o estabelecimento de critérios que possam
avaliar esta eficiência.
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No início, os critérios de medida de eficiência eram em geral empíricos, prin-
cipalmente no que se refere à eficiência de tempo. Baseado em uma certa estra-
tégia, um algoritmo era descrito e implementado. Em seguida, efetuava-se uma
avaliação prática de seu comportamento. Isto é, um programa implementando o
algoritmo era executado em um computador, para alguns conjuntos de dados de en-
trada diferentes. Para cada execução, media-se o tempo correspondente. Ao final
da experiência eram obtidas algumas curvas destinadas a avaliar o comportamento
de tempo do algoritmo.

Em geral, esses eram os critérios utilizados até aproximadamente a primeira
metade do século passado. Se bem que as informações obtidas por meio desse
processo sejam também úteis, os critérios mencionados não permitem aferir, re-
almente, o comportamento do algoritmo. E por vários motivos. As curvas obti-
das traduzem apenas os resultados de medidas empíricas para dados particulares.
Além disso, essas medidas são dependentes de uma implementação particular, por-
tanto, da qualidade de programador, do compilador específico utilizado, do com-
putador empregado e até das condições locais de processamento no instante da
realização das medidas.

Esses fatos justificam a necessidade da adoção de algum processo que seja ana-
lítico, para avaliação da eficiência. O critério descrito a seguir tenta se aproximar
desse objetivo.

A tarefa de definir um critério analítico torna-se mais simples se a eficiência a
ser avaliada for relativa a alguma máquina específica. Recordamos que o método
de avaliação empírico acima mencionado, produz sempre resultados relativos ao
computador utilizado nas experiências. Ao invés de escolher uma máquina parti-
cular, em relação à qual a eficiência dos algoritmos seria avaliada, é certamente
mais conveniente utilizar um modelo matemático de um computador. Uma possí-
vel formulação desse modelo é a RAM (Random Access Machine), que é composta
de uma unidade de entrada, unidade de saída, memória e controle/processador

O funcionamento de uma RAM é semelhante ao de um computador hipoté-
tico elementar. O processador dispõe de instruções que podem ser executadas. A
memória armazena os dados e o programa. Esse último consiste de um conjunto
de instruções que implementa o algoritmo. Cada instrução I do modelo possui
um tempo de instrução t.I /. Assim sendo, se para a execução de um programa P ,
para uma certa entrada fixa, são processadas r1 instruções do tipo I1, r2 instruções
do tipo I2; : : : ; rm instruções do tipo Im, então o tempo de execução do programa
P é dado por

Pm
j D1 rj � t .Ij /. O que se segue é uma tentativa de avaliação desse

somatório.
Para completar a descrição do modelo a ser utilizado, introduzimos a seguinte
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simplificação adicional. Supõe-se que t .I / D 1 para toda instrução I , isto é, que
o tempo de execução de cada instrução seja constante e igual a 1. À primeira vista,
essa simplificação talvez se afigure como não razoável. Para justificá-la, observe
inicialmente que a relação t .I1/=t.I2/ entre os tempos de execução das instruções
I1 e I2 pode ser aproximada a uma constante, considerando-se fixos os tamanhos
dos operandos. Por exemplo, uma instrução de multiplicação seria aproximada-
mente k, constante, vezes mais lenta que uma comparação. Essa simplificação
parece razoável. Sejam agora T 0 e T 00 respectivamente, os valores dos tempos de
execução do programa, para os caso em que t .I1/=t.I2/ = constante e t.I / D 1.
Isto é, T 0 corresponde ao valor do tempo de execução do programa, supondo ape-
nas a simplificação de que a relação entre dois tempos de instruções arbitrárias
seja uma constante. Enquanto isso, T 00 corresponde ao tempo de execução do
programa no caso em que os tempos de instruções são todos unitários. Segue-se,
então, que existe uma constante que limita T 0=T 00, ou seja, a simplificação adi-
cional t.I / D 1 introduz uma distorção de apenas uma constante, em relação à
simplificação anterior t .I1/=t.I2/ D k.

Com t .I / D 1, o valor do tempo de execução de um programa torna-se igual
ao número total de instruções computadas. Denomina-se passo de um algoritmo
˛ à computação de uma instrução do programa P que o implementa. A complexi-
dade local do algoritmo ˛ é o número total de passos necessários para a computa-
ção completa de P , para uma certa entrada E. Assim sendo, considerando-se as
simplificações introduzidas, a complexidade local de ˛ é equivalente ao seu tempo
de execução, para a entrada E. O interesse é determinar o número total de passos
acima, para entradas consideradas suficientemente grandes.

Nesse sentido, torna-se relevante avaliar o tamanho da entrada. Supondo que
ela seja composta de n símbolos, o seu comprimento seria o somatório dos tama-
nhos das codificações correspondentes aos n símbolos, segundo o critério de codi-
ficação utilizado. Para simplificar a análise, a menos que seja explicitamente dito
o contrário, o tamanho da codificação de cada símbolo será considerado constante.
Assim sendo, o tamanho da entrada pode ser expresso por um número proporcional
a n, sendo considerado grande quando n o for. Essa simplificação é amplamente
satisfatória quando a codificação de cada símbolo puder ser armazenada em uma
palavra de computador, como ocorre frequentemente. Nesse caso, o número de
palavras utilizadas exprime obviamente o comprimento da entrada.

A avaliação da eficiência para problemas grandes é, sob alguns aspectos, a
mais importante. Além disso, facilita a manipulação de sua expressão analítica.
Consequentemente, seria também razoável aceitar uma medida analítica que refle-
tisse um limite superior para o número de passos, em lugar de um cálculo exato.
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Define-se, então, complexidade (local) assintótica de um algoritmo como sendo
um limite superior da sua complexidade local, para uma certa entrada suficiente-
mente grande. Naturalmente, em se tratando de um limite superior, o interesse é
determiná-lo o mais justo, ou seja, o menor possível. A complexidade assintótica
deve ser escrita em relação às variáveis que descrevem o tamanho da entrada do
algoritmo.

Para exprimir analiticamente a complexidade assintótica, é conveniente uti-
lizar a notação seguinte, denominada notação O , empregada para expressar or-
dens de grandeza de funções. Sejam f; h funções reais não negativas da variá-
vel inteira n > 0. Diz-se que f é O.h/, denotando-se f D O.h/, quando
existirem constantes c; n0 > 0 tais que f 6 ch, para n > n0. Por exemplo,
3x2 C 2x C 5 é O.x2/, 3x2 C 2x C 5 é O.x3/, 4x2 C 2y C 5x é O.x2 C y/,
2x C log x C 1 é O.x/, 542 é O.1/, e assim por diante. É imediato verificar
que O.h1 C h2/ D O.h1/ C O.h2/ e O.h1 � h2/ D O.h1/ � O.h2/. Além
disso, se h2 D O.h1/, então O.h1 C h2/ D O.h1/. Seja k uma constante, então
O.k � h/ D k � O.h/ D O.h/. Observe que os termos de ordem mais baixa são
irrelevantes. Quando a função f é O.h/, diz-se também que f é da ordem de h.

A notação O , naturalmente, é útil para descrever limites superiores. Por outro
lado, muitas vezes desejamos mencionar um limite superior que não seja justo.
Para esses casos, utilizamos a notação denominada o pequeno, assim definida.

Sejam f; h funções reais não negativas da variável inteira n > 0. Diz-se que
f é o.h/, denotando-se f D o.h/, quando, para uma dada constante c, existir
constante n0 > 0 tais que f < ch, para n > n0. Por exemplo, x2 é o.x3/,
mas não é o.x2/, apesar de ser O.x2/. Assim sendo, a notação O se presta para
descrever limites superiores, enquanto que a notação o descreve limites superiores
não justos.

A complexidade assintótica de um algoritmo obviamente não é única, pois
a entradas diferentes podem corresponder números de passos diferentes. Dentro
dessa diversidade de entradas, é sem dúvida importante aquela que corresponde
ao pior caso. Talvez para a maioria das aplicações esse é o caso mais relevante.
Além disso, é de tratamento analítico mais simples. Define-se, então, complexi-
dade de pior caso (ou simplesmente complexidade) de um algoritmo como o valor
máximo dentre todas as suas complexidades assintóticas, para entradas de tama-
nho suficientemente grandes. Ou seja, a complexidade de pior caso traduz um
limite superior do número de passos necessários à computação da entrada mais
desfavorável de tamanho suficientemente grande.

A complexidade de um algoritmo é, sem dúvida, um indicador importante para
a avaliação da sua eficiência de tempo. Mas, certamente, também possui aspectos
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desvantajosos e tampouco é o único indicador existente. A complexidade pro-
cura traduzir analiticamente uma expressão da eficiência de tempo do pior caso.
Contudo, há exemplos em que é por demais pessimista. Isto é, o pior caso pode
corresponder a um número de passos bastante maior do que os casos mais frequen-
tes. Além disso, a expressão da complexidade não considera as constantes, sendo
um outro fator onde distorções podem ser introduzidas. Seja o exemplo em que o
número de passos necessários para a computação do pior caso de um algoritmo é
c1x2 C c2x onde c1, c2 são constantes com c1 � c2 e x uma variável que des-
creve o tamanho da entrada. Então, como a complexidade é assintótica, ela seria
escrita como O.x2/, o que pode não exprimir satisfatoriamente as condições do
exemplo.

Por analogia, define-se também um indicador para o melhor caso do algoritmo.
Assim sendo, a complexidade de melhor caso é o valor mínimo dentre todas as
complexidades assintóticas do algoritmo, para entradas suficientemente grandes.
Isto é, a complexidade de melhor caso corresponde a um limite superior do nú-
mero de passos necessários à computação da entrada mais favorável de tamanho
suficientemente grande. Analogamente ao pior caso, esse novo indicador deve ser
expresso em função do tamanho da entrada.

A seguinte notação, denominada ˝ é útil no estudo de complexidade. Sejam
f; h funções reais não negativas da variável inteira n > 0. Então f D ˝.h/

significa que existem constantes c; n0 > 0 tais que f > ch, para n > n0. Por
exemplo, 5n2C 2nC 3 é ˝.n2/, mas é também ˝.n/. Por outro lado, 2n3C 5n

é ˝.n2/, e assim por diante. Assim sendo, a notação ˝ é adequada para exprimir
limites inferiores.

Finalmente, utilizamos a notação �, adequada para exprimir valores de com-
plexidades justos. Sejam f; h funções reais não negativas da variável inteira n > 0.
Então f D �.h/ se e somente se f é O.h/ e também é ˝.h/. Por exemplo, x3

é �.x3/, mas não �.x4/, nem �.x2/.

Além de considerar as medidas relativas ao pior e melhor caso, na execução
de um algoritmo, surge naturalmente a ideia de computar o caso médio da comple-
xidade, dentre todas as entradas possíveis. Para conceituar esse indicador, consi-
deramos o seguinte modelo.

Seja E1; : : : ; Em o conjunto das entradas de um algoritmo. É conhecida uma
distribuição das probabilidades de ocorrências dessas entradas, bem como o nú-
mero de passos executados em cada caso. Assim, supomos que a entrada Ei pos-
sua probabilidade pi e requeira a execução de ti passos. A complexidade de caso
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médio de um algoritmo é dada pela seguinte expressão

mX
iD1

pi :ti

A complexidade de caso médio, naturalmente, é das mais relevantes para ava-
liar a qualidade de um algoritmo. Comentamos, contudo, as dificuldades que sur-
gem na sua determinação. A primeira é o conhecimento prévio da distribuição das
probabilidades. Além disso, a sua computação, em muitos casos, não é uma tarefa
simples, em particular, a obtenção de uma fórmula fechada de sua expressão.

Examinamos, em seguida, as complexidades de todos os algoritmos que pos-
sam resolver um certo problema. Seja P um problema algorítmico, cuja entrada
possui tamanho n > 0 e g uma função real positiva da variável n. Diz-se que
˝.g/ é um limite inferior de P quando qualquer algoritmo ˛ que resolva P re-
querer pelo menos O.g/ passos. Isto é, se O.f / for a complexidade (pior caso)
de ˛, então g é O.f /. Por exemplo, se ˝.n2/ for um limite inferior para P , não
poderá existir algoritmo que resolva em O.n/ passos. Um algoritmo ˛0 que pos-
sua complexidade O.g/ é denominado ótimo e, nesse caso, g é o limite inferior
máximo de P . Observe que ˛0 é o algoritmo de complexidade mais baixa den-
tre todos os que resolvem P . Esse último indicador é obviamente importante e,
frequentemente, de difícil determinação. É também mais geral que os anteriores,
pois é relativo ao problema e não a alguma solução específica.

1.4 Tratabilidade de Problemas

Na Seção 1.3, examinamos a questão da conceituação da complexidade computa-
cional. Restou a questão importante de distinguir, por meio da complexidade, os
algoritmos eficientes daqueles não eficientes. Essa questão será examinada nesta
seção.

Utiliza-se o seguinte critério. Um algoritmo eficiente é precisamente aquele
cuja complexidade pode ser expressa por um polinômio no tamanho de sua en-
trada. Caso contrário, será classificado como não eficiente. Para que essas defi-
nições façam sentido é necessário supor que a informação dos dados de entrada
de um algoritmo sejam codificados de maneira a não conter elementos espúrios,
e codificados de modo a não alterar o caráter, polinomial ou não, do tamanho de
sua entrada. Normalmente, os dados de entrada dos problemas são codificados em
binário.
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Consideramos, em seguida, a seguinte extensão desse conceito. Seja ˘ um
problema algorítmico, e examinemos a coleção de todos os possíveis algoritmos
que o resolvem. Dizemos que˘ é um problema tratável se existir algum algoritmo
eficiente que o resolva. Caso contrário, denomina-se intratável.

Os problemas algorítmicos, que consideramos nesta seção, são os denomina-
dos problemas de decisão, que são precisamente aqueles cuja resposta é apenas
uma informação binária “sim” ou “não”. Há uma maneira padronizada de for-
mular problemas de decisão. Assim, representamos um problema de decisão ˘

através da dupla .D; Q/, onde D corresponde ao conjunto de dados de ˘ , e Q

representa a questão que ˘ deve resolver, ao fornecer de uma resposta “sim” ou
“não”. Por exemplo, o problema NÚMEROS PRIMOS consiste em decidir se um
dado inteiro k é primo.

NÚMEROS PRIMOS
DADOS: Inteiro k > 0

QUESTÃO: O inteiro k é primo ?

Desta forma, os dados D do problema NÚMEROS PRIMOS ˘.D; Q/ con-
sistem na codificação binária do inteiro k, e a questão Q consiste em decidir se k

é primo.
Observamos que a codificação binária de k possui comprimento igual a 1 C

blog2 kc dígitos binários. Assim, para que este problema seja tratável, é necessário
a existência de um algoritmo cuja complexidade seja um polinômio emO.log2 k/.
Tal algoritmo foi concebido há alguns anos. Portanto, esse algoritmo possui com-
plexidade polinomial, o que implica que NÚMEROS PRIMOS é um problema
tratável.

1.4.1 As classes P e NP

A classe de problemas P consiste dos problemas de decisão tratáveis, isto é que
admitem algoritmo polinomial no tamanho de sua entrada. Por exemplo, já verifi-
camos que NÚMEROS PRIMOS 2 P .

Consideramos, em seguida, uma variação da questão relacionada aos proble-
mas de decisão. Dado um problema de decisão ˘.D; Q/, em lugar de decidir
“sim” ou “não”, para o problema˘ , desejamos apenas certificar uma dada resposta
“sim”. Isto é, se for exibida uma justificativa para a resposta “sim”, o objetivo con-
siste tão somente em confirmar, por meio de um algoritmo polinomial no tamanho
de ˘ , que a resposta é válida. Essa justificativa é denominada certificado. Por
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exemplo, seja o problema de decisão DIVISÃO INTEIRA, descrito em seguida:

DIVISÃO INTEIRA
DADOS: Inteiros a; b, com b ¤ 0.
QUESTÃO: O inteiro a é múltiplo de b ?

Um certificado para a resposta “sim” de DIVISÃO INTEIRA consiste em exi-
bir um inteiro c, tal que b:c D a. É imediato verificar que esse certificado pode ser
verificado em tempo polinomial no tamanho da entrada de DIVISÃO INTEIRA.

A classe de problemas NP consiste dos problemas de decisão que admitem
certificados que podem ser verificados por meio de um algoritmo de tempo po-
linomial no tamanho dos problemas considerados. Assim, DIVISÃO INTEIRA
2 NP .

Do exposto acima, segue-se que se um problema de decisão ˘ 2 P , então
˘ 2 NP . Isto é, P � NP . A pergunta natural é se essa contenção é de fato uma
igualdade, isto é, motiva a pergunta

P D NP ‹

Ainda não se conhece a resposta a essa questão. De fato, é uma das questões
em aberto mais importantes da matemática contemporânea!

1.4.2 A Classe NP-completo

Sejam˘1.D1; Q1/ e˘2.D2; Q2/ problemas de decisão. Suponha que seja conhe-
cido um algoritmo A2 para resolver ˘2. Se for possível transformar o problema
˘1 em ˘2, sendo conhecido um processo de transformar a solução de ˘2 numa
solução de ˘1, então o algoritmo A2 pode ser utilizado para resolver o problema
˘1. Observe que, como o objetivo consiste em resolver ˘1 através de A2, o que
se supõe dado é uma instância de ˘1 para a qual se deseja conhecer a resposta. A
partir da instância I1 2 D1, elabora-se a instância I2 2 D2. Aplica-se, então, o
algoritmo A2 para resolver ˘2. O retorno ao problema ˘1 é realizado por meio
da transformação da solução de ˘2 para a de ˘1. Se a transformação de ˘1 em
˘2, bem como a da solução de solução de ˘2 na solução de ˘1, puder ser reali-
zada em tempo polinomial, então diz-se que existe uma transformação polinomial
de ˘1 em ˘2 e que ˘1 é polinomialmente transformável em ˘2. Formalmente,
uma transformação polinomial de um problema de decisão ˘1.D1; Q1/ no pro-
blema de decisão ˘2.D2; Q2/ é uma função f W D1 ! D2 tal que as seguintes
condições são satisfeitas:
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• (i) f pode ser computada em tempo polinomial;

• (ii) para toda instância I 2 D1 do problema ˘1, tem-se: ˘1.I / possui
resposta “sim” se e somente se ˘2.f .I // também o possuir.

Observe que as transformações de maior interesse, entre problemas, são pre-
cisamente as polinomiais. Isto ocorre porque essas últimas preservam a natureza
(polinomial ou não) do algoritmo A2 para ˘2, quando utilizado para resolver ˘1.
Assim sendo, se A2 for polinomial e existir uma transformação polinomial de ˘1

em ˘2, então ˘1 também pode ser resolvido em tempo polinomial. Denota-se
˘1 / ˘2 (lê-se “˘1 se transforma polinomialmente a ˘2”) para indicar que ˘1

pode ser transformado polinomialmente em ˘2. Observe que a relação / é tran-
sitiva (isto é, ˘1 / ˘2 e ˘2 / ˘3 ) ˘1 / ˘3).

Observe que, quando ˘1 / ˘2, a transformação f deve ser aplicada sobre
uma instância I genérica de˘1. A instância que se obtém de˘2, contudo, é parti-
cular, pois é fruto da transformação f utilizada. Assim sendo, de certa forma, ˘2

pode ser considerado como um problema de dificuldade maior ou igual a˘1. Pois
que, mediante f , um algoritmo que resolve a instância particular de ˘2, obtida
por meio de f , resolve também a instância arbitrária de ˘1 dada.

Considere agora dois problemas ˘1 e ˘2, tais que ˘1 / ˘2 e ˘2 / ˘1.
Então ˘1 e ˘2 são denominados problemas equivalentes. Assim, segundo a ob-
servação acima, dois problemas equivalentes são de idêntica dificuldade, no que
se refere à existência ou não de algoritmo polinomial para resolvê-los. Note que,
quando ˘1 / ˘2, a particularização de ˘2 construída pela transformação f é
equivalente ao problema geral ˘1. Isto é, representado por f .D1/, o conjunto
imagem de f W D1 ! D2, o problema ˘1.D1; Q1/ é equivalente à particulariza-
ção .f .D1/; Q2/ do problema ˘2.D2; Q2/.

Observe que é possível utilizar a relação/ para dividirNP em classes de pro-
blemas equivalentes entre si. Obviamente, os problemas pertencentes aP formam
uma dessas classes. E, nesse sentido, podem ser considerados como os de “menor
dificuldade” em NP .

Em contrapartida, existe outra classe de problemas equivalentes entre si, que
correspondem aos de “maior dificuldade” dentre todos em NP . Os problemas
dessa nova classe são denominados NP-completo, cuja definição se segue. Um
problema de decisão˘ é denominadoNP-completo quando as seguintes condições
forem ambas satisfeitas:

(i) ˘ 2 NP ;



1.4. Tratabilidade de Problemas 17

(ii) todo problema de decisão ˘ 0 2 NP satisfaz ˘ 0 / ˘ .

Observamos que (ii) implica que todo problema da classeNP pode ser trans-
formado polinomialmente no problema NP-completo. Isto é, se um problema NP-
completo ˘ puder ser resolvido em tempo polinomial, então todo problema de
NP admite também algoritmo polinomial e, consequentemente, nessa hipótese
P D NP . Vale, pois, ˘ 2 P se e somente se P D NP , justificando o fato de
que a classe NP-completo corresponda aos problemas de maior dificuldade dentre
os pertencentes a NP .

Caso somente a condição (ii) da definição de NP-completo seja considerada,
não importando se (i) é ou não satisfeita, o problema ˘ é denominado NP-difícil.
Consequentemente, a “dificuldade” de um problema NP-difícil é não menor do
que a de um problema NP-completo.

Para que a definição de NP-completo seja relevante é necessário identificar
problemas que pertençam à classe. O primeiro provado ser NP-completo é o pro-
blema SATISFATIBILIDADE da área de lógica, cuja formulação é a seguinte.

SATISFATIBILIDADE (SAT)
DADOS: Uma expressão booleana E na FNC
QUESTÃO: E é satisfatível?

Para enunciar o primeira problema da lista, considere um conjunto de variáveis
booleanas x1; x2; x3; : : : ; e denote por x1; x2; x3; : : : seus complementos. Isto é,
cada variável xi assume um valor verdadeiro (V) ou falso (F) e xi é verdadeira se e
somente se xi for falso. De ummodo geral, os símbolos x1; x1; x2; x2; x3; x3; : : :

são denominados literais. Denote por ^ e _, respectivamente, as operações biná-
rias usuais de conjunção (e) e disjunção (ou). Uma cláusula é uma disjunção de
literais. Uma expressão booleana é uma expressão cujos operandos são literais e
cujos operadores são conjunções ou disjunções. Uma expressão booleana é dita
na forma normal conjuntiva (FNC) quando for uma conjunção de cláusulas. Se
atribuirmos um valor, verdadeiro ou falso, a cada variável de uma expressão bo-
oleana E, podemos computar o valor, V ou F, de E, calculando-se os resultados
das operações de conjunção e disjunção indicadas na expressão. Sabe-se que toda
expressão booleana pode ser colocada na FNC, mediante a aplicação de transfor-
mações que preservam o seu valor. Uma expressão booleana é dita satisfatível
se existe uma atribuição de valores, verdadeiro ou falso, às variáveis de tal modo
que o valor da expressão seja verdadeiro. O problema de satisfatibilidade (SAT)
consiste em, dada uma expressão booleana na FNC, verificar se ela é satisfatível.
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O problema 3-SAT é uma restrição do problema SAT, em que todas as cláusu-
las possuem, no máximo, três literais. Quando restringimos um problema, claro,
ele se torna mais simples, e, nesse caso, pode não mais pertencer à classe NP-
completo. Contudo, pode ser provado, que o problema 3-SAT permanece NP-
completo. Similarmente, o problema 2-SAT é uma restrição de 3-SAT, em que
cada cláusula possui, no máximo, dois literais. Essa nova restrição produz o efeito
de tornar o problema tratável, isto é, existe um algoritmo de tempo polinomial que
resolve 2-SAT. Então 2-SAT 2 P .

Observamos, ainda, que se um problema ˘ pertence à classe NP-completo,
nada é possível afirmar quanto a sua tratabilidade. Tanto é possível ˘ 2 P ou
não. Por outro lado, existe uma quantidade enorme de problemas de interesse,
seja teórico ou aplicado, que são atualmente classificados como NP-completos.
Esse fato, aliado ao desafio matemático, torna a questão P D NP ainda mais
intrigante.

1.5 Noções Básicas de Teoria de Grafos

Um grafo G.V; E/ é um conjunto finito não vazio V e um conjunto E de pares
não ordenados de elementos distintos de V . O grafo G.V; E/ é chamado trivial
quando jV j D 1. Se necessário, utilizamos o termo grafo não direcionado, para
designar um grafo. Os elementos de V são os vértices e os de E são as arestas de
G respectivamente. Cada aresta e 2 E será denotada pelo par de vértices e D vw

que a forma. Nesse caso, os vértices v, w são os extremos (ou extremidades) da
aresta e, sendo denominados adjacentes. A aresta e é dita incidente a ambos v,
w. Duas arestas que possuem um extremo comum são chamadas de adjacentes.
Utilizaremos a notação n D jV j e m D jEj.

Um grafo pode ser visualizado por meio de uma representação geométrica,
na qual seus vértices correspondem a pontos distintos do plano em posições ar-
bitrárias, enquanto que a cada aresta vw é associada uma linha arbitrária unindo
os pontos correspondentes a v, w. Para maior facilidade de exposição, é usual
confundir-se um grafo com a sua representação geométrica. Isto é, no decorrer
do texto, será utilizado o termo grafo significando também a sua representação
geométrica.

Em um grafo G.V; E/, define-se grau de um vértice v 2 V , denotado por
d.v/, como sendo o número de vértices adjacentes a v. Um grafo é regular de
grau r , quando todos os seus vértices possuírem o mesmo grau r . Observe que
cada vértice v é incidente a d.v/ arestas e cada aresta é incidente a 2 vértices.
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Logo,
P

v2V d.v/ D 2jEj. Um vértice que possui grau zero é chamado isolado.
Uma sequência de vértices v1; : : : ; vk tal que vj vj C1 2 E, 1 6 j < k, é

denominado caminho de v1 a vk . Diz-se, então, que v1 alcança ou atinge vk . Um
caminho de k vértices é formado por k�1 arestas v1v2; v2v3; : : : ; vk�1vk . O valor
k�1 é o comprimento do caminho. Se todos os vértices do caminho v1; : : : ; vk fo-
rem distintos, a sequência recebe o nome de caminho simples ou elementar. Se as
arestas forem distintas, a sequência denomina-se trajeto. Um ciclo é um caminho
v1; : : : ; vk; vkC1 sendo v1 D vkC1 e k > 3. Se o caminho v1; : : : ; vk for simples,
o ciclo v1; : : : ; vk; vkC1 também é denominado simples ou elementar. Um grafo
que não possui ciclos é acíclico. Um triângulo é um ciclo de comprimento 3. Dois
ciclos são considerados idênticos se um deles puder ser obtido do outro, por meio
de uma rotação de seus vértices. Para maior simplicidade de apresentação, quando
não houver ambiguidade, os termos “caminho” e “ciclo” serão utilizados com o
significado de “caminho simples” e “ciclo simples”, respectivamente.

Um grafo G.V; E/ é denominado conexo quando existe caminho entre cada
par de vértices de G. Caso contrário G é desconexo. Observe que a representação
geométrica de um grafo desconexo é necessariamente descontínua. Em especial,
o grafo G será totalmente desconexo quando não possuir arestas.

Seja S um conjunto e S 0 � S . Diz-se que S 0 é maximal em relação a uma
certa propriedade P , quando S 0 satisfaz à propriedade P e não existe subconjunto
S 00 � S 0, que também satisfaz P . Observe que a definição anterior não implica
necessariamente que S 0 seja o maior subconjunto de S satisfazendo P . Implica
apenas no fato de que S 0 não está propriamente contido em nenhum subconjunto
de S que satisfaça P . De maneira análoga, define-se também conjunto minimal
em relação a uma certa propriedade. A noção de conjunto maximal (ou minimal) é
frequentemente encontrada em combinatória. Ela pode ser aplicada, por exemplo,
na definição que se segue.

Denominam-se componentes conexos de um grafo G os subgrafos maximais
deG que sejam conexos. Observe que a propriedadeP , nesse caso, é equivalente a
“ser conexo”. Os componentes conexos de um grafo G são os subgrafos de G cor-
respondentes às porções contíguas de sua representação geométrica. Denomina-se
distância d.v; w/ entre dois vértices v; w de um grafo o comprimento do menor
caminho entre v e w.

SejaG.V; E/ um grafo, e 2 E uma aresta. Denota-se porG�e o grafo obtido
de G, pela exclusão da aresta e. Se v; w é um par de vértices não adjacentes em
G, a notação G C vw representa o grafo obtido adicionando-se a G a aresta vw.
Analogamente, seja v 2 V um vértice deG. O grafoG�v denota aquele obtido de
G pela remoção do vértice v. Observe que excluir um vértice implica em remover
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de G o vértice em questão e as arestas a ele incidentes. Da mesma forma, G Cw

representa o grafo obtido adicionando-se a G o vértice w.
Observa-se ainda que essas operações de inclusão e exclusão de vértices e

arestas podem ser generalizadas. De um modo geral, se G é um grafo e S um
conjunto de arestas ou vértices, G�S e GCS denotam, respectivamente, o grafo
obtido de G pela exclusão e inclusão de S .

Um grafo é completo quando existe uma aresta entre cada par de seus vértices.
Utiliza-se a notaçãoKn, para designar um grafo completo com n vértices. O grafo
Kn possui o número máximo possível de arestas para um dado n, ou seja,

�
n
2

�
arestas.

Um grafo G.V; E/ é bipartido quando o seu conjunto de vértices V puder
ser particionado em dois subconjuntos V1; V2, tais que toda aresta de G une um
vértice de V1 a outro de V2. É útil denotarmos o grafo bipartido G por .V1 [

V2; E/. Um grafo bipartido completo possui uma aresta para cada par de vértices
v1; v2, sendo v1 2 V1 e v2 2 V2. Sendo n1 D jV1j e n2 D jV2j, um grafo
bipartido completo é denotado porKn1;n2

e obviamente possui n1n2 arestas. Pode-
se indagar se existe algum processo eficiente para se reconhecer grafos bipartidos.
A resposta é afirmativa.

Um subgrafo G2.V2; E2/ de um grafoG1.V1; E1/ é um grafo tal que V2 � V1

e E2 � E1. Se, além disso, G2 possuir toda aresta vw de G1 tal que ambos v e w

estejam em V2, então G2 é o subgrafo induzido pelo subconjunto de vértices V2.
Diz-se, então, que V2 induz G2.

Denomina-se clique de um grafo G a um subgrafo de G que seja completo.
Chama-se conjunto independente de vértices a um subgrafo induzido de G, que
seja totalmente desconexo. Ou seja, numa clique existe uma aresta entre cada par
de vértices distintos. Num conjunto independente de vértices não há aresta entre
qualquer par de vértices. O tamanho de uma clique ou conjunto independente de
vértices é igual à cardinalidade de seu conjunto de vértices. Dado um grafo G, o
problema de encontrar emG uma clique ou conjunto independente de vértices com
um dado tamanho k pode ser facilmente resolvido por um processo de força bruta,
examinando o subgrafo induzido de cada um dos

�
n
k

�
subconjuntos de V com k

vértices. Esse método corresponde a um algoritmo de complexidade ˝.nk/, ou
seja, não é eficiente para k arbitrário. De fato, esses problemas pertencem à classe
NP-completo, o que significa que é desconhecido se existe algum processo para
resolvê-los de modo eficiente.

Um corte de vértices de um grafo conexoG é um subconjunto de vértices cuja
remoção desconecta G ou o reduz a um grafo trivial. Um corte de arestas de um
grafo conexo G é um subconjunto de arestas cuja remoção desconecta G.



1.5. Noções Básicas de Teoria de Grafos 21

Em um grafo completo Kn; n > 1 não existe subconjunto próprio de vértices
V 0 � V cuja remoção desconecte G, mas removendo-se n � 1 vértices resulta
o grafo trivial. Denomina-se conectividade de vértices cV de G à cardinalidade
do menor corte de vértices de G. Analogamente, a conectividade de arestas cE

de G é igual à cardinalidade do menor corte de arestas de G. Se G é um grafo
desconexo, então cV D cE D 0. Sendo k um inteiro positivo, diz-se que um
grafo G é k-conexo em vértices quando a sua conectividade de vértices é > k.
Analogamente G é k-conexo em arestas quando sua conectividade de arestas é
> k. Em outras palavras, se G é k-conexo em vértices (arestas), então não existe
corte de vértices (arestas) de tamanho < k.

Sejam G.V; E/ um grafo e E 0 � E um corte de arestas de G. Então é sempre
possível encontrar um corte de vértices V 0 de tamanho jV 0j 6 jE 0j. Basta escolher
para V 0 precisamente o subconjunto de vértices v tais que toda aresta e 2 E 0 é
incidente a algum v 2 V 0. Consequentemente, para todo grafo, vale cV 6 cE .
Seja w o vértice de grau mínimo no grafo G, suposto não completo. Então é
possível desconectar G, removendo-se do grafo as d.w/ arestas adjacentes a w.
Então d.w/ > cE > cV . Observe que se G for o grafo completo Kn, então
d.w/ D cE D cV D n � 1.

Os grafos examinados até o momento são também denominados não direcio-
nados. Isto porque suas arestas vw não são direcionadas. Assim, se vw é aresta
deG.V; E/, então tanto v é adjacente aw quantow é adjacente a v. Em contrapar-
tida, um grafo direcionado (digrafo) D.V; E/ é um conjunto finito não vazio V

(os vértices) e um conjunto E (as arestas) de pares ordenados de vértices distintos.
Portanto, num digrafo, cada aresta ou arco .v; w/ possui uma única direção de v

para w. Diz-se também que .v; w/ é divergente de v e convergente a w. Boa parte
da nomenclatura e dos conceitos é análoga nos dois casos. Assim sendo, definem-
se, por exemplo, caminho simples, trajeto, ciclo e ciclo simples de forma análoga
às definições de grafos. Contudo, ao contrário dos grafos, os digrafos podem pos-
suir ciclos de comprimento 2, no caso em que ambos .v; w/ e .w; v/ são arestas do
digrafo. Os caminhos e ciclos em um digrafo devem obedecer ao direcionamento
das arestas.

Seja D.V; E/ um digrafo e um vértice v 2 V . O grau de entrada de v, de-
notado por d�.v/, é o número de arestas convergentes a v. O grau de saída de
v, denotado por dC.v/, é o número de arestas divergentes de v. Uma fonte é um
vértice com grau de entrada nulo, enquanto que um sumidouro (ou poço) é um com
grau de saída nulo.

Se forem retiradas as direções das arestas de um digrafo D obtém-se um mul-
tigrafo não direcionado, chamado grafo subjacente a D.
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Um digrafo D.V; E/ é fortemente conexo quando para todo par de vértices
v; w 2 V existir um caminho em D de v para w e também de w para v. Se ao
menos um desses caminhos existir para todo v; w 2 V , então D é unilateralmente
conexo. D é chamado fracamente conexo ou desconexo, conforme seu grafo sub-
jacente seja conexo ou desconexo, respectivamente. Observe que se um digrafo
é fortemente conexo, então também é unilateralmente e fracamente conexo. Se v

alcançar todos os vértices de D, então v é chamado raiz do digrafo.
Um digrafo é acíclico quando não possui ciclos. Observe que o grafo subja-

cente a um digrafo acíclico não é necessariamente acíclico.
Finalmente, uma árvore direcionada enraizada é um digrafo D tal que exata-

mente um vértice r possui grau de entrada nulo, enquanto que para todos os demais
vértices o grau de entrada é igual a um. É imediato observar que D é acíclico com
exatamente uma raiz r . Além disso, o grafo subjacente T de D é uma árvore. Por
isso, é usual aplicar a nomenclatura de árvores a essa classe de digrafos.

Examinamos, agora, algumas representações de grafos, adequadas ao uso em
computador. Ou seja, estruturas que (i) correspondam univocamente a um grafo
dado e (ii) possam ser armazenadas e manipuladas sem dificuldade, em um com-
putador. Observe que a representação geométrica, por exemplo, não satisfaz à
condição (ii). Dentre os vários tipos de representações adequadas ao computador,
ressaltam-se as representações matriciais e as representações por listas. A seguir,
são examinadas algumas dessas. Dado um grafoG.V; E/, amatriz de adjacências
R D .rij / é uma matriz n � n tal que

rij D

�
1, se vivj 2 E

0, caso contrário

Ou seja, rij D 1 quando os vértices vi ; vj forem adjacentes e rij D 0, caso con-
trário. É imediato verificar que a matriz de adjacências representa um grafo sem
ambiguidade. Além disso, é de simples manipulação em computador. Algumas
propriedades da matrizR são imediatas. Por exemplo,R é simétrica para um grafo
não direcionado. Além disso, o número de 1’s é igual a 2m, pois cada aresta vivj

dá origem a dois 1’s em R, rij e rj i .
Observe que uma matriz de adjacências caracteriza univocamente um grafo.

Contudo, a um mesmo grafo G podem corresponder várias matrizes diferentes.
De fato, se R1 é matriz de adjacências de G e R2 é outra matriz obtida por alguma
permutação de linhas e colunas de R1, então R2 também é matriz de adjacências
de G. Ou seja, para construir uma matriz de adjacências de G.V; E/, é necessário
arbitrar uma certa permutação v1; v2; : : : ; vn para os vértices de V . Naturalmente,
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permutações diferentes podem conduzir a matrizes diferentes. A matriz de adja-
cências pode ser também definida para digrafos. Basta tomar

rij D

�
1, se .vi ; vj / 2 E

0, caso contrário

Naturalmente, a matriz não é mais necessariamente simétrica e o número de 1’s é
exatamente igual a m.

Em relação ao espaço necessário ao armazenamento da matriz, em qualquer
caso, existem n2 informações binárias, o que significa um espaço O.n2/. Ou seja,
um espaço não linear com o tamanho do grafo (número de vértices e arestas) no
caso em que este for esparso (isto é, m D O.n/), principal desvantagem dessa
representação.

Uma outra representação matricial para o grafo G.V; E/ é a matriz de incidên-
cias n �m, B D .bij /, assim definida:

bij D

�
1, se a aresta ej for incidente ao vértice vi

0, caso contrário

Ou seja, arbitram-se permutações para os vértices v1; : : : ; vn e para as arestas
e1; : : : ; em de G. Então bij D 1 precisamente quando o vértice vi for um extremo
da aresta ej , e bij D 0, caso contrário. Novamente, é imediato verificar que a
matriz de incidências representa univocamente um grafo, mas esse último pode
ser representado, em geral, por várias matrizes de incidências diferentes. Obser-
vamos que cada coluna de B tem exatamente dois 1’s. A complexidade de espaço
da matriz de incidências é O.nm/, maior ainda do que a da matriz de adjacências.

Existem várias representações de grafos por listas. sendo muito comum a es-
trutura de adjacências. Seja G.V; E/ um grafo. A estrutura de adjacências, A

de G, é um conjunto de n listas A.v/, uma para cada v 2 V . Cada lista A.v/ é
denominada lista de adjacências do vértice v, e contém os vértices w adjacentes
a v em G. Ou seja, A.v/ D fw j vw 2 Eg.

Observamos que cada aresta vw dá origem a duas entradas na estrutura de ad-
jacências, correspondentes a v 2 A.w/ e w 2 A.v/. Logo, a estrutura A consiste
de n listas com um total de 2m elementos. A cada elemento w de uma lista de
adjacências A.v/ associa-se um ponteiro, o qual informa o próximo elemento, se
houver, após w em A.v/. Além disso, é necessária também a utilização de um ve-
tor p, de tamanho n, tal que p.v/ indique o ponteiro inicial da lista A.v/. Assim
sendo, se A.v/ for vazia, p.v/ D ;. Pode-se concluir, então, que o espaço utili-
zado por uma estrutura da adjacências é O.nCm/, ou seja, linear com o tamanho
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de G. Essa é uma das razões pelas quais a estrutura de adjacências talvez seja a
representação mais comum nas implementações dos algoritmos em grafos.

A estrutura de adjacências pode ser interpretada como uma matriz de adjacên-
cias representada sob a forma de matriz esparsa, isto é, na qual os zeros não estão
presentes. Nesse caso, vj 2 A.vi / corresponderia a afirmar que rij D 1 na matriz
de adjacências. Finalmente observamos que a estrutura de adjacências pode ser de-
finida para digrafos de forma análoga. Isto é, para um digrafo D.V; E/, define-se
uma lista de adjacênciasA.v/ para cada v 2 V . A listaA.v/ é formada pelos vérti-
ces divergentes de v, isto é, A.v/ D fw j .v; w/ 2 Eg. A estrutura de adjacências,
nesse caso, contémm elementos. É imediato verificar que o espaço requerido pela
estrutura A para representar o digrafo D é também linear com o tamanho de D.

1.6 Exercícios

1.1 Responder se Certo ou Errado
Se P D NP , então qualquer problema ˘ 2 NP admite um algoritmo de
complexidade o.2k/ para alguma constante k.

Certo ( ) Errado ( )

1.2 Responder se Certo ou Errado

Se um problema ˘ possui limite inferior ˝.n/ e admite um algoritmo A de
complexidade O.n/, então A é um algoritmo ótimo para ˘ .

Certo ( ) Errado ( )

1.3 Provar ou dar contraexemplo:

As matrizes de adjacências e incidências de um grafo G não podem coinci-
dir.

1.4 A matriz clique de um grafo G é uma matriz binária C , assim definida. As
linhas correspondem às cliques maximais de G, as colunas correspondem
aos vértices, e cij D 1 sse a clique i contém o vértice j , caso contrário
cij D 0.
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Provar ou dar contraexemplo:
A matriz clique de G é uma representação de G, isto é, identifica univoca-
mente G.

1.5 Responder se Certo ou Errado:

Se um grafo G admitir cortes de vértices e arestas, ambos de tamanho n�1,
então G é o grafo completo Kn.

Certo ( ) Errado ( )

1.7 Notas Bibliográficas
O livro que é considerado como a referência universal sobre a complexidade de
algoritmos e a NP-completude é o de Garey e D. S. Johnson (1979). Mencionamos
ainda o excelente texto de Papadimitriou e Steiglitz (1982). O artigo que introdu-
ziu a NP-completude e provou a existência do primeiro problema NP-completo é
(Cook 1971). No que concerne à teoria de grafos, referenciamos o excelente livro
de Bondy e Murty (2008). Em língua portuguesa, Szwarcfiter (2018) descreve
algoritmos para problemas envolvendo a teoria de grafos. Mencionamos ainda o
livro de Ziviani (1999), com ênfase em implementações.



2 Conceitos
Básicos de

Probabilidade

2.1 Introdução

Este texto de ciência de dados se inicia com um capítulo introdutório de probabili-
dade. A teoria de probabilidade é básica para diversas áreas da matemática, física
e inclusive áreas humanas. Neste capítulo, abordamos alguns conceitos básicos
utilizados ao longo do livro.

Iniciamos com o conceito de espaço amostral, seguido pela definição de pro-
babilidade e algumas de suas propriedades básicas. São descritos, a seguir, os
importantes conceitos de probabilidade condicional e eventos independentes. Em
seguida, há uma descrição detalhada de variáveis aleatórias. Nesta ocasião, é ve-
rificada a linearidade da esperança. São descritas as variáveis aleatórias de Ber-
noulli, a binomial, a geométrica e a de Poisson. São apresentados os conceitos de
variância e desvio padrão.

Ressaltamos que, em capítulos diferentes do livro, são utilizados conceitos
gerais de probabilidade. O presente capítulo cobre, com uma pequena folga, os re-
quisitos teóricos necessários para acompanhar o livro. Esse estudo está ao alcance
de um aluno de graduação.
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2.2 Espaço Amostral
Um espaço amostral é um conjuntoA de elementos, chamados de eventos elemen-
tares. No nosso contexto, o espaço amostral A está associado a um experimento
cujos resultados possíveis correspondem aos seus elementos. Para ilustrar o con-
ceito, considere os experimentos abaixo e seus respectivos resultados.

Exemplo 1. O experimento consiste no lançamento de um dado. Nesse caso, os
resultados correspondem às faces de 1 até 6. Portanto, o espaço amostral é

A D f1; 2; 3; 4; 5; 6g

Exemplo 2. O experimento consiste no lançamento de uma moeda, cujos re-
sultados podem ser cara ou coroa. Representando a cara por C e a coroa por c, o
espaço amostral é

A D fC; cg

Exemplo 3. Se o experimento consiste em lançar uma moeda duas vezes, o
espaço amostral é o conjunto

A D f.C; C /; .C; c/; .c; C /; .cc/g

Exemplo 4. Se o experimento consiste em contar o número de elementos nulos
de uma matriz n �m, o espaço amostral é

A D fx 2 N j 0 6 x 6 nmg

Exemplo 5. O lançamento de um dado por duas vezes consecutivas corresponde
ao espaço amostral, composto por 36 elementos,

A D f.i; j / j 1 6 i; j 6 6g
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Exemplo 6. Se o resultado de um experimento corresponde à possível ordem de
classificação em um torneio de futebol com 20 clubes, identificados pelo conjunto
f1; 2; : : : ; 20g, o espaço amostral associado possui cardinalidade 20Š e corresponde
ao conjunto de todas as permutações de f1; 2; : : : ; 20g.

Um subconjuntoE � A é denominado evento. Assim, no Exemplo 1, o evento
E D f5g corresponde a um lançamento do dado cujo valor foi 5. No Exemplo 5,
o subconjunto E D f.1; 5/; .2; 6/; .5; 1/; .6; 2/g está associado ao evento em que
os valores dos dados nos dois lançamentos diferem, em módulo, por 4. Ainda no
Exemplo 5, o evento em que a diferença entre os valores nos dois lançamentos é
igual a 6 corresponde ao evento E D ;.

Dados dois eventos E; F � A, o evento E [ F é a união dos eventos E; F ,
isto é, a união dos subconjuntos E e F de A. No Exemplo 1, se E D f5g e
F D f3g, o eventoE[F D f3; 5g corresponde ao resultado 3 ou 5 no lançamento
do dado. Simplesmente, o evento E \F é a interseção dos eventos E; F . Assim,
ainda no Exemplo 1, com E D f5g e F D f3g, E \ F D ;. No Exemplo 3,
sejam E o evento em que o resultado do lançamento de duas moedas contenha
pelo menos uma cara e F aquele evento cujo resultado contenha pelo menos uma
coroa. Assim,E D f.C; C /; .C; c/; .c; C /g eF D f.C; c/; .c; C /; .c; c/g. Assim,
E \ F D f.C; c/; .c; C /g corresponde ao evento em que no lançamento dos dois
dados aparecem em ambos uma cara e uma coroa.

As definições de união e interseção de dois eventos se estendem para o caso de
mais de dois eventos, de umamaneira similar à união e interseção de vários conjun-
tos. Se a interseção de dois eventos for vazia, eles são denominados mutuamente
exclusivos. No caso geral, n > 2 eventos são denominadosmutuamente exclusivos
quando assim o forem dois a dois.

Para um evento E � A, o complemento de E é o evento definido como E D

AnE, correspondendo ao subconjunto de eventos deA que são distintos daqueles
de E.

2.3 Conceito Geral de Probabilidade

SejamA um espaço amostral e E � A. Ao espaçoA, associamos uma função de
probabilidadeP a qual atribui a certo eventoE � A um valorP.E/, satisfazendo
os seguintes axiomas:

Axioma 2.1.
0 6 P.E/ 6 1
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Axioma 2.2.
P.A/ D 1

Axioma 2.3. SeE1; E2; : : : são eventos mutuamente exclusivos (isto é,Ei\Ej D

;, para todo i ¤ j ), então

P.
[

iD1;2;:::

Ei / D
X

iD1;2;:::

P.Ei /

O Axioma 2.1 afirma que a probabilidade de qualquer evento é um número
entre 0 e 1. Pelo Axioma 2.2, concluímos que o resultado de um experimento
está necessariamente contido no espaço amostral. O Axioma 2.3 indica que, em
uma sequência de eventos mutuamente exclusivos, a probabilidade de um desses
eventos ocorrer é igual à soma das probabilidades desses eventos.

Intuitivamente, a probabilidade de um evento pode ser entendida como o valor
para o qual converge a taxa de ocorrências desse evento caso o experimento seja
repetido um grande número de vezes. Por exemplo, seja E o evento em que o
resultado do lançamento de uma moeda seja cara. Então seP.E/ D 1=2, significa
que repetindo-se o experimento um grande número de vezes, a taxa de ocorrência
do resultado cara converge para o valor 1=2.

Como exemplo, seja um dado honesto, isto é, cujas probabilidades de seus
resultados são idênticas entre si. Assim, a probabilidade do evento E D f5g, em
particular, é igual a 1=6. No experimento do lançamento de umamoeda duas vezes
consecutivamente, a probabilidade do resultado corresponder a duas caras é 1=4.
Ambos os exemplos anteriores decorrem diretamente da observação do espaço
amostral dos respectivos experimentos.

2.4 Propriedades Básicas da Probabilidade

Nesta seção, apresentaremos algumas propriedades fundamentais da probabilidade.
Em seguida, apresentaremos alguns exemplos de aplicação. A primeira dessas pro-
priedades relaciona a probabilidadeP.E/ do eventoE com a probabilidadeP.E/

do complemento de E.

Teorema 2.4. Se E � A é um evento do espaço amostral A, então

P.E/ D 1 � P.E/
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Demonstração. Por definição, E D A nE. Isto é, E [E D A e, portanto,

P.E [E/ D P.A/

Como E; E são mutuamente exclusivos, pelo Axioma 2.3,

P.E [E/ D P.E/C P.E/

Aplicando o Axioma 2.2, obtemos

P.E/ D 1 � P.E/

Oevento vazio (;), naturalmente, é parte do espaço amostralA. Comprovando
a intuição, a propriedade seguinte estabelece que o evento vazio possui probabili-
dade nula.

Teorema 2.5. P.;/ D 0

Demonstração. Naturalmente, temos que A D A [ ; e, portanto,

P.A/ D P.A [ ;/

Como A e ; são mutuamente exclusivos, temos, pelo Axioma 2.3, que

P.A/ D P.A/C P.;/

o que resulta em
P.;/ D 0

A propriedade seguinte, também intuitiva, indica que a probabilidade de um
evento não pode ser maior do que a de um outro que o contém.

Teorema 2.6. Se E; F � A e E � F , então P.E/ 6 P.F /.

Demonstração. Como E � F , vale

E [ .E \ F / D F

Mas, E e E \ F são mutuamente exclusivos. Logo, pelo Axioma 2.3,
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P.E [ .E \ F // D P.E/C P.E \ F / D P.F /

Como P.E \ F / > 0 pelo Axioma 2.2, temos que

P.E/ 6 P.F /

A próxima propriedade diz respeito a espaços amostrais que podem ser parti-
cionados em um número finito de eventos de probabilidades idênticas.

Proposição 2.7. Sejam A um espaço amostral e E1; : : : ; En, eventos de proba-
bilidades idênticas, um particionamento de A. Seja E um evento formado pela
união de t destes eventos. Então,

P.E/ D
t

n

Demonstração. Os eventos Ei possuem a mesma probabilidade, isto é,

P.E1/ D : : : D P.En/ D p

Pelo Axioma 2.3,

P.E1 [ � � � [En/ D P.E1/C � � � C P.En/ D np

Mas P.E1 [ � � � [En/ D P.A/ D 1 pelo Axioma 2.1. Logo, obtemos

p D
1

n

A probabilidade do evento E, formado pela união de t eventos Ei , cada um com
probabilidade p D 1=n, é dada, aplicando-se o Axioma 2.3, por

P.E/ D P.
[

Ei �E

Ei / D
X

Ei �E

P.Ei / D
t

n

Proposição 2.8. Se E1; E2 � A são dois eventos do espaço amostral A, então

P.E1 [E2/ D P.E1/C P.E2/ � P.E1 \E2/
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Demonstração. Para qualquer par de eventos E1; E2 � A, vale E1 [ E2 D

E1 [ .E1 \E2/. Logo,

P.E1 [E2/ D P.E1 [ .E1 \E2// (2.1)

Como E1, E1 \E2 são mutuamente exclusivos, aplicando o Axioma 2.3,

P.E1 [ .E1 \E2// D P.E1/C P.E1 \E2/ (2.2)

De (2.2) em (2.1), obtemos

P.E1 [E2/ D P.E1/C P.E1 \E2/ (2.3)

Mas E2 D .E1 \E2/[ .E1 \E2/. Podemos novamente aplicar o Axioma 2.3 e
obtemos

P.E2/ D P.E1 \E2/C P.E1 \E2/ (2.4)

Aplicando (2.4) em (2.3), concluímos que

P.E1 [E2/ D P.E1/C P.E2/ � P.E1 \E2/

Intuitivamente, a proposição acima se justifica pelo fato de que, ao somar as
probabilidades P.E1/ C P.E2/, cada elemento de E1 [ E2 é considerado duas
vezes.

A Proposição 2.9 é uma generalização da Proposição 2.8, ao considerar a pro-
babilidade de n > 2 eventos.

Proposição 2.9 (Príncípio da Inclusão e Exclusão). Se E1; : : : ; En � A são even-
tos do espaço amostral A, então

P.
[

16i6n

Ei / D
X

16i6n

P.Ei / �
X

16i1<i26n

P.Ei1
\Ei2

/

C
X

16i1<i2<i36n

P.Ei1
\Ei2

\Ei3
/C � � �

C .�1/.kC1/
X

16i1<���<ik6n

P.Ei1
\ � � � \Eik

/C � � �

C .�1/.nC1/P.E1 \ � � � \En/
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Demonstração. Por indução em n, aplicando a Proposição 2.8.

Em seguida, apresentaremos exemplos de cálculo de probabilidade.
Exemplo 7. Duas pessoas participam de um sorteio para dois prêmios. A pro-
babilidade da primeira pessoa ser sorteada é p1, enquanto que a probabilidade da
segunda pessoa ser sorteada é p2. Por outro lado, a probabilidade de que ambas
sejam sorteadas é p3. Qual a probabilidade de que nenhuma das duas sejam sorte-
adas?

Para responder a esta questão, utilizamos a Proposição 2.8. SejamE1 o evento
em que a primeira pessoa é sorteada e E2 aquele em que a segunda pessoa é sor-
teada. A probabilidade de que pelo menos uma das pessoas seja sorteada é

P.E1 [E2/ D P.E1/C P.E2/ � P.E1 \E2/ D p1 C p2 � p3

Por outro lado, o evento emque ambas as pessoas não são sorteadas é complemento
ao evento em que pelo menos uma é sorteada. Logo, a resposta é 1�p1�p2Cp3.

Exemplo 8. (Problema do Aniversário) Em um grupo de n pessoas, qual a pro-
babilidade de que duas pessoas façam aniversário na mesma data? Para a solução,
supomos que o ano tenha 365 dias exatos e que cada pessoa tenha a mesma proba-
bilidade de ter nascido em qualquer dia do ano. O espaço amostral A consiste de
tuplas de n datas de nascimento e, portanto, possui tamanho 365n. O evento

D D f.d1; : : : ; dn/ � A W d1; : : : ; dn são distintosg

é aquele em que todas as pessoas nasceram em um dia distinto. Para que as datas
de aniversário fossem todas distintas, a primeira pessoa teria 365 possibilidades, a
segunda teria 364, e assim por diante, até a n-ésima pessoa que teria 365� nC 1.
Isto é, o total de possibilidades correspondente ao arranjo é

365 � 364 � � � � � .365 � nC 1/

e, portanto,

P.D/ D
365 � 364 � � � � � .365 � nC 1/

365n

Como a probabilidade do evento em que duas pessoas façam aniversário na mesma
data é complemento de D, a resposta é

1 �
365 � 364 � � � � � .365 � nC 1/

365n
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Pode parecer de certa forma surpreendente que, para valores relativamente
baixos de n, esta probabilidade é alta. Para n > 23, esta probabilidade já é superior
a 50%. Por este motivo, este problema é também conhecido como o Paradoxo do
Aniversário.

2.5 Probabilidade Condicional

Sejam E; F dois eventos de um espaço amostral A. A probabilidade de E condi-
cional a F é a probabilidade de ocorrência de E restringindo o espaço amostral
aos elementos que satisfazem a F . Isto é, com o conhecimento prévio de ocorrên-
cia de F , a probabilidade de E é relativa somente aos casos em que F ocorre. A
probabilidade de E condicional a F é representada por P.E j F /.

Para ilustrar este conceito, seja o experimento em que umamoeda foi lançada 3

vezes consecutivamente. Seja E o evento em que o resultado desses lançamentos
foi .C; C; C /. Isto é, 3 caras consecutivas. Similarmente, seja F o evento em que
o resultado dos dois primeiros lançamentos foi .C; C /. Qual é a probabilidade de
ocorrência deE, com o conhecimento prévio de queF ocorreu, isto é, qual o valor
de P.E j F /?

Observamos que, dada a ocorrência de F , o espaço amostral para E se reduz
para f.C; C; C /; .C; C; c/g. O resultado em que E ocorre é .C; C; C / e, portanto,
P.E j F / D 1=2. Por outro lado, uma vez que F ocorreu, a probabilidade dos
demais resultados não iniciados por duas caras torna-se igual a 0. Observamos
ainda que a probabilidade de E, sem o conhecimento prévio de F , é igual a 1=8,
isto é, P.E/ D 1=8.

Sejam E; F eventos de um espaço amostral A, P.F / ¤ 0. A probabilidade
condicional P.E j F / de ocorrência do evento E, relativo aquela de F , é dada
por

P.E j F / D
P.E \ F /

P.F /

No exemplo anterior, em que E; F são os eventos em que os resultados dos
lançamentos de uma moeda por 3 vezes consecutivas são respectivamente 3 caras
e iniciados por 2 caras, observamos que E � F . Assim, E \ F D E. Por outro
lado, P.E/ D 1=8 e P.F / D 2=8 D 1=4. Logo,

P.E j F / D
P.E \ F /

P.F /
D

1

2
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A expressão de probabilidade condicional apresentada está restrita aos casos
em que P.F / ¤ 0. Quando P.F / D 0, a ocorrência do evento E independe da
ocorrência de F . Assim,

P.E j F / D P.E/, para P.F / D 0

.
A Proposição 2.9 fornece uma expressão para o cálculo da probabilidade de

uma união de eventos. A Proposição 2.10 descreve a expressão da probabilidade
de interseção de eventos.

Proposição 2.10. Se E1; : : : ; En são eventos de um espaço amostral A, então

P.E1 \ � � � \En/ DP.E1/P.E2 j E1/P.E3 j E2 \E1/ � � �

P.En j En�1 \ � � � \E1/

Demonstração. Para mostrar a validade da expressão anterior, basta substituir os
valores das probabilidades condicionais P.E2 j E1/, P.E3 j E2 \ E1/, …,
P.En j En�1 \ � � � \ E1/ que aparecem do lado direito da expressão anterior
pelos valores das probabilidades condicionais. O valor assim obtido correspon-
derá ao lado esquerdo da expressão, isto é, ao valor de P.E1 \ � � � \En/.

Teorema 2.11 (Teorema da Probabilidade Total). Sejam E1; : : : ; En eventos de
um espaço amostralA, os quais constituem uma partição deA. Seja F um evento
qualquer de A. Então,

P.F / D

nX
iD1

P.Ei /P.F j Ei /

Demonstração. Para cada evento Ei , considerando o par de eventos F; Ei e o
evento F \ Ei , segue que P.Ei /P.F j Ei / D P.F \ Ei /. Como os even-
tos E1; : : : ; En formam uma partição de A, o que implica que Ei e Ej são dis-
juntos para i ¤ j e, portanto, F \ Ei e F \ Ej são também disjuntos. Por-
tanto,

Pn
iD1 P.Ei /P.F j Ei / D

Pn
iD1 P.F \ Ei / D P.[n

iD1.F \ Ei // D

P.F \ .[n
iD1Ei // D P.F \A/ D P.F /.

O teorema acima permite decompor a probabilidade de um evento qualquer
E em relação a um conjunto de eventos fE1; : : : ; Eng, que constitui uma partição
deA, de tal modo que P.F / seja a soma de cada probabilidade P.Ei / ponderada
pela probabilidade condicional P.F j Ei /.
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Corolário 2.12 (Lei de Bayes). Sejam E1; : : : ; En eventos do espaço amostralA,
os quais constituem uma partição de A. Seja F � A um evento qualquer. Sendo
P.Ei /; P.F / > 0, para todo i D 1; : : : ; n,

P.Ei j F / D
P.F j Ei /P.Ei /Pn

iD1 P.F j Ei /P.Ei /

Demonstração. Considerando o numerador e o denominador da expressão acima,
temos que P.F j Ei /P.Ei / D P.F \Ei / e, pelo Teorema 2.11,

nX
iD1

P.F j Ei /P.Ei / D P.F /

Logo, P.F \Ei /=P.F / D P.Ei j F /, o que demonstra o Corolário.

Como exemplo de aplicação das expressões de probabilidade total e da Lei
de Bayes, considere o seguinte exemplo. Uma indústria automobilística produz
modelos de 3 tipos distintos, I, II e III, de automóveis. O modelo I corresponde
a 20% de produção da indústria, o modelo II a 50% e o modelo III a 30%. Foi
observada um falha na suspensão dos automóveis produzidos, que corresponde a
2% de produção dos modelos I, 3% dos modelos II e 1% dos modelos III.

(a) Qual é a probabilidade de algum veículo produzido pela indústria apresente
falha na suspensão?
Seja o espaço amostral correspondendo à produção dos veículos. Repre-
sente por E1; E2; E3 os eventos de que um veículo produzido seja respecti-
vamente dos tipos I, II, III. Além disso, seja F o evento de que um veículo
apresente falha na suspensão. As seguintes probabilidades são dados do
problema:

P.E1/ D 0;2; P.E2/ D 0;5; P.E3/ D 0;3

P.F j E1/ D 0; 02 ; P.F j E2/ D 0; 03 ; P.F j E3/ D 0; 01

A resposta ao item (a) é a probabilidade P.F /. Pelo Teorema 2.11,

P.F / D

3X
iD1

P.Ei /P.F j Ei /

D 0; 2 � 0; 02C 0; 5 � 0; 03C 0; 3 � 0; 01

D 0; 022
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(b) Entre todos os veículos produzidos pela indústria que apresentam falha na
suspensão, qual a probabilidade de que seja do modelo I?
A resposta do item (b) é a probabilidade P.E1 j F /. Aplicando a Lei de
Bayes,

P.E1 j F / D
P.F j E1/P.E1/

P.F /

D
0;02 � 0;2

0;022

� 0;182

2.6 Eventos Independentes
Considere os eventos E; F de um espaço amostral A. A expressão para a proba-
bilidade de E condicionada à ocorrência de F , é dada por P.E j F / D P.E \

F /=P.F /, com P.F / ¤ 0. Nesta seção, tratamos da situação em que a probabi-
lidade de ocorrência de E independe do evento F . Nesses casos, para E; F 2 A,
vale a expressão

P.E j F / D P.E/

O evento E é dito independente de F .
Invertendo os papéis de E e F na expressão da probabilidade condicional e

nas equações anteriores, concluímos que E independente de F implica F inde-
pendente de E. Então dizemos simplesmente que E e F são independentes entre
si. Nesse caso, obtemos que

P.E \ F / D P.E/P.F /

Essa expressão pode ser generalizada para o caso de n eventos, dois a dois
independentes. Ou seja, se E1; : : : ; En são n eventos independentes dois a dois,
então

P.E1 \ : : : \En/ D P.E1/ : : : P.En/

De um modo geral, para verificar se dois eventos dados, E; F são indepen-
dentes, pode-se aplicar a expressão anterior. Isto é, determinar o evento E \ F e
verificar se P.E \ F / D P.E/P.F /.

Por exemplo, seja o experimento do lançamento de uma moeda por duas ve-
zes consecutivas. Seja E o evento em que ambos os lançamentos produziram o
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mesmo resultado, isto é, ambos caras ou ambos coroas. Seja F o experimento
em que o resultado do segundo lançamento é coroa. O espaço amostral é, por-
tanto, ˝ D f.C; C /; .C; c/; .c; C /; .c; c/g. Assim, E D f.C; C /; .c; c/g, F D

f.C; c/; .c; c/g e E \ F D f.c; c/g,

P.E/ D 1=2; P.F / D 1=2 e P.E \ F / D 1=4 D P.E/P.F /

Logo, E; F são independentes.

2.7 Variáveis Aleatórias

SejaA o espaço amostral relativo a um certo experimento. Uma variável aleatória
é uma função do espaço amostral no conjunto dos reais R. De um modo geral,
uma variável aleatória X será utilizada para refletir um resultado desejado x, e
denotamos essa possibilidade por P ŒX D x�.

O conceito de independência de eventos se estende para variáveis aleatórias.
Assim, duas variáveis aleatórias X; Y são independentes quando

P ŒX D x; Y D y� D P ŒX D x�P ŒY D y�

Nesse caso, os resultados refletidos pela variável X independem daqueles obtidos
por Y , e vice-versa.

Uma variável aleatória discreta é aquela que pode assumir um conjunto enu-
merável de valores possíveis. Caso contrário, a variável aleatória é dita contínua.
Se X é uma variável aleatória discreta, definimos a função discreta de probabili-
dade p.x/ de X , ou densidade, como

p.x/ D P ŒX D x�

isto é, p.x/ é igual à probabilidade (discreta) de que X seja o resultado x.
Como primeiro exemplo, seja o caso do lançamento de um dado. Denote porX

a variável aleatória que reflete os possíveis resultados obtidos no lançamento. Os
valores possíveis de x da variável aleatória X são, portanto, iguais a 1; 2; 3; 4; 5; 6.

Como exemplo adicional, lançamos um dado por duas vezes consecutivas, e
estamos interessados nas diferenças dos lançamentos. Seja X a variável aleatória
que reflete essas diferenças, e x os valores resultados possíveis obtidos. Os valo-
res possíveis de x são, portanto, iguais a 0; 1;�1; 2;�2; 3;�3; 4;�4; 5;�5, e as
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probabilidades correspondentes são iguais a:

p.0/ D P ŒX D 0� D 6=36 D 1=6

p.1/ D P ŒX D 1� D p.�1/ D P ŒX D �1� D 5=36

p.2/ D P ŒX D 2� D p.�2/ D P ŒX D �2� D 4=36 D 1=9

p.3/ D P ŒX D 3� D p.�3/ D P ŒX D �3� D 3=36 D 1=12

p.4/ D P ŒX D 4� D p.�4/ D P ŒX D �4� D 2=36 D 1=18

p.5/ D P ŒX D 5� D p.�5/ D P ŒX D �5� D 1=36

Em seguida, descrevemos um conceito largamente utilizado na teoria das pro-
babilidades. Sejam X uma variável aleatória e p.x/ sua função de probabilidade.
A esperança ou valor esperado de X , denotado por EŒX�, é definida como

EŒX� D
X

x

xp.x/

se X é discreta, ou

EŒX� D

Z C1

�1

xf .x/dx

caso contrário, onde f .x/ é chamada de função de densidade, definida como a
função tal que

P.X 6 x/ D

Z x

�1

f .t/dt

ou, equivalentemente,

f .x/ D
d

dx
P.X 6 x/

No exemplo anterior, em que a variável aleatória X representa as diferenças
dos dois lançamentos consecutivos de um dado, os valores possíveis para x, com
suas probabilidades, são

p.0/ D 1=6

p.1/ D p.�1/ D 5=36

p.2/ D p.�2/ D 1=9

p.3/ D p.�3/ D 1=12

p.4/ D p.�4/ D 1=18

p.5/ D p.�5/ D 1=36



40 2. Conceitos Básicos de Probabilidade

Para o cálculo da esperança EŒX�, consideramos que p.x/ D p.�x/ para
x ¤ 0. Concluimos que cada par de valores xp.x/ e �xp.�x/ se anularão dois a
dois, para x ¤ 0. Assim,

EŒX� D 0 � p.0/ D 0 � 1=6 D 0

Por diversas vezes, o interesse é calcular a esperança de uma função da variá-
vel aleatória X , ao invés da esperança de X , propriamente dita. Assim, considere
novamente o exemplo anterior, em que X representa as diferenças de dois lan-
çamentos consecutivos de um dado. Seja determinar a esperança da função X2.
Definimos uma variável aleatória Y D X2, e a nossa questão agora consiste em
determinar a esperança da variável Y . Denotemos por y os possíveis resultados
obtidos para Y . Os valores que y pode assumir são 0; 1; 4; 9; 16; 25. Os valores
das possibilidades correspondentes são

p.0/ D P ŒY D 0� D P ŒX D 0� D 6=36 D 1=6

p.1/ D P ŒY D 1� D P ŒX D 1�C P ŒX D �1� D 5=36C 5=36 D 5=18

p.4/ D P ŒY D 4� D P ŒX D 2�C P ŒX D �2� D 1=9C 1=9 D 2=9

p.9/ D P ŒY D 9� D P ŒX D 3�C P ŒX D �3� D 1=12C 1=12 D 1=6

p.16/ D P ŒY D 16� D P ŒX D 4�C P ŒX D �4� D 1=18C 1=18 D 1=9

p.25/ D P ŒY D 25� D P ŒX D 5�C P ŒX D �5� D 1=36C 1=36 D 1=18

A esperança de Y D X2 é

EŒY � D 0� 1=6C 1� 5=18C 4� 2=9C 9� 1=6C 16� 1=9C 25� 1=18 D 35=6

O valor esperado de uma variável aleatória, de certa forma, representa uma
média ponderada entre os valores que essa variável pode assumir. Frequentemente,
é importante o conhecimento de como esses valores estão distribuídos em relação à
média. Por exemplo, se estão concentrados em torno da média, ou estão dispersos,
afastando-se da média. Para quantificar esses valores de dispersão, são usadas as
medidas de variância e desvio padrão.

Seja X uma variável aleatória, com valor esperado EŒX�. A variância de X ,
denotada por Var.X/, é definida como

Var.X/ D EŒ.X �EŒX�/2�

Para determinar a variância de uma variável aleatória, frequentemente é utili-
zada a expressão seguinte:
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Proposição 2.13. Seja X uma variável aleatória, com valor esperado EŒX�. En-
tão sua variância é

Var.X/ D EŒX2� � .EŒX�/2

Demonstração. Seja x um resultado do experimento aleatório relativo aX , ep.x/

a sua probabilidade de ocorrência. Sabemos que EŒX� D
P

x xp.x/. Então

Var(X) D EŒ.X �EŒX�/2� D

D
X

x

.x �EŒX�/2p.x/

D
X

x

x2p.x/ � 2EŒX�
X

x

xp.x/CEŒX�2
X

x

p.x/

D EŒX2� � 2EŒX�EŒX�C .EŒX�2/ � 1

D EŒX2� � .EŒX�/2

Como exemplo, seja calcular a variância do lançamento de dois dados, con-
secutivamente, cuja variável aleatória X representa a diferença dos valores entre
o primeiro e o segundo lançamentos. Vimos, anteriormente, que EŒX� D 0 e
EŒX2� D 35=6. Portanto, a variância de X pode ser calculada por

Var(X) D EŒX2� � .EŒX�/2
D 35=6 � .0/2

D 35=6

Umoutro critério para avaliar a dispersão dos valores de uma variável aleatória
é o desvio padrão, representado por �.X/,

�.X/ D
p
Var(X)

O desvio padrão se presta para o afastamento dos dados individuais, em relação
ao valor esperado. Assim, no exemplo em que X representa a diferença entre os
valores de dois lançamentos consecutivos dos dados, o desvio padrão é

�.X/ D
p
Var(X) D

p
35=6 � 2; 415

Assim, os valores individuais, em média, estão afastados de 2; 415 do valor
esperado.
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2.7.1 Linearidade da Esperança e da Variância
Como vimos, uma variável aleatória pode ser definida em função de outras. Um
caso particular bastante comum é uma variável aleatória ser definida como a com-
binação linear de outras variáveis. Neste caso, é possível determinar o valor espe-
rado e a variância dessa variável em função dos valores esperados e variâncias das
variáveis aleatórias das quais ela depende.

Consideramos um espaço amostralA enumerável, correspondendo a um expe-
rimento e s 2 A um resultado deste experimento. Sejam X uma variável aleatória
correspondente e X.s/ o seu valor para s. Seja p.s/ a probabilidade de que o re-
sultado do experimento seja igual a s. Primeiramente, mostraremos que o valor
esperado de X é equivalente à média de X.s/ ponderada pela probabilidade p.s/

para todo s 2 A.

Proposição 2.14. Seja X uma variável aleatória correspondente ao espaço amos-
tral A. Temos que

EŒX� D
X
s2A

X.s/p.s/

Demonstração. Seja Fk � A o evento associado a todos os eventos elementares
s tais que X.s/ D k, isto é, Fk D fs 2 A j X.s/ D kg. Assim, note que as
probabilidades P.X D k/ e P.Fk/ são a mesma. Portanto, temos que

EŒX� D
X

k

kP.X D k/

D
X

k

kP.Fk/

D
X

k

k
X

s2Fk

p.s/

D
X

k

X
s2Fk

kp.s/

D
X

k

X
s2Fk

X.s/p.s/

D
X
s2A

X.s/p.s/
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Corolário 2.15. Sejam X1; : : : ; Xn variáveis aleatórias quaisquer corresponden-
tes ao espaço amostral A. Para quaisquer constantes a1; a2; : : : ; an, temos que

E

"
nX

iD1

aiXi

#
D

nX
iD1

aiEŒXi �

Demonstração. Seja Z a variável aleatória definida por

Z D

nX
iD1

aiXi

De acordo com a Proposição 2.14, temos que

EŒZ� D
X
s2A

Z.s/p.s/

D
X
s2A

 
nX

iD1

aiXi .s/

!
p.s/

D
X
s2A

nX
iD1

aiXi .s/p.s/

D

nX
iD1

X
s2A

aiXi .s/p.s/

D

nX
iD1

ai

X
s2A

Xi .s/p.s/

D

nX
iD1

aiEŒXi �

Como exemplo, seja determinar o valor esperado da variável aleatória X que
representa soma de faces quando um dado é lançado duas vezes. Seja Xi a face
obtida no i -ésimo lançamento, i D 1; 2. Logo, X D X1 CX2. Como

EŒXi � D

6X
kD1

k �
1

6
D

7

2
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temos que, aplicando-se a linearidade da esperança,

EŒX� D EŒX1�CEŒX2� D
7

2
C

7

2
D 7

Avariância não apresenta, em geral, linearidade como a esperança. No entanto,
para o caso de soma de variáveis aleatórias independentes, pode-se estabelecer a
variância da seguinte forma.

Proposição 2.16. Sejam X1; X2; : : : ; Xn variáveis aleatórias independentes cor-
respondentes ao espaço amostral A. Para quaisquer constantes a1; a2; : : : ; an,
temos que

Var

 
nX

iD1

aiXi

!
D

nX
iD1

a2
i Var.Xi /

Portanto, a linearidade da variância ocorre quando X1; : : : ; Xn são variáveis
aleatórias independentes e a1 D a2 D � � � D an D 1.

Em seguida, descreveremos algumas distribuições de variáveis aleatórias dis-
cretas comumente utilizadas.

2.7.2 Variável Aleatória de Bernoulli
A variável aleatória de Bernoulli X com parâmetro p pode assumir apenas dois
valores, X D 0 ou X D 1. Geralmente, o experimento cuja variável aleatória
assume o valor 1 é dito sucesso, enquanto que o de valor 0 é o fracasso. Assim,
a função de probabilidade p.x/ relativa à variável aleatória X de Bernoulli pode
ser escrita como

p.0/ D 1 � p

p.1/ D p

onde 0 6 p 6 1 é a probabilidade de que o resultado do experimento tenha sido
sucesso.

Por exemplo, no lançamento de um dado por duas vezes consecutivas, se su-
cesso corresponde a obter a soma 12 dos dois valores dos lançamentos, a proba-
bilidade de sucesso é, portanto, 1/36, e a probabilidade associada à variável de
Bernoulli é

p.0/ D 35=36

p.1/ D 1=36

A esperança e a variância de uma variável aleatória de Bernoulli são dadas a
seguir.
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Proposição 2.17. Seja X uma variável aleatória de Bernoulli com parâmetro p.
O valor esperado e a variância de X são obtidos por

EŒX� D p

Var.X/ D p.1 � p/

Demonstração. Temos que a esperança é obtida por

EŒX� D
X

kD0;1

kp.k/ D 0 � p.0/C 1 � p.1/

D p

Como

EŒX2� D
X

kD0;1

k2p.k/ D 0 � p.0/C 1 � p.1/

D p

temos que sua variância é dada por

Var.X/ D EŒX2� �E2ŒX� D p � p2

D p.1 � p/

2.7.3 Variável Aleatória Binomial
A variável aleatória binomial X é uma generalização da variável de Bernoulli,
onde, ao invés de considerar o sucesso ou o fracasso de um experimento aleatório,
consideramos n experimentos. Nesse caso, são realizados n experimentos inde-
pendentes, cada qual com a mesma probabilidade de sucesso p, e probabilidade
de fracasso 1� p. O objetivo é determinar a quantidade total de sucessos obtidos
nesses n experimentos.

Assim, são dados um inteiro n > 1 e um valor p, 0 6 p 6 1. São realizados
n experimentos, cada um com probabilidade de sucesso p e fracasso 1 � p. A
variável aleatória binomialX com parâmetros .n; p/ representa a quantidade total
de sucessos após a realização de todos os experimentos. Assim, ele se constitui
em uma generalização da variável aleatória de Bernoulli. Essa última, um caso
especial de variável binomial, cujos parâmetros são .1; p/.

A proposição seguinte determina a função de probabilidade da variável alea-
tória binomial.
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Proposição 2.18. Seja X uma variável aleatória binomial de parâmetros .n; p/.
A função de probabilidade de X , associada à quantidade de sucessos do experi-
mento aleatório correspondente a X é

p.i/ D

 
n

i

!
pi .1 � p/n�i

Demonstração. Suponha que os experimentos aleatórios resultaram em i suces-
sos e n � i fracassos. Como os experimentos são independentes, a probabilidade
de uma sequência de n resultados apresentar i sucessos é pi .1 � p/n�i . Como
são n experimentos, dos quais i resultaram em sucesso, há um total de

�
n
i

�
dife-

rentes sequências de resultados sucessos-fracassos, que conduzem aos i sucessos.
Portanto,

p.i/ D

 
n

i

!
pi .1 � p/n�i

A proposição seguinte determina o valor esperado EŒX� e a variância de uma
variável aleatória binomial X .

Proposição 2.19. Seja X uma variável aleatória binomial de parâmetros .n; p/.
O valor esperado e a variância de X são obtidos por

EŒX� D np

Var.X/ D np.1 � p/

Demonstração. SejaXi a variável aleatória de Bernoulli que representa o sucesso
do i -ésimo experimento. Portanto,

X D

nX
iD1

Xi

Note que as variáveis Xi , Xj , com i ¤ j , são independentes. Assim, usando a
linearidade da esperança e da variância, temos que

EŒX� D E

"
nX

iD1

Xi

#
D

nX
iD1

EŒXi � D np
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Var.X/ D Var

 
nX

iD1

Xi

!
D

nX
iD1

Var.Xi / D np.1 � p/

2.7.4 Variável Aleatória Geométrica
A variável aleatória geométrica é uma variação da binomial. Na variável de Ber-
noulli, há um experimento aleatório com probabilidade de sucesso p, e a variável
representa a ocorrência de sucesso. Na variável binomial, há n experimentos inde-
pendentes, cada qual com probabilidade de sucesso igual a p, e a variável repre-
senta o número total de sucessos ocorridos após a realização de n experimentos.
Para a variável aleatória geométrica X , são realizados experimentos aleatórios in-
dependentes, cada qual com probabilidade de sucesso p, repetidamente, até que
ocorra um sucesso. O objetivo é determinar o número de experimentos que resul-
tam em fracasso até a obtenção do primeiro sucesso. Nesse caso, X representa o
número total de fracassos.

A função de probabilidade da variável aleatória geométrica é dada pela propo-
sição seguinte.

Proposição 2.20. São realizados experimentos independentes aleatórios, conse-
cutivamente, cada qual com probabilidade de sucesso p, onde 0 6 p 6 1, até a
ocorrência do primeiro sucesso, que se dá no n-ésimo experimento. Seja X a va-
riável aleatória geométrica correspondente a esses experimentos. Então a função
de probabilidade associada é

p.n/ D .1 � p/n�1p

Demonstração. Sabemos que houve n experimentos independentes, n � 1 dos
quais com probabilidade .1 � p/, correspondentes aos fracassos, e o n-ésimo ex-
perimento de sucesso, com probabilidade p. Então

p.n/ D .1 � p/n�1p

Proposição 2.21. Seja X uma variável geométrica de parâmetro p. O valor es-
perado e a variância de X são obtidos por

EŒX� D
1

p
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Var.X/ D
1 � p

p2

Demonstração. Pela definição de valor esperado, temos que

EŒX� D
X

kD1;2;:::

kp.k/

D
X

kD1;2;:::

k.1 � p/1�kp

D p
X

kD1;2;:::

k.1 � p/1�k

Por outro lado, temos queX
kD1;2;:::

kq1�k
D

X
kD1;2;:::

d

dq
qk

D
d

dq

X
kD1;2;:::

qk

D
d

dq

q

1 � q

D
1

.1 � q/2

Assim, no lugar de q D 1 � p, temos que

EŒX� D p
X

kD1;2;:::

k.1 � p/1�k

D p
1

p2
D

1

p

O cálculo da variância pode ser feito da seguinte maneira. Primeiro, notamos que
como

d

dq
.k � 1/qk

D k.k � 1/qk�1
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temos que X
kD1;2;:::

k.k � 1/qk�1
D

X
kD1;2;:::

d

dq
.k � 1/qk

D
d

dq

X
kD1;2;:::

.k � 1/qk

D
d

dq

X
kD1;2;:::

kqkC1

D
d

dq
q2

X
kD1;2;:::

kqk�1

D
d

dq

q2

.1 � q/2
D

2q

.1 � q/3

Usando-se a expressão anterior e fazendo-se q D 1 � p, temos que

EŒX.X � 1/� D
X

kD1;2;:::

k.k � 1/p.k/

D
X

kD1;2;:::

k.k � 1/.1 � p/1�kp

D p
X

kD1;2;:::

k.k � 1/.1 � p/1�k

D p

�
2.1 � p/

p3

�
D

2.1 � p/

p2

Finalmente,

Var.X/ D EŒX2� �E2ŒX�

D EŒX.X � 1/CX� �E2ŒX�

D EŒX.X � 1/�CEŒX� �E2ŒX�

D
2.1 � p/

p2
C

1

p
�

1

p2
D

1 � p

p2
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2.7.5 Variável Aleatória de Poisson

Uma variável aleatória X é de Poisson com parâmetro � quando assumir um dos
valores i D 0; 1; 2; : : : com função de probabilidade

p.i/ D
e���i

i Š
, para i D 0; 1; 2; : : :

Avariável aleatória de Poisson encontra aplicação emdiversas situações, como
controle de qualidade e várias outras. Esses casos incluem aqueles em que se de-
seja avaliar a ocorrência de eventos de baixa probabilidade.

Em particular, a variável aleatória de Poisson pode ser utilizada como apro-
ximação para a variável aleatória binomial, cujos parâmetros são .n; p/. Nesses
casos, os valores de n e p, que conduzem a uma boa aproximação, correspondem
a situações em que n é muito grande e p é muito pequeno. Com essas condições,
o produto np pode ser um valor mediano e utiliza-se a variável de Poisson com
� D np para aproximar tal binomial.

Em relação à determinação do valor esperado e da variância da variável ale-
atória de Poisson, consideremos inicialmente a nossa intuição a respeito, onde a
variável aleatória binomial de parâmetros .n; p/ é aproximada pela variável de
Poisson com � D np. O valor esperado da variável binomial, que também será
daquela de Poisson, é np D � e a variância é np.1�p/ D �.1�p/ � �, conside-
rando p bem pequeno. Assim, podemos supor que tanto o valor esperado quanto
a variância da variável aleatória de Poisson sejam ambos iguais a �.

Proposição 2.22. Seja X uma variável aleatória de Poisson com parâmetro �,
obtida como aproximação do valor esperado de uma variável aleatória binomial
de parâmetros .n; p/. Então o valor esperado e a variância da variável aleatória
de Poisson são iguais, respectivamente, a

EŒX� D �

Var.X/ D �

Demonstração. Para o que se segue, é necessário observar a conhecida igualdade

ex
D

X
iD0;1;:::

xi

kŠ
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Assim, temos que o valor esperado é dado por

EŒX� D
X

kD1;2;:::

kp.k/ D
X

kD1;2;:::

k

 
e���k

kŠ

!

D �e��
X

kD1;2;:::

�k�1

.k � 1/Š

D �e��
X

kD0;1;:::

�k

kŠ
D �e��e�

D �

Para a variância, primeiramente determinamos

EŒX.X � 1/� D
X

kD1;2;:::

k.k � 1/p.k/ D
X

kD1;2;:::

k.k � 1/

 
e���k

kŠ

!

D �2e��
X

kD2;3;:::

�k�2

.k � 2/Š

D �2e��
X

kD0;1;:::

�k

kŠ
D �2e��e�

D �2

e, assim, temos finalmente que

Var.X/ D EŒX2� �E2ŒX�

D EŒX.X � 1/CX� �E2ŒX�

D EŒX.X � 1/�CEŒX� �E2ŒX�

D �2
C � � �2

D �

Por diversas vezes, a variável aleatória de Poisson é utilizada quando o inte-
resse é a determinação da probabilidade de ocorrência de eventos dentro de certo
intervalo. Esse intervalo pode ser um período especificado de tempo, espaço ou
alguma outra unidade. Por exemplo, determinar a probabilidade de um telefone
celular receber um determinado número de chamadas erradas por dia. Nesse caso,
o intervalo considerado é de um dia.
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Como exemplo, suponha que um certo aparelho de telefone celular recebe, em
média, 6 ligações erradas por dia. Pergunta-se:

a) Qual a probabilidade do celular receber exatamente 2 ligações em um dia?
b) Qual a probabilidade do celular receber até 2 ligações em um dia?

Para a solução, utilizaremos a variável aleatória de Poisson.

p.i/ D
e���i

i Š

onde a variável � representa a média, no caso igual a 6, e a variável i representa a
quantidade de resultados, cuja probabilidade se deseja determinar.

a) Deseja-se determinar p.2/:

p.2/ D
e�6 � 62

2Š
�

0;00248 � 36

2
D 0;04464

b) Deseja-se determinar
P2

iD0 p.i/:

p.0/ D
e�6 � 60

0Š
�

0;00248 � 1

1
D 0;00248

p.1/ D
e�6 � 61

1Š
�

0;00248 � 6

1
D 0;01488

p.2/ D
e�6 � 62

2Š
�

0;00248 � 36

2
D 0;04464

p.0/C p.1/C p.2/ � 0;04464C 0;01488C 0;00248 � 0;062

Portanto, a probabilidade do aparelho receber até 2 chamadas erradas por dia é
0,062.

2.7.6 Desvio do Valor Esperado
Nas seções anteriores, introduzimos o conceito de valor esperado de uma variável
aleatória como umamedida do seu valor médio ponderado pelas respectivas proba-
bilidades. Além disso, mostramos que a variância é uma medida do desvio médio
do valor da variável aleatória e seu valor esperado. No entanto, ainda é necessário
mensurar o quão provável é o valor de uma variável aleatória se desviar de seu
valor esperado.

A seguinte proposição fornece uma primeira medida desta natureza.
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Teorema 2.23 (Desigualdade de Markov). Seja X uma variável aleatória não
negativa. Para qualquer a > 0, temos que

P.X > a/ 6
EŒX�

a

Deste resultado, é possível derivar um limite que utiliza a variância da variável
aleatória, além de seu valor esperado:

Teorema 2.24 (Desigualdade deChebyshev). SejaX uma variável aleatória. Para
qualquer valor real a, temos que

P.jX �EŒX�j > a/ 6
Var.X/

a2

Ambos limites anteriores são justos em geral, isto é, existem variáveis aleató-
rias para as quais os limites fornecidos pelos Teoremas 2.23 e 2.24 são verificados
na igualdade. No entanto, é possível derivar desigualdades mais fortes para variá-
veis aleatórias mais restritas que são ainda interessantes na prática. Há diversos
limites considerados na literatura e, como exemplo, apresentamos um frequente-
mente empregado.

Teorema 2.25 (Desigualdade de Chernoff). Seja X D
Pn

iD1 Xi uma variável
aleatória, onde Xi representa uma variável aleatória de Bernoulli de parâmetro
pi , i D 1; 2; : : : ; n. Portanto, EŒX� D

Pn
iD1 pi . Além disso, considere que Xi é

independente de Xj para todo i ¤ j . Para qualquer ı > 0, temos que

P.X �EŒX� > .1C ı/EŒX�/ <

 
eı

.1C ı/.1Cı/

!EŒX�

e para qualquer 0 < ı < 1, temos que

P.X < .1 � ı/EŒX�/ < e�ı2EŒX�=2

Como exemplo, considere o lançamento de uma moeda honesta n vezes e X

é a variável aleatória que determina o número ocorrido de caras. Portanto, X é
uma variável aleatória binomial com EŒX� D n=2 e Var.X/ D n=4. Queremos
determinar a probabilidade de que pelo menos 3=4 dos lançamentos resultem em
cara. Intuitivamente, essa probabilidade deveria diminuir conforme n aumenta.
Pela desigualdade de Markov, podemos concluir que

P

�
X >

3n

4

�
6

EŒX�

3n=4
D

n=2

3n=4
D

2

3
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A desigualdade de Chebyshev produz um limite melhor. Com efeito, como X se
distribui simetricamente em torno do valor esperado, temos que

P

�
X >

3n

4

�
D

1

2
P
�
jX �EŒX�j >

n

4

�
6

1

2

Var.X/

.n=4/2
D

1

2

n=4

.n=4/2
D

2

n

Note que o novo limite agora diminui com o aumento de n, enquanto o anterior é
constante. Apliquemos, agora, o limite dado por Chernoff.

P

�
X >

3n

4

�
D P

�
X <

n

4

�
D P

�
X <

�
1 �

1

2

�
n

2

�
< e�.1=2/2.n=2/=2

D
1

en=16

o que resulta em um limite ainda melhor que o anterior, pois o denominador da
fração cresce exponencialmente mais rápido que o denominador da anterior.

2.8 Exercícios

2.1 Utilizando os axiomas de probabilidade, mostrar que o evento vazio possui
probabilidade nula.

2.2 POS-COMP 2013
Considere um único lance de um dado não viciado. Assinale a alternativa
que apresenta,corretamente, a probabilidade de insucesso em obter um 2 ou
um 5.
a) 1/36 b) 1/12 c) 1/6 d) 1/3 e) 2/3

2.3 POS-COMP 2014
Um equipamento eletrônico tem dois componentes de armazenamento, A e
B que são independentes. Trabalha-se com a probabilidade de falha no com-
ponente A de 20% e de falha no componente B de 15%. A probabilidade
de ocorrer falha, simultaneamente nos dois componentes é:
a) 35% b) 30% c) 27% d) 12% e) 3%
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2.4 ENEM 2013
Numa escola com 1.200 alunos foi realizada uma pesquisa sobre o conhe-
cimento de duas línguas estrangeiras: inglês e espanhol. Nessa pesquisa
constatou-se que 600 alunos falam inglês, 500 falam espanhol e 300 não fa-
lam qualquer um desses idiomas. Escolhendo-se um aluno dessa escola ao
acaso e sabendo-se que ele não fala inglês, qual a probabilidade de que esse
aluno fale espanhol?
a) 1/2 b) 5/8 c) 1/4 d) 5/6 e) 5/14

2.5 Se E; F são dois eventos de um espaço amostral, mostrar que

P.E n F / D P.E/ � P.E \ F /

2.6 Mostrar que uma probabilidade condicional é, de fato, uma probabilidade,
isto é, satisfaz os Axiomas 2.1, 2.2 e 2.3 de probabilidade.

2.7 UVA Online Judge 10056
Escreva um programa para o seguinte problema:
Um jogo com N jogadores consiste em lançar um dado com muitas faces
numeradas (incluindo os números de 1 a N ). Vence aquele jogador i que
obtém o lançamento igual a i , sendo que nenhum jogador anterior obteve
um lançamento bem sucedido. Se, ao final deN tentativas ninguém acertou,
o jogo reinicia até alguém acertar. A probabilidade de um jogador i obter
o lançamento igual a i é p. Dados N , p e i , determinar a probabilidade do
jogador i vencer o jogo.

2.8 UVA Online Judge 11061
Escreva um programa para o seguinte problema:
No popular jogo War, os países do mundo são divididos entre os jogado-
res e cada jogador coloca um certo número de exércitos nos países de sua
propriedade. A conquista de um país vizinho é feita com uma disputa com
sucessivos lançamentos de dados. O atacante lança 3 dados se tiver mais de
3 exércitos, 2 se tiver 3 e 1 se tiver apenas 2 exércitos. O defensor lança 3
dados se tiver 3 ou mais exércitos, 2 se tiver 2 e 1 se tiver 1. Os lançamen-
tos dos jogadores são ordenados inversamente e cada par das ordenações é
comparado estabelecendo a disputa entre um exército de cada jogador. O
atacante só ganha se o seu dado for maior que o do adversário. Um ataque
termina quando o atacante ganha todos os exércitos do adversário, quando
fica apenas com 1 exército ou se desistir do ataque. Dado o número de
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exércitos N do defensor, determinar o número mínimo de exércitos que o
atacante deve usar para ter uma probabilidade maior que 50% de conquistar
o país do adversário.

2.9 UVA Online Judge 12461
Escreva um programa para o seguinte problema:
n pessoas embarcam em um avião com n lugares. O primeiro passageiro
perdeu seu cartão de embarque. Então ele senta em um lugar aleatório. Cada
passageiro subsequente senta no seu próprio lugar, se ele estiver disponível,
ou em um lugar aleatório. Dado n, quer-se saber qual a probabilidade do
n-ésimo passageiro encontrar seu lugar ocupado.

2.10 Escolhem-se ao acaso, e sem reposição, 8 números do conjunto f1; 2; : : : ; 25g.
Qual o valor esperado da soma dos valores escolhidos?

2.11 Uma confeitaria oferece 20 tipos de trufas diferentes. São escolhidas ale-
atoriamente 8 trufas, sendo todas as escolhas com a mesma probabilidade.
Qual o número esperado de tipos de trufas escolhidos?

2.12 Cinco pares diferentes de meias são colocados em uma lavadora, mas só 7
meias retornam. Qual o número esperado de pares de meias que retornam?

2.13 POS-COMP 2014
Suponha que numa empresa uma de suas máquinas de manufatura esteja
sob avaliação de performance. Na produção de 8 lotes de peças, a máquina
apresentou a seguinte sequência de peças defeituosas por lote: 9, 3, 8, 8, 9, 8,
9, 18. Nessas condições, assinale a alternativa que apresenta corretamente o
desvio padrão de peças defeituosas em relação à média, .S D

qP
x.x�x/2

N
/,

onde S é o desvio padrão, N é o número de elementos da amostra, x é o
elemento da amostra, e x a média aritmética.
a) 0 b)

p
120 c)

p
15 d) 9 e) 72

2.14 Seja E o experimento relativo ao lançamento de um dado viciado tal que a
probabilidade de obtenção de cada face é diretamente proporcional ao qua-
drado do valor de cada face. Seja X a variável aleatória igual à face obtida
no lançamento desse dado.
a) Obtenha a função de probabilidade de X .
b) Calcule EŒX�; Var.X/ e �.X/.

2.15 (Ross 2010) Um dado honesto é lançado repetidamente, de modo indepen-
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dente. Sejam X e Y o número de lançamentos necessários para obter um 6

e um 5, respectivamente. Determine:
a) EŒX�

b) EŒX jY D 1�

c) EŒX jY D 5�

2.16 Sejam X uma variável aleatória binomial com parâmetros .n; p/ e p.i/ a
sua função de probabilidade. Mostrar que

P
i p.i/ D 1.

2.17 Um estudante preenche, por adivinhação, uma prova de múltipla escolha
com 8 questões e 4 respostas possíveis em cada questão, uma das quais
certa. Pergunta-se:
a) Qual a distribuição do número de respostas certas?
b) Qual a probabilidade de que o estudante obtenha 6 ou mais respostas
certas?
c) Qual a probabilidade de que acerte pelo menos 2 questões?

2.18 Provar a Proposição 2.9.

2.19 Sejam X uma variável aleatória geométrica e p.n/ a sua função de probabi-
lidade. Mostre que

P1
1 p.n/ D 1.

2.20 Mostrar que o valor esperado EŒX� de uma variável aleatória geométrica X

é igual a 1=p, onde p é a probabilidade de sucesso em cada experimento
aleatório realizado.

2.21 (Ross 2010) Sejam X e Y variáveis aleatórias independentes, com a distri-
buição de Poisson com parâmetros respectivos �1 e �2. Considere Z D

X C Y . Determine a distribuição condicional de X , dado que Z D z.

2.22 O número de falhas por dia na conexão com a Internet em dado local é uma
variável aleatória de Poisson com parâmetro 1=3.
a) Encontre a probabilidade de que haja 3 ou mais falhas em determinado
dia.
b) Calcule essa probabilidade dado que já tenha ocorrido pelo menos uma
falha nesse dia.
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2.9 Notas Bibliográficas
A história da teoria da probabilidade remonta a tempos antigos. Na Grécia Antiga,
Platão e Aristóteles utilizaram o termo “chance”, no seu sentido não quantitativo.
Um dos primeiros registros da aplicação de métodos matemáticos para resolver
questões envolvendo probabilidades foi encontrado em correspondências manti-
das entre Gerolamo Cardano, Pierre de Fermat e Blaise Pascal, nos séculos XVI e
XVII. Naquela época, a aplicação residia basicamente no estudo de jogos, como de
cartas, de moedas tipo cara-e-coroa, entre outros. Em particular, Pascal e Fermat
mantiveram correspondência ativa sobre o tema. O primeiro tratado sobre proba-
bilidades foi escrito pelo matemático holandês Christian Huygens no século XVII.
Ainda naquele século, matemáticos da família de Bernoulli, em particular Jacob
Bernoulli, realizaram contribuições importantes, que permanecem até hoje. Entre
essas, a verificação de experimentos independentes, com a mesma probabilidade
de sucesso p, questão abordada na Seção 2.7 do presente capítulo, ver (Bernoulli
1713). Durante este período, além de Pascal, Fermat e Bernoulli, deve ser menci-
onado Laplace, quem publicou o livro “Théorie Analytique de Probabilités”, em
1812. Nessa época, já eram considerados conceitos como média, valor esperado
e variáveis aleatórias. A motivação da variável aleatória de Poisson, provém da
distribuição de probabilidades introduzida por Poisson (1837). Os axiomas de
probabilidade, que constituem as bases da teoria moderna de probabilidade, foram
estabelecidas por Kolmogorov (1933). A literatura corrente de probabilidades é
vasta. No caso específico do tema do presente texto, isto é, com ênfase em al-
goritmos, o livro de probabilidades de Mitzenmacher e Upfal (2005) é indicado.
Ele contém a utilização de técnicas probabilísticas, aplicadas a algoritmos rando-
mizados. O livro de autoria de Ross (2010) é bastante utilizado como texto para
um curso de probabilidades. Veja também o livro de Allan (2005). Em língua
portuguesa, são conhecidos os livros de Fernandez (2005), bem como o escrito
por Moreira e Kohayakawa (2010), o primeiro sobre probabilidades em geral, e
o segundo com ênfase em combinatória. Mencionamos também o livro de Maga-
lhães (2006) e o de Cunha et al. (2012). Também em língua portuguesa, próximo
ao tema do presente texto, há o livro de Figueiredo et al. (2007), com ênfase em
algoritmos randomizados, apresentado no Colóquio Brasileiro de Matemática de
2007.



3 Algoritmos
Randomizados

3.1 Introdução

Neste capítulo, são estudados os algoritmos randomizados. Este estudo constitui
uma das inúmeras aplicações do conceito de probabilidade, cujas propriedades
básicas foram descritas no capítulo anterior. Trata-se de um tópico da área de
algoritmos, ao qual tem sido atribuído espaço e importância crescentes nos últimos
anos. Esse fato só tende a se acelerar no futuro próximo.

Os termos algoritmo randomizado, algoritmo aleatorizado e algoritmo proba-
bilístico poderiam ser considerados como sinônimos, mas, em geral, há uma di-
ferença no contexto em que são empregados. Algoritmo randomizado é o termo
mais utilizado para designar o que se imagina ser um algoritmo desse tipo, isto
é, aquele em que algumas de suas ações dependem da realização prévia de algum
evento probabilístico. Por exemplo, quando alguma ação do algoritmo é determi-
nada pelo resultado da geração de um número aleatório, que poderia ser represen-
tado pelo resultado do lançamento de um moeda. Há inclusive o termo algoritmo
derandomizado, o qual designa um algoritmo determinístico obtido a partir de um
algoritmo randomizado, por meio da transformação de cada ação probabilística em
uma ação determinística. O termo algoritmo aleatorizado é pouco utilizado. Por
outro lado, o termo “aleatorizado” suplantou o “randomizado” em algumas outras
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ocorrências, por exemplo, para designar “passeios aleatórios” em um grafo, ao
invés de “passeios randomizados”. Finalmente, o termo algoritmo probabilístico,
apesar de também empregado, é menos comum do que algoritmo randomizado.
Atualmente, encontra-se com frequência a sua utilização para designar o tipo de
análise realizada em algum algoritmo, por exemplo, na “análise probabilística de
algoritmos”, que menos frequentemente é chamada de “análise randomizada de
algoritmos”.

O capítulo se inicia com uma descrição do que significa exatamente rando-
mização, em termos algorítmicos. Tratamos de justificar a utilização e vantagens
do emprego de técnicas de randomização em relação aos tradicionais algoritmos
determinísticos, para certos tipos de problemas. Em seguida, estudamos os dois
principais tipos de algoritmos randomizados: algoritmos de Monte Carlo e de Las
Vegas. Para cada um deles, o estudo é ilustrado com aplicações. Para o algoritmo
de Monte Carlo, são examinados os problemas de identidades de polinômios, ele-
mento majoritário de um conjunto, corte mínimo de arestas de um grafo e a descri-
ção de um teste randomizado de primalidade. Para o algoritmo de Las Vegas, são
descritas as aplicações de determinação de elementos unitários de um conjunto e
a formulação do método de ordenação Quicksort randomizado. Finalmente, é dis-
cutida a possível conversão entre os tipos de algoritmos Monte Carlo e Las Vegas.

3.2 O Significado da Randomização

De um modo geral, um algoritmo pode ser compreendido como um processo, o
qual, a partir de um certo conjunto de dados, computa um resultado. O conjunto
de dados e a saída constituem a entrada e saída do algoritmo, respectivamente.
Durante o seu processamento, o algoritmo executa as instruções das declarações
especificadas em sua formulação. Se a computação do algoritmo depende unica-
mente de suas instruções aplicadas sobre o conjunto fixo de dados, independente
de fatores externos variáveis, o algoritmo é dito determinístico. Por exemplo, su-
ponha que desejamos avaliar um polinômio P.x/, por meio do cálculo do valor
numéricoP.x0/, para um certo valor x0. Se x0 é um dado do algoritmo, conhecido
para a computação, então o algoritmo que avalia P.x/, nesses termos, é determi-
nístico.

Por outro lado, se a computação do algoritmo depende de fatores aleatórios
ou da realização de experimentos aleatórios, o algoritmo é dito aleatório ou ran-
domizado. Esses fatores ou experimentos podem ser de naturezas diversas, tais
como decisões que dependem de um valor a ser sorteado, de um valor obtido do



3.2. O Significado da Randomização 61

lançamento de um dado ou moeda ou de maneira aleatória. Por exemplo, no caso
da avaliação de um polinômio P.x/, por meio do cálculo do valor numérico de
P.x0/, o valor x0 pode ser obtido através da leitura de dígitos obtidos do relógio
do computador ou gerado aleatoriamente. Do ponto de vista computacional, na-
turalmente, um computador não dispõe de moedas ou dados para efetuar sorteios.
Então, geralmente, utilizam-se programas especiais denominados geradores de nú-
meros aleatórios, que, por sua vez, são constituídos de algoritmos determinísticos.
Assim, na realidade, esses algoritmos geram números pseudoaleatórios.

À primeira vista, pode parecer estranho que a estratégia de usar aleatoriedade
para o exame de certos passos do algoritmo possa ser de algum benefício. Pois,
intuitivamente, o poder de escolher de forma determinística os rumos de um algo-
ritmo deveria conduzir a melhores resultados do que deixá-los ao acaso. Contudo,
são inúmeros os exemplos em que a randomização ocupa um papel de destaque
na compreensão de certos fenômenos. Por exemplo, a física moderna utiliza larga-
mente a randomização e leis da estatística. Da mesma forma, no estudo de gené-
tica, dos sistemas biológicos, em economia, de comportamento de mercados etc.
A importância da randomização é um fenômeno recente, e na computação, mais
recente ainda.

As principais vantagens da utilização de algoritmos randomizados sobre os
determinísticos são de conseguir, em muitos casos, algoritmos mais rápidos ou
de maior simplicidade. Mas, por outro lado, a randomização introduz incertezas
na computação de um algoritmo. Essas incertezas podem se manifestar na corre-
ção dos resultados obtidos ou no tempo de processamento. Um algoritmo deter-
minístico, em princípio, produz uma resposta sempre correta, mas pode requerer
um tempo excessivo para obtê-la. Por outro lado, utilizando um algoritmo rando-
mizado para o mesmo problema, seria possível obter resposta mais rápida, mas
sem garantias de que esteja correta. Entretanto, outros tipos de algoritmos rando-
mizados podem garantir a correção da resposta, mas sem garantia do tempo de
processamento.

As duas alternativas acima constituem os tipos principais de algoritmos rando-
mizados. Aqueles que garantem a obtenção rápida da resposta, mas sem garantia
de correção, são denominados algoritmos de Monte Carlo, enquanto os que ob-
têm sempre respostas corretas, mas sem garantia do tempo, são algoritmos de Las
Vegas.

Um dos fatores principais que atribui importância aos algoritmos randomiza-
dos é a análise realizada no sentido de quantificar a incerteza. Assim, utilizam-se
métodos probabilísticos para determinar a probabilidade de que um algoritmo de
Monte Carlo obtenha a resposta correta. Da mesma forma, por meio desses mé-
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todos, o objetivo é obter a probabilidade de que um algoritmo de Las Vegas seja
eficiente, em tempo. Conforme será verificado ao longo do texto, frequentemente
essas probabilidades podem se aproximar de 1. Esse fato, sem dúvida, constitui a
principal razão da importância da randomização.

3.3 Algoritmos de Monte Carlo
Conforme mencionado na seção anterior, um algoritmo de Monte Carlo é um al-
goritmo randomizado que produz uma resposta rápida, mas cuja correção não é
garantida. Resposta rápida, no caso, significa um tempo polinomial no tamanho
da entrada do algoritmo.

Inicialmente, iremos examinar os algoritmos de Monte Carlo aplicados a pro-
blemas de decisão. Um problema de decisão é aquele cuja solução consiste sim-
plesmente em responder “sim” ou “não” a alguma questão. Naturalmente, existem
problemas de decisão cujas soluções podem apresentar alto grau de dificuldade,
ou mesmo não existir. Em particular, a classe dos problemas NP-Completos, bas-
tante conhecida na literatura, é constituída de problemas de decisão para os quais
não são conhecidos algoritmos eficientes, isto é, de complexidade polinomial. Os
algoritmos de Monte Carlo aplicados a problemas de decisão podem apresentar
uma correção de garantia parcial, para certos problemas. Assim, há algoritmos de
Monte Carlo que garantem a correção da resposta “sim”, mas não a correção da
resposta “não”. Esses são denominados algoritmos de Monte Carlo com garantia
no “sim”. Analogamente, há algoritmos de Monte Carlo que podem garantir a
correção do “não”, mas não do “sim”. Esses últimos são denominados algoritmos
de Monte Carlo com garantia no “não”. De modo geral, ambos são denominados
algoritmos de Monte Carlo com erro controlado. Finalmente, mencionamos que
existem algoritmos de Monte Carlo para problemas de decisão que não garantem
a correção de ambos, “sim” ou “não”.

Como primeiro exemplo de algoritmo de Monte Carlo, apresentamos um al-
goritmo de Monte Carlo para o qual descrevemos um algoritmo com garantia no
“não”.

3.3.1 Problema: Identidade de polinômios

Uma forma canônica de representar polinômios é por meio de uma soma de monô-
mios. Por exemplo, o polinômio F.x/ D x2 � 7x C 12 representa um polinômio
de forma canônica, cujo grau é 2. Contudo, é bastante comum representar um po-
linômio de grau k > 1 sob a forma de produto de k polinômios de grau 1. Assim,
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o polinômio H.x/ D .x � 3/.x � 4/ representa um polinômio idêntico ao F.x/

anterior, mas apresentado sob a forma de produto de polinômios de grau 1.
Em seguida, trataremos do problema de decisão de verificar se dois polinô-

mios dados, F.x/ e H.x/, de mesmo grau n, são idênticos ou não. Naturalmente,
se ambos F.x/ e H.x/ forem dados sob a mesma forma de representação, seja a
canônica, seja o produto de n polinômios de grau 1, o problema pode ser resolvido
em tempo O.n/. Consideremos, agora, o caso em que um dos polinômios, F.x/,
encontra-se na forma canônica e H.x/ é dado como um produto de n polinômios
de grau 1. Naturalmente, o problema pode ser facilmente solucionado, por meio
da conversão de H.x/ para a forma canônica, mediante a computação de n � 1

produtos de polinômios. Contudo, essa conversão de representação requer O.n2/

passos. Em seguida, descrevemos um algoritmo de Monte Carlo para esse pro-
blema, cuja complexidade é O.n/. O algoritmo retorna “sim”, caso os polinômios
sejam idênticos, e “não” caso contrário.

Algoritmo 3.1 Identidade de Polinômios
Dados: polinômios F.x/, H.x/, ambos de grau n

Escolher, de maneira aleatória e uniforme, um inteiro k, 1 6 k 6 100n

a , b  F.k/ , H.k/

se a D b então
retornar “sim”

senão
retornar “não”

Para a determinação da complexidade do algoritmo, supomos que a escolha
aleatória e uniforme do inteiro k, entre 1 e 100n, pode ser realizada em tempo
constante, por meio de um gerador de números aleatórios adequado. A determi-
nação de F.k/ e H.k/ requer O.n/ passos. Assim, a complexidade de tempo é
O.n/. O espaço adicional necessário, além da entrada, é apenas O.1/.

O Algoritmo 3.1, contudo, pode apresentar respostas incorretas. O teorema
seguinte discute a questão da correção do algoritmo.

Teorema 3.1. A resposta retornada pelo Algoritmo 3.1 é necessariamente correta,
caso seja “não”. Se a resposta for “sim”, ela estará incorreta com probabilidade
6 1=100.

Demonstração. O algoritmo retorna “não” quando F.k/ ¤ H.k/, o que significa
que F.x/ ¤ H.x/. Isto é, a resposta “não” é sempre correta. Se o algoritmo
retorna “sim”, considere as seguintes alternativas. Se F.x/ D H.x/, então a
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resposta é novamente correta. Contudo, se F.x/ ¤ H.x/, a resposta é incorreta.
Mas, para que esse erro possa ocorrer, é necessário que F.x/ ¤ H.x/ e F.k/ D

H.k/, isto é, F.k/ �H.k/ D 0. Ou seja, k é a raiz do polinômio F.x/ �H.x/.
Esse último possui grau6 n. MasF.x/�H.x/ possui n raízes, nomáximo. Isto é,
existem no máximo k valores entre 1 e 100n, para os quais F.k/ D H.k/. Como
existem 100n números entre 1 e 100n, a probabilidade de que o valor k escolhido
satisfaça F.k/ D H.k/ é 6 n=100n D 1=100. Logo, a probabilidade de que o
Algoritmo 3.1 retorne a resposta incorreta para o “sim” é 6 1=100.

De acordo com o teorema anterior, a resposta “não” dada pelo Algoritmo 3.1
é sempre correta. Logo, trata-se de um algoritmo de Monte Carlo com garantia no
“não”.

Uma maneira simples de reduzir a probabilidade de erro do algoritmo é repetir
o experimento, isto é, executar o algoritmo novamente. Neste caso, poderíamos
repetir a execução do Algoritmo 3.1.

Seja k2 o inteiro escolhido neste segundo experimento. Se F.k2/ ¤ H.k2/ o
algoritmo retorna “não”, e a resposta está correta. SeF.k2/ D H.k2/, o algoritmo
retorna “sim”, e a probabilidade de que esteja incorreta é 6 1=10:000. O método
pode ser repetido iterativamente, e a probabilidade de que a resposta esteja incor-
reta decresce exponencialmente. Contudo, deve-se levar em conta que, em tempo
O.n2/, um algoritmo determinístico simples obtém a resposta sempre correta.

Em seguida, apresentamos um outro exemplo simples de utilização de algorit-
mos de Monte Carlo.

3.3.2 Problema: Elemento majoritário

Dado um conjunto S de tamanho n, formado de elementos arbitrários, possivel-
mente repetidos, um certo elemento é ditomajoritário se ele ocorrer em S mais do
que n=2 vezes. O problema consiste em descrever um algoritmo simples para de-
cidir se S contém ou não um elemento majoritário. Cada elemento s 2 S satisfaz
s 6 N , onde n << N .

O algoritmo randomizado de Monte Carlo, a seguir, obtém a solução, respon-
dendo “sim” caso exista um elemento majoritário e “não”, caso contrário.

A determinação da complexidade é imediata. A escolha aleatória e uniforme
do índice k do vetor S requer tempo O.1/, assim como a determinação do va-
lor s D SŒk�. A determinação da frequência de s requer tempo O.n/. Logo, a
complexidade do algoritmo é O.n/. Novamente, o espaço adicional à entrada do
algoritmo é de apenas O.1/.
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Algoritmo 3.2 Elemento majoritário
Dados: Multiconjunto S , jS j D n, cada s 2 S tal que s 6 N , e n << N .
Escolher, de maneira aleatória e uniforme, um inteiro k, 1 6 k 6 n

frequência 0

para i  1::n :
se SŒi � D SŒk� então

frequência frequênciaC1

se frequência > n=2 então
retornar “sim”

senão
retornar “não”

Naturalmente, o Algoritmo 3.2 pode retornar resposta incorreta. O teorema
seguinte analisa a correção do algoritmo.

Teorema 3.2. A resposta retornada pelo Algoritmo 3.2 é necessariamente correta,
caso seja “sim”. Se a resposta for “não”, ela estará incorreta com probabilidade
< 1=2.

Demonstração. O algoritmo retorna “sim” somente quando SŒk� ocorre mais que
n=2 vezes em S , isto é, SŒk� é majoritário em S . Neste caso, a resposta “sim”
estará sempre correta. Se a frequência de SŒk� é6 n=2, o algoritmo retorna “não”,
e considere as seguintes alternativas. Se, de fato, S não contém um elemento
majoritário, a resposta dada pelo algoritmo está correta. Contudo, se S contém um
elemento majoritário SŒk0� ¤ SŒk�, então a resposta dada pelo algoritmo estará
incorreta. Mas, nesse caso, a frequência deSŒk0� > n=2. Portanto, a probabilidade
de que o índice k, escolhido arbitrariamente, satisfaça SŒk� ¤ SŒk0� é < 1=2.
Logo, o algoritmo estará incorreto com probabilidade < 1=2.

Como decorrência do Teorema 3.2, concluímos que o Algoritmo 3.2 é um
algoritmo de Monte Carlo com garantia no “sim”.

Damesma forma como noAlgoritmo 3.1, múltiplas execuções doAlgoritmo 3.2
produzem decrescimento exponencial de sua probabilidade de erro. Assim, repe-
tindo duas vezes a execução do algoritmo, é possível garantir uma probabilidade
de erro < 1=4.

Descrevemos, agora, um exemplo de algoritmo de Monte Carlo, aplicado a
um problema da teoria de grafos.
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3.3.3 Problema: Corte mínimo de arestas

Seja G.V; E/ um grafo conexo, com conjunto de vértices V , e conjunto de arestas
E, e n D jV j, m D jEj. Um corte de arestas de G é um subconjunto C � E, tal
que o grafoG�C , obtido pela remoção das arestas deC , é desconexo. Diz-se que
o corte C é mínimo quando a sua cardinalidade é a menor possível, dentre todos
os cortes de arestas de G. Apresentaremos um algoritmo randomizado de Monte
Carlo, para determinar um corte mínimo de G.

O algoritmo utiliza a seguinte operação aplicada sobre as arestas de G. Uma
contração da aresta .v; w/ 2 E é a operação que identifica os vértices v e w no
grafo. Isto é, a contração de .v; w/ obtém um novo grafo em que os vértices v

e w são substituídos por um único vértice z, cujos vizinhos são os vizinhos de v,
juntamente com os vizinhos de w. Observe que se v e w possuem um vizinho
comum em G, a operação de contração produz arestas paralelas no novo grafo.
Além disso, a contração produz sempre um laço.

Veja um exemplo de contração na Figura 3.1. A Figura 3.1 (b) representa o
grafo da Figura 3.1 (a), após a contração da aresta .3; 5/, enquanto a Figura 3.1 (c)
é o grafo da Figura 3.1 (a) após a contração da aresta .7; 3/. Note que essa última
contração produz arestas paralelas.

A ideia básica do algoritmo é efetuar repetidas operações de contração de ares-
tas, cada qual realizada sobre o grafo obtido como resultado da contração anterior.
A cada contração realizada, o número de vértices é reduzido de uma unidade. Se
o grafo inicial possui n vértices, ao final de n � 2 contrações, o grafo se reduz a
dois vértices. Entre esses dois vértices finais há, possivelmente, múltiplas arestas
paralelas. Esse conjunto de arestas paralelas corresponde, no grafo inicial, a um
corte de arestas. A questão é determinar a probabilidade de que esse corte seja
mínimo. Em todas as contrações realizadas, os laços criados são removidos.

A descrição anterior corresponde à formulação do Algoritmo 3.3.

Algoritmo 3.3 Corte Mínimo
Dados: Grafo G.V; E/, conexo, jV j D n.

Gn.Vn; En/ G

para i  n; .n � 1/; : : : ; 3 :
Escolher aresta e 2 Ei , de forma aleatória e uniforme.
Gi�1.Vi�1; Ei�1/ é o grafo resultante da contração de e 2 Ei , removendo

os possíveis laços formados.
retornar corte C  E2
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Figura 3.1: Contração de arestas

A Figura 3.2 ilustra um exemplo da aplicação do algoritmo. O grafo da Fi-
gura 3.2(a) contém 6 vértices, portanto o algoritmo efetua as contrações das qua-
tro seguintes arestas, .1; 2/; .4; 6/; .3; 5/; .1; 3/, respectivamente, até transformá-
lo no grafo da Figura 3.2(e). Esse último possui dois vértices e três arestas. Então
a resposta obtida pelo algoritmo será um corte de tamanho 3. Observe que esse
corte não é mínimo, visto que o grafo possui cortes de tamanho 2.

Um limite superior para a complexidade do algoritmo pode ser facilmente ob-
tido. O algoritmo efetua n � 2 contrações de arestas. Sem utilizar estruturas de
dados especiais, cada contração pode ser realizada em tempo O.n/. Assim, no
máximo O.n2/ operações seriam suficientes para obter o corte.

A justificativa do algoritmo pode ser realizada pela seguinte proposição.

Lema 3.3. Seja G.V; E/ um grafo conexo, no qual foram realizadas n� 2 opera-
ções de contração de arestas, de forma iterativa. Sejam Gn.Vn; En/ D G.V; E/,
e Gn�1.Vn�1; En�1/, : : :, G2.V2; E2/ os grafos resultantes dessas contrações,
respectivamente, em que os laços foram todos removidos. Então

(i) G2 é um multigrafo com dois vértices, e E2 é um corte de G2,
(ii) Se C é um corte de Gi , 2 < i 6 n, e Gi�1 obtido pela contração de
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Figura 3.2: Contração de arestas

alguma aresta de e 2 Ei n C , então C permanece como corte de Gi�1.

Demonstração.
(i) Cada contração reduz o número de vértices de uma unidade, logoG2 possui

2 vértices, e E2 é um conjunto de arestas incidentes a ambos, portanto um corte
de G2.

(ii) A única possibilidade de uma contração de aresta de Gi eliminar um corte
C é que essa aresta seja incidente, respectivamente, a vértices de dois conjuntos
separados pelo corte C . Mas, nesse caso, a aresta contraída pertence a C , uma
contradição. Então C permanece como corte de Gi�1.

Corolário 3.4. Seja G um grafo no qual foi aplicado o Algoritmo 3.3. Seja C um
corte mínimo de G. Então o algoritmo retorna esse corte mínimo se e somente se
nenhuma das arestas de C foi eliminada pelas n � 2 contrações realizadas.

OAlgoritmo 3.3 é, portanto, um algoritmo deMonte Carlo. Resta, ainda, deter-
minar a probabilidade de que a resposta obtida esteja correta, o que será realizado
a seguir.

Teorema 3.5. Seja C um dado corte mínimo de um grafo conexo G.V; E/. Então
o Algoritmo 3.3 encontra o corte C com probabilidade > 2=n2.

Demonstração. Inicialmente, obtemos uma relação entre o número de vértices n,
número de arestas m, e o tamanho c D jC j. Seja grau.v/ o grau de um vértice
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v 2 V . Sabemos que
P

grau.v/ D 2m. Por outro lado, o grau de um vértice
qualquer é um limite superior para o corte mínimo do grafo, pois o grafo se torna
desconexo ao remover todas as arestas incidentes a um mesmo vértice. Logo,

c 6 grau.v/

Considerando os n vértices, obtemos

nc 6
X

grau.v/ D 2m

isto é
m >

nc
2

Em seguida, consideramos as n � 2 iterações realizadas pelo algoritmo. Sejam
Gn�1.Vn�1; En�1/; : : : ; G2.V2; E2/, respectivamente, os grafos resultantes das
operações de contração efetuadas. Sabemos que o corte obtido pelo algoritmo é
o conjunto E2. De acordo com o Corolário 3.4, para que se obtenha E2 D C , é
necessário que nenhuma aresta de C tenha sido contraída em qualquer das n � 2

contrações de arestas realizadas pelo algoritmo.
Desejamos computar a probabilidade P.E2 D C /. Denote por �i o evento

em que nenhuma aresta de C é contraída pelo algoritmo, na computação de Gi�1

a partir de Gi . Logo,

P.E2 D C / D P.�n \ �n�1 � � � \ �3/

Sabemos que o evento �i ocorre condicionalmente à ocorrência dos eventos �iC1,
�iC2, : : :, �n. Logo,

P.�n \ �n�1 � � � \ �3/ D P.�n/P.�n�1 j �n/P.�n�2 j �n; �n�1/ � � �

Em cada grafoGi , seja ni D jVi j emi D jEi j. Consideremos, agora, o evento
�i . A probabilidade de que pelo menos uma das arestas de C seja escolhida nessa
ocasião é c=mi , tendo em vista que as escolhas são uniformes e arbitrárias. Como
nenhuma aresta de C é escolhida, obtemos

P.�i j �n; �n�1; : : : ; �iC1/ D 1 �
c

mi

Conforme determinado anteriormente,

mi >
nic

2
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Logo,
1 �

c

mi
> 1 �

c

nic=2
D 1 �

2

ni

e
P.�i j �n; �n�1; : : : ; �iC1/ > 1 �

2

ni

Logo,

P.E2 D C / D P.�n/P.�n�1 j �n/P.�n�2 j �n; �n�1/ : : : P.�2 j �n; � � � ; �3/

>
�

1 �
2

n

��
1 �

2

n � 1

��
1 �

2

n � 2

�
: : :

�
1 �

2

3

�
D

D
n � 2

n
�

n � 3

n � 1
�

n � 4

n � 2
� � �

3

5
�

2

4
�

1

3
D

D
2 � 1

n.n � 1/
D

2

n.n � 1/
>

2

n2

Portanto,
P.E2 D C / >

2

n2

A exemplo de outros algoritmos de Monte Carlo, uma maneira de aumentar
a probabilidade de obter uma resposta correta consiste em repetir a execução do
algoritmo várias vezes. No caso específico do Algoritmo 3.3, o Teorema 3.5 in-
forma que a probabilidade de que a resposta de uma execução do algoritmo esteja
correta é> 2

n2 . Isto é, a probabilidade de que a resposta esteja incorreta é6 1� 2
n2 .

Repetindo a execução k vezes e escolhendo o menor valor de corte obtido nessas
execuções, a probabilidade de erro é 6 .1 � 2

n2 /k .

3.3.4 Problema: Teste de Primalidade
O principal fundamento para a maioria dos testes de primalidade utilizados atu-
almente é o resultado conhecido como Pequeno Teorema de Fermat, descrito a
seguir.

Teorema 3.6. (Fermat 1640). Seja p um inteiro primo. Então, para qualquer
inteiro a satisfazendo 1 6 a < p, temos

ap�1 mod p D 1
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OTeorema 3.6 pode então ser empregado para verificar se um dado númerop é
primo. Tal teorema garante que, quando p é primo, então, para qualquer inteiro a,
usualmente denominado base, escolhido entre 2 e p�1, se elevarmos a à potência
p�1 e tomarmos o resto da divisão desse resultado por p, o resultado será sempre
igual a 1. O teste é conclusivo para a resposta “não” e, nesse caso, o número p

é, com certeza, um número composto. Entretanto, se a resposta for “sim”, pode
estar errada em alguns casos. Por exemplo, 2560 mod 561 D 1, sugerindo que
o número 561 possa ser primo. Entretanto, o resultado 3560 mod 561 D 375

garante que o número não é primo, sendo 3 dito uma testemunha do número 561

ser composto.
O Algoritmo 3.4 implementa o teste, sendo, portanto, um algoritmo de Monte

Carlo com garantia no “não”.

Algoritmo 3.4 Teste de Primalidade de Fermat
função POTÊNCIAMODULAR(a; b; p):

se b D 0 então
retornar 1

senão
m POTÊNCIAMODULAR.a; bb

2
c; p/

se b é par então
retornar .m �m/ mod p

senão
retornar .m �m � a/ mod p

Dados: inteiro p.
Escolher, de maneira aleatória e uniforme, um inteiro a, 2 6 a 6 p � 1

se POTÊNCIAMODULAR.a; p � 1; p/ D 1 então
retornar “sim”

senão
retornar “não”

Há inúmeros aspectos envolvendo o teste descrito. Inicialmente comentare-
mos o algoritmo e, em seguida, a probabilidade de acerto para a resposta “sim”.

O Algoritmo 3.4 é uma apresentação didática das ideias relacionadas ao teste
de primalidade baseado no Teorema 3.6. A função básica POTÊNCIAMODULAR está
descrita como uma recursão que, sucessivamente, obtém o resultado emmódulo p

da potência de a pela metade do expoente p � 1 e estende o resultado obtido. Na
prática, ela é implementada de forma iterativa, por operações relacionadas aos bits
dos inteiros envolvidos, com complexidade O.log3 p/. Isso porque as aplicações
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práticas estão relacionadas à criptografia, onde usam-se inteiros muito grandes,
representados com alguns milhares de bits e é necessária grande eficiência nos
testes.

Outro aspecto importante é saber qual a probabilidade da resposta “sim” do
algoritmo estar correta. Os números de Carmichael são inteiros compostos n, tais
que, para todas as bases a entre 2 e n � 1, relativamente primas a n, o teste de
Fermat é positivo, indicando falsamente que n é primo. Para os demais compostos,
a seguinte proposição é válida.

Teorema 3.7. Seja n um inteiro composto que não é um número de Carmichael.
Então, no máximo, a metade das bases entre 1 e n�1 satisfazem o teste de Fermat.

O Teorema 3.7 permite concluir que a probabilidade de falsos positivos para
um inteiro n composto que não seja um número de Carmichael é, no máximo 1

2
,

quando se utiliza apenas uma base no teste. Essa probabilidade de erro pode ser
diminuída até um limite desejado, pela repetição do teste com outras bases, tal
como feito para outros algoritmos de Monte Carlo.

O fato de que os números de Carmichael influenciam a probabilidade mencio-
nada é irrelevante, pois, embora existam infinitos desses números, a sua ocorrência
é muito rara, conforme atesta o limite superior, dado pelo teorema a seguir.

Teorema 3.8. (Pinch 1993.) Seja C.n/ a quantidade de números de Carmichael
inferiores a n. Então

C.n/ 6 ne�.lnn/.ln ln lnn/=.ln lnn/

O limite superior pelo teorema acima não é justo, conforme pode-se ver pelo
seguinte exemplo. Para n D 2; 5 � 1010 a fórmula indica um limite superior
de 4115019 .0; 016%/ números de Carmichael, quando, na realidade, há apenas
2163 .0; 000009%/. Desta forma, a adoção da probabilidade de erro de 1

2
no teste

de primalidade de Fermat é bastante razoável.
O teste, como descrito, é usado em alguns sistemas práticos. Entretanto, em

sistemas criptográficos que exigem grande robustez dos resultados de primalidade,
tais como o RSA, ele foi ampliado com outros mecanismos capazes de detectar
melhor os pseudoprimos, ou seja, as situações de falso positivo. O mais conhecido
é o testeMiller–Rabin. Resta dizer que, embora haja um algoritmo polinomial para
o teste de primalidade, o algoritmoAKS, seu desempenho na prática, ainda émuito
inferior aos testes probabilísticos.
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3.4 Algoritmos de Las Vegas

Nesta seção, examinaremos os algoritmos de Las Vegas. Relembrando os concei-
tos, os algoritmos de Las Vegas são algoritmos randomizados, cuja resposta está
sempre correta, porém o tempo de execução, em princípio, não está determinado.
Na realidade, esse poderá ser tratado como uma variável aleatória. Ou seja, a
incerteza reside no tempo e não na correção.

Na Seção 3.3, foram abordados os algoritmos de Monte Carlo. Nestes últimos,
os papéis desempenhados pela correção e tempo são exatamente os opostos dos
algoritmos de Las Vegas. O tempo de execução de um algoritmo de Monte Carlo
é determinístico, em geral polinomial, mas sua resposta nem sempre está correta.
Ou seja, a incerteza do algoritmo de Monte Carlo está na correção.

Como primeiro exemplo, iremos considerar um caso simples. Aproveitaremos
para ilustrar as diferenças entre as três abordagens de algoritmos: determinístico,
Monte Carlo e Las Vegas.

3.4.1 Problema: Elemento unitário

Seja C um conjunto de tamanho n, arbitrariamente grande. Os elementos de C

são todos binários, isto é, iguais a 0 ou 1. Supondo n par, exatamente a metade
dos elementos são iguais a 0, e a outra metade, 1. A questão é determinar a po-
sição (índice em C ) de um elemento qualquer unitário. Sabemos também que os
elementos estão uniformemente distribuídos em C , nas posições C Œ1�; : : : ; C Œn�.

Descrevemos, inicialmente, o Algoritmo 3.5 determinístico para resolver o
problema.

Algoritmo 3.5 Elemento unitário (determinístico)
Dados: Conjunto binário C , jC j D n par, C Œi� D 0 para n=2 elementos.

i  1

enquanto C Œi� D 0 :
i  i C 1

retornar i

O número de passos realizados pelo algoritmo, no pior caso, é n
2
C 1.

Para efeito de comparação, seja a mesma questão, resolvida através do Algo-
ritmo 3.6 de Monte Carlo.

O número de passos realizado pelo Algoritmo 3.6 é O.1/. Mas sua resposta
pode não estar correta. Como os elementos 0 e 1 estão uniformemente distribuídos
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Algoritmo 3.6 Elemento unitário (Monte Carlo)
Dados: Conjunto binário C , jC j D n par, C Œi� D 0 para n=2 elementos.
Escolher, aleatoriamente, um índice i; 1 6 i 6 n

retornar i

em C , com a metade deles igual a 0, e a outra metade igual a 1, a probabilidade de
que a resposta esteja correta é 1

2
. Repetindo-se a execução do algoritmo k vezes,

a complexidade torna-se igual a O.k/, mas a probabilidade de obter uma resposta
correta cresce para 1 �

�
1
2

�k .
Seja, agora, a mesma questão resolvida através de um algoritmo de Las Vegas,

pela formulação do Algoritmo 3.7.

Algoritmo 3.7 Elemento unitário (Las Vegas)
Dados: Conjunto binário C , jC j D n par, C Œi� D 0 para n=2 elementos.
repetir

Escolher, aleatoriamente, um índice i; 1 6 i 6 n

até que C Œi� D 1

retornar i

A resposta dada pelo Algoritmo 3.7 está sempre correta, pois o algoritmo segue
escolhendo, aleatoriamente, um índice i até que a condição C Œi� D 1 seja satis-
feita. Quanto ao número de passos efetuados até que seja encontrado C Œi� D 1, a
resposta evidentemente, será dada em termos probabilísticos. Sabemos que a me-
tade dos elementos de C satisfaz C Œi� D 0, e a outra metade, C Œi� D 1. Tratando
o número de passos como uma variável aleatória, e levando em consideração que
seus valores refletem uma média ponderada de suas respectivas probabilidades,
chegamos à conclusão que o valor esperado do número de passos efetuados pelo
algoritmo de Las Vegas é igual a 2.

Observe as diferenças de comportamento das três soluções apresentadas: de-
terminística, Monte Carlo e Las Vegas.

3.4.2 Problema: Quicksort
Examinamos, a seguir, um outro exemplo para algoritmos de Las Vegas, no caso,
o algoritmo de ordenação conhecido como Quicksort.

Novamente, para efeito de comparação, descrevemos, inicialmente, um algo-
ritmo determinístico e, em seguida, um algoritmo randomizado.
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Dado um conjunto C , com valores C.1/; : : : ; C.n/, permutar seus elementos
de modo a colocá-los em ordem não decrescente C.1/ 6 C.2/ : : : 6 C.n/.

O método do Quicksort para o problema de ordenação consiste basicamente,
nos seguintes passos:

1. Escolher um elemento C.p/ 2 C , denominado pivô.

2. ParticionarC em três subconjuntosC 0[fC.p/g[C 00 D C . O subconjunto
C 0 contém aqueles elementos de C n fC.p/g que são menores ou iguais a
C.p/, enquanto o subconjunto C 00 contém aqueles maiores que C.p/.

3. Supondo que os conjuntos C 0 e C 00 possam ser ordenados através da exe-
cução recursiva desse método, a ordenação final de C será C 0kfC.p/gkC 00,
onde o símbolo k significa “concatenação”.

O algoritmo a ser descrito é recursivo. O particionamento do conjuntoC , men-
cionado anteriormente, é realizado emblocos de elementos consecutivosC.i/; : : : ;

C.j /, onde 1 6 i 6 j 6 n. Para um dado pivô C.p/, i 6 p 6 j , os subcon-
juntos C 0 e C 00 podem ser facilmente obtidos, transferindo-se os elementos assim
obtidos em tempo linear.

Uma primeira alternativa de particionar o conjuntoC , mais elegante e eficiente
em termos de espaço, consiste em computar os subconjuntos C 0 e C 00, sobre o
próprio espaço C . A configuração de C , ao final do processo de partição, conterá
os elementos de C nC.p/ que são6 C.p/, seguido do pivô C.p/ e dos elementos
de C maiores que C.p/. Para esse particionamento, utilizamos os ponteiros q e t .
O ponteiro q somente é incrementado quando algum elemento6 C.p/ é detectado,
enquanto que o ponteiro t percorre todos os elementos de C.i/; : : : ; C.j � 1/.
Neste esquema, o pivô C.p/ escolhido é sempre o último elemento do conjunto
C corrente, isto é, p D j . O conjunto C 0 é acomodado nas primeiras posições,
mais à esquerda em C , enquanto que são atribuídas as posições mais à direita aos
elementos de C 00.

Suponha que o elemento de C em exame seja C.t/, para algum t , i 6 t 6 j .
SeC.t/ > C.p/, nenhuma ação é realizada. Caso contrário,C.t/ 6 C.p/ e, nesse
caso, o ponteiro q é incrementado e os elementos de índices q e t trocam posições
em C . Ao final do processo, após t atingir a posição j , o pivô C.p/ D C.j / troca
de posição com C.q C 1/. Com isso, os elementos de C 0 ocupam as posições
C.i/; : : : ; C.q/, o pivô se encontra na posição C.q C 1/ e os elementos de C 00

correspondem aos das posições C.q C 2/; : : : ; C.j /. Ver Figura 3.3. O processo
é realizado por meio de uma função denominada PARTIÇÃO.C; i; j /, que retorna
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Figura 3.3: Esquema da partição do intervalo Œi; j � usada no Quicksort

a posição l tal que os elementos do conjunto C.i/; : : : ; C.l/ são todos 6 C.l/

e os elementos do conjunto C.l C 1/; : : : ; C.j / são > C.l/. A função é apli-
cada recursivamente sobre conjuntos C.i/; : : : ; C.j /. Essa chamada é realizada,
por sua vez, dentro do procedimento recursivo QUICKSORT.C; i; j /. Ao final de
PARTIÇÃO.C; i; j /, o conjuntoC estará particionado nos conjuntosC 0[C.p/[C 00,
enquanto que, ao final de QUICKSORT.C; i; j /, o conjunto C estará ordenado en-
tre os índices i e j . A chamada externa é QUICKSORT.C; 1; n/. O primeiro pivô
escolhido é C.p/ D C.n/.

O algoritmo formal é descrito no Algoritmo 3.8.
Como exemplo da aplicação do algoritmo, seja ordenar os elementos do con-

junto

1 2 3 4 5 6 7

C 3 2 8 1 9 6 4

contendo 7 elementos. A primeira chamada recursiva é QUICKSORT.C; 1; 7/. O
primeiro pivô escolhido é C.7/ D 4, o qual produz a chamada PARTIÇÃO.C; 1; 7/,
que retorna o valor q D 4. O conjunto C obtido ao final da computação de
PARTIÇÃO.C; 1; 7/ é

1 2 3 4 5 6 7

C 3 2 1 4 9 6 8

Em seguida, a chamada recursiva QUICKSORT.C; 1; 3/ produzirá o conjunto

1 2 3 4 5 6 7

C 1 2 3 4 9 6 8
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Algoritmo 3.8 Quicksort determinístico
função PARTIÇÃO(C; i; j ):

q  i � 1

para t  i; : : : ; j � 1 :
se C.t/ 6 C.j / então

q  q C 1

C.q/; C.t/ C.t/; C.q/

C.q C 1/; C.j / C.j /; C.q C 1/

retornar q C 1

procedimento QUICKSORT(C; i; j ):
se i < j então

l  PARTIÇÃO.C; i; j /

QUICKSORT.C; i; l � 1/

QUICKSORT.C; l C 1; j /

Dados: Conjunto C, de elementos C.1/; : : : ; C.n/

QUICKSORT.C; 1; n/

e a chamada QUICKSORT.C; 5; 7/ modificará C para

1 2 3 4 5 6 7

C 1 2 3 4 6 8 9

que corresponderá ao final do processo.
Para determinar a complexidade, observemos que o método divide o conjunto

C em três subconjuntos C 0, fC.p/g e C 00 por meio do procedimento PARTIÇÃO.
Sabemos que fC.p/g é unitário, e que os tamanhos deC 0 eC 00 dependerão do pivô
C.p/ escolhido. Suponha que jC 0j D c0. Então jC 00j D n � c0 � 1. Denotando
por T .n/, o número de comparações efetuadas entre elementos de C durante a
ordenação, e considerando que a função PARTIÇÃO efetuaO.n/ comparações dessa
natureza, obtemos:

T .n/ D

�
0, se n D 0

T .c0/C T .n � c0 � 1/CO.n/, caso contrário

O pior caso corresponde à situação em que uma das partes é vazia, isto é, quando
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c0 D 0 ou n � c0 � 1 D 0, o que conduz a

T .n/ D T .0/C T .n � 1/CO.n/ D O.n2/;

enquanto que o melhor caso corresponde a c0 D b
n
2
c ou c0 D d

n
2
e, o que conduz a

T .n/ D T .b
n

2
c/C T .d

n

2
e/CO.n/ D O.n logn/:

No melhor caso, os conjuntos C 0 e C 00 são balanceados, isto é, são de cardi-
nalidades aproximadamente iguais. Observemos que este objetivo pode ser alcan-
çado pela escolha da mediana de C para pivô. Como determinar a mediana de
um conjunto pode ser realizado em tempo linear, segue-se que o algoritmo Quick-
sort determinístico pode ser sempre implementado na complexidade acima, isto é,
O.n logn/.

Descrevemos, em seguida, o algoritmo randomizado para Quicksort. O algo-
ritmo randomizado segue, em linhas gerais, a mesma estratégia do algoritmo de-
terminístico. A diferença básica consiste no método de escolha do pivô. Enquanto
que o determinístico escolhe sempre o último do conjunto, no randomizado a es-
colha do pivô é aleatória, na qual qualquer elemento do conjunto pode assumir o
papel de pivô. Embora a estratégia dos dois algoritmos seja similar, o método de
escolha do pivô introduz diferenças na formulação do algoritmo e, principalmente,
na sua análise. Mas, uma vez escolhido o pivô, o algoritmo randomizado utiliza
a mesma ideia de particionar o conjunto dado, de acordo com o valor do pivô,
conjugado a processos recursivos.

Utilizamos a mesma notação empregada anteriormente. Ou seja, dado um con-
junto C , com elementos C.1/; : : : ; C.n/, a serem ordenados, representamos por
PARTIÇÃO-RAND.C; i; j / o procedimento que particiona os elementos do conjunto
fC.i/; C.iC1/; : : : ; C.j /gnfC.r/g, de acordo com o pivôC.r/, onde i 6 r 6 j ,
escolhido aleatoriamente. O procedimento PARTIÇÃO-RAND troca de posição C.r/

com C.j /, isto é, coloca o pivô aleatório na última posição de C , de modo que a
estratégia empregada no procedimento PARTIÇÃO.C; i; j / determinístico possa ser
utilizada. À exceção dessa última questão, os demais passos do algoritmo são si-
milares, conforme as formulações seguintes. O procedimento principal é denotado
por QUICKSORT-RAND.C; i; j /, e a chamada externa é QUICKSORT-RAND.C; 1; n/.

Em seguida, realizamos a análise do Quicksort randomizado. Para simplificar
a análise, assumimos que todos os elementos de C sejam distintos.
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Algoritmo 3.9 Quicksort randomizado
função PARTIÇÃO(C; i; j ):

q  i � 1

para t  i; : : : ; j � 1 :
se C.t/ 6 C.j / então

q  q C 1

C.q/; C.t/ C.t/; C.q/

C.q C 1/; C.j / C.j /; C.q C 1/

retornar q C 1

função PARTIÇÃO-RAND(C; i; j ):
r  índice entre i e j escolhido aleatoriamente
C.r/; C.j / C.j /; C.r/

retornar PARTIÇÃO.C; i; j /

procedimento QUICKSORT-RAND(C; i; j ):
se i < j então

l  PARTIÇÃO-RAND.C; i; j /

QUICKSORT-RAND.C; i; l � 1/

QUICKSORT-RAND.C; l C 1; J /

Dados: Conjunto C, de elementos C.1/; : : : ; C.n/.
QUICKSORT-RAND.C; 1; n/

O objetivo é determinar o valor esperado do número de passos utilizados pelo
algoritmo, isto é, pelo procedimento QUICKSORT-RAND.C; i; j / para efetuar a or-
denação desejada. O progresso da computação se dá através da realização de ope-
rações de comparação entre elementos deC , as quais são dominantes no algoritmo.
Assim, o objetivo consiste em determinar o valor esperado do número de compa-
rações efetuadas.

Denote por X a variável aleatória representando o número total de compara-
ções efetuadas pelo algoritmo. Para avaliar o valor de X , observe, inicialmente,
que cada par de elementos C.a/; C.b/ 2 C , onde a < b, é comparado entre
si no máximo uma vez. A pergunta de interesse é conhecer em que condições
C.a/; C.b/ são comparados no decorrer do processo. A resposta a essa questão
é simples: C.a/; C.b/ são comparados quando as seguintes condições são ambas
satisfeitas:
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(i) Algum subproblema de QUICKSORT-RAND contém ambosC.a/; C.b/, isto é,
uma chamada de QUICKSORT-RAND.C; i; j / é realizada, onde i 6 a < b 6
j ,

(ii) C.a/ ou C.b/ são escolhidos como pivô, em PARTIÇÃO-RAND.C; i; j /, isto
é, esse último procedimento atribui r  a ou r  b.

Concluímos que, se uma das condições acima não for satisfeita, o algoritmo
não tenta comparar C.a/ com C.b/.

Represente por Xa;b o indicador do evento em que C.a/; C.b/ foram compa-
rados. Isto é

Xa;b D

�
1; se C.a/; C.b/ foram comparados no algoritmo
0; caso contrário

Então X representa o somatório dos valores Xab , isto é,

X D

n�1X
aD1

nX
bDaC1

Xa;b

Seja EŒX� o valor esperado do número de comparações. Então

EŒX� D E

24n�1X
aD1

nX
bDaC1

Xa;b

35
Pela linearidade do valor esperado,

EŒX� D

n�1X
aD1

nX
bDaC1

EŒXa;b�

Como Xa;b é um indicador de variável randômica de Bernoulli, que assume
somente os valores 0 e 1, EŒXa;b� é igual à probabilidade de que Xa;b seja igual
a 1. Nesse caso, para determinar EŒX�, necessitamos determinar a probabilidade
de que dois elementos do conjunto sejam comparados no decorrer do algoritmo.
Denote por C 0 D fC 0.1/; : : : ; C 0.n/g a sequência ordenada dos elementos de C .
Isto é, C 0 contém os mesmos elementos de C , porém na ordenação crescente.

O lema seguinte responde a essa questão.
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Lema 3.9. Sejam C 0.a/; C 0.b/, dois elementos de C 0, 1 6 a < b 6 n. Então a
probabilidade de que C 0.a/; C 0.b/ sejam comparados no algoritmo é 2

b�aC1
.

Demonstração. Inicialmente, determinamos as condições para que C 0.a/; C 0.b/

sejam comparados pelo algoritmo. Mostramos que esta comparação ocorre se e
somente seC 0.a/ ouC 0.b/ é o primeiro elemento a ser escolhido como pivô, entre
todos os contidos emC 0.a; b/ D fC 0.a/; C 0.aC1/; C 0.aC2/; : : : ; C 0.b/g, no de-
correr do algoritmo. Para tal, observamos que, se um elemento C 0.c/ 62 C 0.a; b/

for escolhido como pivô pelo algoritmo, antes que qualquer elemento de C 0.a; b/

ou seja, o subconjunto ordenado C 0.a; b/ se manterá indivisível, sendo incluído
integralmente em algum dos dois subconjuntos da partição determinada pelo pivô
C 0.c/. Isto decorre do fato de que todos elementos deC 0.a; b/ são menores do que
C 0.c/, ou todos são maiores do que este pivô. Por outro lado, se C 0.c/ 2 C 0.a; b/

e C 0.c/ ¤ C 0.a/; C 0.b/, então C 0.a/ e C 0.b/ serão alocados em partes distintas
da partição determinada por C 0.c/. Isto impedirá uma futura comparação entre
C 0.a/ e C 0.b/. Finalmente, se C 0.a/ ou C 0.b/ for escolhido como primeiro pivô
contido em C 0.a; b/, então ocorre a comparação entre C 0.a/ e C 0.b/ pois todos
elementos de C 0.a; b/ serão comparados com o pivô escolhido.

Consequentemente, tendo em vista que a escolha do pivô é aleatória e que
todos os elementos possuem probabilidades idênticas de serem escolhidos,

P.C 0.a/; C 0.b/ serem comparados)
D P.C 0.a/ ou C 0.b/ é o pivô escolhido em PARTIÇÃO-RAND(C’, a, b))
D P.C 0.a/ é o pivô escolhido em PARTIÇÃO-RAND(C’, a, b))C
C P.C 0.b/ é o pivô escolhido em PARTIÇÃO-RAND(C’, a, b))

D
1

b � aC 1
C

1

b � aC 1
D

2

b � aC 1

pois fC 0.a/; C 0.aC 1/; : : : ; C 0.b/g contém b � aC 1 elementos.

Com este resultado, podemos concluir o cálculo de EŒX�, como a seguir:

EŒX� D

n�1X
aD1

nX
bDaC1

P.C 0.a/; C 0.b/ serem comparados )

D

n�1X
aD1

nX
bDaC1

2

b � aC 1
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Definindo k D b � a, obtemos

EŒX� D

n�1X
aD1

n�aX
kD1

2

k C 1

Isto é,

EŒX� <

n�1X
aD1

nX
kD1

2

k

Como 1C 1
2
C : : :C 1

n
D O.logn/, obtemos

EŒX� D

n�1X
aD1

O.logn/ D O.n logn/

Portanto, o valor esperado do número total de comparações efetuado pelo al-
goritmo randomizado é O.n logn/.

Observamos ainda que o algoritmoQuicksort goza de uma propriedade interes-
sante decorrente do aspecto relativo ao conceito de aleatoriedade nos algoritmos.

Conforme foi discutido, uma diferença básica entre algoritmos determinísticos
e randomizados é que esses últimos requerem a realização de alguma escolha ale-
atória em alguns de seus passos. Isto é, a aleatoriedade é intrínseca ao algoritmo,
e parte do mesmo. Alternativamente, poderíamos supor um algoritmo determinís-
tico (sem aleatoriedade), mas cujos dados fossem aleatórios. Não se trata, pois,
de um algoritmo randomizado. Contudo, considerando que o desempenho do al-
goritmo possa depender de seus dados, caberia então uma análise probabilística
de seu desempenho. Nesse caso, trata-se de análise probabilística de algoritmos
determinísticos, que será abordada com maior detalhe, no Capítulo 4.

No caso especifico do algoritmo Quicksort, transferindo a aleatoriedade da
escolha do pivô para os dados de entrada, ao invés de considerar a entrada como
uma sequência fixa S de elementos a serem ordenados, a entrada é interpretada
como uma permutação aleatória dos elementos de S . Interessante observar que,
no caso do algoritmo Quicksort, a análise do algoritmo randomizado é similar à
análise probabilística do algoritmo randomizado, obtendo-se resultados similares.
Isto constitui uma propriedade especial do Quicksort e não se estende, de ummodo
geral, a outros algoritmos.

Exemplo 3.6 Problema das Damas
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Descrevemos, agora, um outro exemplo para ilustrar os algoritmos de Las Ve-
gas. Trata-se do assim denominado Problema das Damas ou Problema das Damas
Pacíficas. A aplicação utiliza um tabuleiro do tipo jogo de xadrez, de dimensões
n � n e n damas, que se movimentam no tabuleiro como damas de um jogo de
xadrez. Isto é, cada dama alcança toda a linha, a coluna e as diagonais que con-
têm a sua posição. Nesse caso, qualquer outra peça que esteja em alguma dessas
posições do tabuleiro pode ser atacada pela dama, conforme ilustra a Figura 3.4.
O Problema das Damas consiste em dispor as n damas no tabuleiro, de modo que
nenhuma delas possa ser atacada por qualquer outra. Veja uma das soluções na
Figura 3.4.

Figura 3.4: Damas Pacíficas: (a) movimentos possíveis e (b) uma solução.

Para efeito de computação descrevemos, inicialmente, um algoritmo determi-
nístico e, posteriormente, um algoritmo randomizado. O algoritmo determinístico
utiliza a técnica denominada retrocesso (do inglês, backtracking), descrita a se-
guir. O tabuleiro é associado a uma matriz M de dimensões n � n, na qual cada
elemento .i; j /; 1 6 i 6 j 6 n, representa uma posição do tabuleiro. Supondo
algumas damas posicionadas no tabuleiro, a posição .i; j /; 1 6 i; j 6 n é deno-
minada dominada se alguma das damas do tabuleiro contém a linha, coluna ou
diagonal da posição .i; j /. Caso contrário, a posição é denominada livre.

O algoritmo determinístico inicia na linha i D 1 e, iterativamente, procura
alocar a dama i na coluna j da linha i , que esteja livre. Caso não haja coluna j ,
da linha i , que esteja livre, o algoritmo retrocede para a linha i�1, remove a dama
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i � 1 da coluna j em que esteja alocada, e procura a posição .i � 1; j 0/; j 0 > j ,
livre, para alocar a dama. Se não houverem posições .i � 1; j 0/, o algoritmo
retrocede para a linha anterior, removendo a dama posicionada nessa linha, e assim
iterativamente. O algoritmo termina quando a dama n for posicionada.

Utilizamos as seguintes estruturas de dados. Cada elemento .i; j / da ma-
triz que representa o tabuleiro corresponde a uma variável booleana, onde .i; j /

estará no estado livre ou, caso contrário, .i; j / estará dominado. As posições
nas quais as damas são alocadas em uma solução são representadas pelo vetor
SOLUÇÃO.i/; 1 6 i 6 n. Nesse caso, SOLUÇÃO.i/ D j significa que a dama
da linha i se encontra na coluna j .

O algoritmo emprega o procedimento DAMA-R, que procura, para cada linha
i , posicionar a dama dessa linha em uma coluna j tal que a posição .i; j / esteja
livre.

Para uma utilização mais eficiente de espaço, o algoritmo não considera todas
as posições da matriz, simultaneamente. Ao invés disso, o algoritmo armazena, a
cada instante, unicamente as informações referentes à linha i corrente. Isto permite
reduzir a matriz M a um vetor SOLUÇÃO com n elementos. Ou seja, ocupação
de espaço O.n/ ao invés de O.n2/.

O procedimento DAMA-R é o seguinte:

Algoritmo 3.10 Problema das Damas - Determinístico (Retrocesso)

função DAMA-R(n):
i; j  1; 1

enquanto i 6 n :
enquanto j 6 n e LIVRE.i; j / D F :

j  j C 1

se j 6 n então
SOLUÇÃO.i/ j

i; j  i C 1; 1

senão
i; j  i � 1;SOLUÇÃO.i � 1/C 1

retornar SOLUÇÃO

O procedimento LIVRE.i; j / irá determinar se o elemento .i; j / de M está
livre ou não. Para tal, basta verificar se alguma das damas colocadas em uma
linha k < i é tal que ela se encontra na coluna j ou em alguma diagonal que
passa pelo ponto .i; j /. Isto é, o elemento .i; j / estará livre se SOLUÇÃO ¤ j ,
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se k C SOLUÇÃO.k/ ¤ i C j ou se k � SOLUÇÃO.k/ ¤ i � j , para todo
k D 1; : : : ; i � 1, conforme o lema seguinte.

Lema 3.10. Seja o Problema das Damas com uma solução parcial na qual já
foram corretamente alocadas as damas nas linhas 1; : : : ; i � 1. Então a posição
.i; j / está livre se e somente se, para todo k D 1; : : : ; i � 1,

(i) SOLUÇÃO.k/ ¤ j ;

(ii) k C SOLUÇÃO.k/ ¤ i C j ;

(iii) k � SOLUÇÃO.k/ ¤ i � j .

A função LIVRE.i; j / está formulado no Algoritmo 3.11.

Algoritmo 3.11 Problema das Damas - Determinação se uma dada posição é livre

função LIVRE(i; j ):
se i D 1 então retornar V

se j > n então retornar F

k  i � 1

enquanto k > 1 :
se

SOLUÇÃO.k/ D j ou
k C SOLUÇÃO.k/ D i C j ou
k � SOLUÇÃO.k/ D i � j então

retornar F

k  k � 1

retornar V

Para avaliar a complexidade do algoritmo, é necessário determinar o número
de passos envolvidos para a computação de uma certa linha i , supondo que não
haja retrocessos gerados nessa computação. Para a tentativa de colocação da dama
no elemento .i; j /, é necessário determinar se LIVRE.i; j / D V ou F , isto é, cha-
mar a função LIVRE.i; j /, que poderá consumir O.n/ passos. Como todas as co-
lunas j da linha i podem ser consideradas, o tempo total para colocar a dama da
linha i poderá alcançar até O.n2/ passos. Contudo, a quantidade de retrocessos
necessária pode ser alta, o que conduziria esse algoritmo a requerer um número
exponencial de passos. É imediato verificar que a complexidade de espaço do
algoritmo é O.n/.
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A correção dométodo se baseia na observação de que uma tentativa de solução
somente é descartada se ela contiver alguma dama em posição que não seja livre.

O algoritmo pode ser modificado, sem dificuldade, de modo a obter todas as
soluções do problema e não somente a primeira. Nesse caso, as soluções seriam
geradas em ordem lexicográfica crescente.

Um fato interessante a mencionar é o crescimento exponencial do número total
de soluções do Problema das Damas. A Tabela 3.1 apresenta as quantidades de
soluções totais e únicas (isto é, não obtidas umas das outras por operações de
rotação, simetria etc.) em tabuleiros n � n, no intervalo de 1 6 n 6 26.

n Total de Soluções Soluções Únicas
1 1 1
2 0 0
3 0 0
4 2 1
5 10 2
6 4 1
7 40 6
8 92 12
9 352 46
10 724 92
11 2.680 341
12 14.200 1.787
13 73.712 9.233
14 365.596 45.752
15 2.279.184 285.053
16 14.772.512 1.846.955
17 95.815.104 11.977.939
18 666.090.624 83.263.591
19 4.968.057.848 621.012.754
20 39.029.188.884 4.878.666.808
21 314.666.222.712 39.333.324.973
22 2.691.008.701.644 336.376.244.042
23 24.233.937.684.440 3.029.242.658.210
24 227.514.171.973.736 28.439.272.956.934
25 2.207.893.435.808.350 275.986.683.743.434
26 22.317.699.616.364.000 2.789.712.466.510.280

Tabela 3.1: Número de soluções totais e únicas para tabuleiros n � n.

Observe que das 92 soluções para n D 8, apenas 12 são únicas. Além disso,
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note que, para n D 26, o número de soluções é

22:317:699:616:364:000

enquanto que a quantidade de soluções para n D 27 ainda não foi determinada.

Em seguida, apresentamos um algoritmo randomizado de Monte Carlo para
o Problema das Damas. O algoritmo randomizado segue a estratégia básica do
algoritmo determinístico. Em cada linha i , iniciando por i D 1 e progredindo
em sequência, o algoritmo escolhe uma posição .i; j / da matriz que esteja livre,
e aloca a dama em .i; j /. A posição .i; j / é escolhida de forma aleatória, entre
todas aquelas que estejam livres na linha i . Caso não haja posição livre nessa linha,
devido ao posicionamento das i � 1 damas alocadas anteriormente, o algoritmo
de Monte Carlo termina e reporta insucesso. Assim, não há retrocesso. Ao invés
disso, o algoritmo encerra o processo sem obter uma solução.

Desta forma, o algoritmo de Monte Carlo é mais simples do que o determinís-
tico de retrocesso.

Para determinar o conjunto das posições livres de uma certa linha i , utiliza-se
a função booleana LIVRE.i; j /, formulada no algoritmo determinístico. Como no
Algoritmo 3.10 a solução, no algoritmo a seguir, quando encontrada, acha-se ar-
mazenada no vetor SOLUÇÃO. As posições livres de cada linha, identificadas por
suas colunas, são armazenadas no conjunto CANDIDATOS. A escolha aleatória
da posição .i; j /, para alocar a dama da linha i , será efetuada por sorteio dentre
os pertencentes ao conjunto CANDIDATOS.

O algoritmo consiste do procedimento DAMA-MC, o qual utiliza o procedi-
mento LIVRE.i; j /, anteriormente descrito.

O algoritmo descrito retorna uma solução, após a execução bem sucedida de
n iterações consecutivas do procedimento DAMA-MC. Em cada uma dessas itera-
ções, a complexidade de tempo é O.n2/, visto que é necessário executar o proce-
dimento LIVRE.i; j /, e as demais operações requerem tempo constante. Assim, a
complexidade de tempo consumida para a geração de uma solução é O.n3/. A
complexidade de espaço é O.n/.

Apresentaremos, em seguida, um outro algoritmo randomizado deMonte Carlo,
o qual utiliza amesma ideia de terminar a execução em caso de insucesso sem retro-
cesso. A diferença básica entre esse novo algoritmo e o anterior, é que utilizamos
uma outra maneira de determinar se a posição .i; j / do tabuleiro está livre ou não.
Não será empregada a função LIVRE.i; j /. De modo alternativo, essa informação
será obtida durante a execução do próprio algoritmo randomizado, que resultará
em um método mais eficiente.
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Algoritmo 3.12 Problema das Damas - Randomizado 1 (Monte Carlo)

função DAMA-MC(n):
para i  1; : : : ; n :

CANDIDATOS ;
para j  1; : : : ; n :

se LIVRE.i; j / então
CANDIDATOS CANDIDATOS [ fj g

se CANDIDATOS D ; então
retornar INSUCESSO

senão
Escolher arbitrariamente j 2 CANDIDATOS
SOLUÇÃO.i/ j

retornar SOLUÇÃO

Assim como no procedimento anterior, o novo método determina se
LIVRE.i; j / D V ou F , para j D 1; 2; : : : ; i , onde i é a linha corrente do ta-
buleiro. Por hipótese, todos os valores LIVRE.i; j / já foram determinados para
valores menores do que i . Contudo, para calcular se LIVRE.i; j / D V ou F , não
será necessário percorrer as linhas do tabuleiro, desde i � 1 até 1, como no proce-
dimento anterior. Apenas informações da linha i � 1 serão utilizadas.

Definimos 3 vetoresPe,Pc ,Pd booleanos, cada qual de dimensão n, descritos
a seguir:

Pe.j / D V , se há uma dama posicionada na diagonal que sobe à esquerda da
posição .i; j / do tabuleiro (isto é, nas posições .i � k; j � k/,
k D 1; 2; : : :)

Pc.j / D V , se há uma dama posicionada na coluna j do tabuleiro
Pd .j / D V , se há uma dama posicionada na diagonal que sobe à direita da

posição .i; j / do tabuleiro (isto é, nas posições .i C k; j C k/,
k D 1; 2; : : :)

O valor de cada variável acima seráF em caso contrário. Além disso, empregamos
também as variáveis booleanas P �

e , P �
c , P �

d
as quais correspondem aos valores

de Pe, Pc , Pd correspondentes à linha i � 1, imediatamente anterior à linha i .
É imediato verificar as seguintes relações entre as variáveis:

Lema 3.11. Para 1 < i < n,
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(i) j > 1 e P �
e .j � 1/ D V H) Pe.j / D V

P �
c .j / D V H) Pc.j / D V

j < n e P �
d

.j C 1/ D V H) Pd .j / D V

(ii) LIVRE.i; j / D V () (j > 1 H) P �
e .j � 1/ D F ) e

.P �
c .j / D F / e

(j < n H) P �
d

.j C 1/ D F )
A aplicação iterativa desse lema conduz ao seguinte algoritmo randomizado.

Utilizamos novamente o vetor CANDIDATOS para representar os índices das co-
lunas livres para posicionar a dama da linha i .

Algoritmo 3.13 Problema das Damas - Randomizado 2 (Monte Carlo)

função DAMA-MC2(n):
para j  1; : : : ; n :

Pe.j /; Pc.j /; Pd .j / F

para i  1; : : : ; n :
se i > 1 então

P �
e .1::n/ Pe.1::n/

P �
c .1::n/ Pc.1::n/

P �
d

.1::n/ Pd .1::n/

para j  1; : : : ; n :
se j > 1 então Pe.j / P �

e .j � 1/

Pc.j / P �
c .j /

se j < n então Pd .j / P �
d

.j C 1/

CANDIDATOS fj j 1 6 j 6 n e Pe.j / D Pc.j / D Pd .j / D F g

se CANDIDATOS D ; então
retornar INSUCESSO

senão
Escolher arbitrariamente j 2 CANDIDATOS
SOLUÇÃO.i/ j

Pe.j /; Pc.j /; Pd .j / V

retornar SOLUÇÃO

Assim como no algoritmo randomizado anterior, o Algoritmo 3.13 retorna uma
solução após realizar n iterações do bloco i D 1; 2; : : : ; n. Cada iteração requer
�.n/ passos. Logo, no caso de sucesso, a complexidade para obter a solução é
O.n2/. É também imediato constatar que o espaço necessário é O.n/.
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As seguintes questões são primordiais para avaliação do Algoritmo 3.13:

1. Qual é a probabilidade de sucesso?

2. Qual é a quantidade esperada de insucessos até ocorrer um sucesso?

A ideia é determinar a probabilidade por meio de um algoritmo que percorre
a trajetória do algoritmo randomizado que se deseja avaliar e possa computar a
quantidade de terminações bem sucedidas do algoritmo, em relação ao total de
tentativas. O algoritmo do cálculo utiliza o procedimento

DAMA-PROB.i; prob/

o qual determina a probabilidade do algoritmo de Monte Carlo de gerar uma solu-
ção parcial, com damas colocadas em posições específicas nas linhas 1; 2; : : : ; i�1.
O parâmetro prob corresponde à probabilidade de geração dessa solução parcial.
Essas posições específicas correspondem a escolhas aleatórias realizadas pelo algo-
ritmo, uma para cada linha 1; 2; : : : ; i � 1. Para o cálculo da probabilidade devem
ser consideradas as trajetórias resultantes de cada escolha j 2 CANDIDATOS
durante o algoritmo, e não somente uma escolha específica, como no algoritmo
randomizado. Assim, a chamada da função DAMA-PROB.nC1; prob/ corresponde
à situação em que n damas foram colocadas em posições específicas e prob cor-
responde à probabilidade de que o algoritmo randomizado encontre tal solução.
Por outro lado, a probabilidade p de que o algoritmo randomizado termine com
sucesso é a soma dos valores de prob em chamadas DAMA-PROB.nC1; prob/ sobre
todas as possíveis configurações de damas nas n linhas.

Será determinado pelo Algoritmo 3.14 a probabilidade p do Algoritmo 3.13
terminar com sucesso. O cálculo para o Algoritmo 3.12 é similar.

O número de passos efetuados pelo Algoritmo 3.14 é elevado para valores mo-
derados de n, pois o algoritmo percorre todas as possíveis soluções. Na realidade,
para cada linha i , o algoritmo considera todos os valores possíveis de coluna j que
podem conduzir efetivamente a uma solução, isto é, valores de j para os quais a
colocação de uma dama na posição .i; j / não conflita com as damas já posiciona-
das nas linhas 1; 2; : : : ; i�1. Os demais valores de j são desprezados e não afetam
o cálculo da probabilidade de sucesso p. Vale ainda ressalvar que a complexidade
de espaço permanece O.n/.

A Tabela 3.2 apresenta os resultados obtidos da execução do Algoritmo 3.14
para calcular a probabilidade de sucesso do algoritmo randomizado para n no inter-
valo 1 6 n 6 14. Observe que, para n D 8, a probabilidade de sucesso é� 0;129.
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Algoritmo 3.14 Problema das Damas - Cálculo da Probabilidade de Sucesso

função DAMA-CALC-PROB(n):
p  0

DAMA-PROB.1; 1/

retornar p

procedimento DAMA-PROB(i , prob):
se i D nC 1 então

p  p C prob
senão

se i D 1 então
Pe.1::n/; Pc.1::n/; Pd .1::n/ 0

senão
P �

e .1::n/ Pe.1::n/; P �
c .1::n/ Pc.1::n/

P �
d

.1::n/ Pd .1::n/

para j  1; : : : ; n :
se j > 1 então Pe.j / P �

e .j � 1/

Pc.j / P �
c .j /

se j < n então Pd .j / P �
d

.j C 1/

CANDIDATOS fj j 1 6 j 6 n e Pe.j / D Pc.j / D Pd .j / D 0g

para todo j 2 CANDIDATOS :
Pe.j /; Pc.j /; Pd .j / i

DAMA-PROB.i C 1, prob=jCANDIDATOSj/
Pe.j /; Pc.j /; Pd .j / 0

Pe.1::n/ P �
e .1::n/; Pc.1::n/ P �

c .1::n/; Pd .1::n/ P �
d

.1::n/

se i > 2 então
para j  1; : : : ; n :

se j > 1 então
se Pe.j / < i � 1 então P �

e .j � 1/ Pe.j /

senão P �
e .j � 1/ 0

se Pc.j / < i � 1 então P �
c .j / Pc.j /

senão P �
c .j / 0

se j < n então
se Pd .j / < i � 1 então P �

d
.j C 1/ Pd .j /

senão P �
d

.j C 1/ 0
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n p

1 1,0
2 0,0
3 0,0
4 0.5
5 0.766666666667
6 0.0694444444444
7 0.249404761905
8 0.129340277778
9 0.130398631932
10 0.0606935074956
11 0.0464757725931
12 0.0465268522376
13 0.0423639236737
14 0.0333462588317

Tabela 3.2: Probabilidade p de sucesso do algoritmo randomizado.

A segunda questão proposta é determinar o número esperado de insucessos do
algoritmo randomizado até obter uma solução para o Problema das Damas. Isto
é, o valor esperado do número de vezes que o Algoritmo 3.13 deve ser executado
até gerar uma solução.

Para responder a essa questão, utilizamos a variável aleatória geométrica. Seja
X o número de experimentos realizados até a ocorrência do primeiro sucesso. Sa-
bemos que a probabilidade de sucesso de um dos experimentos é p. O objetivo é
determinar o valor esperado EŒX� de X . Relembramos do Capítulo 2 que

EŒX� D
1

p

Assim, por exemplo, para n D 8, o número esperado de execuções do algoritmo
randomizado é � 1=0;129 � 7;752. Isto é, o algoritmo randomizado encontra
uma solução por volta da sua 8.a execução.

Note que, para n D 14, a probabilidade de sucesso decresce para � 0:03,
que não caracteriza ainda um problema do ponto de vista prático. Nesse caso, o
algoritmo randomizado precisaria de apenas cerca de 34 tentativas até obter um
sucesso. Naturalmente surge o interesse de consultar os valores de probabilidade
para valores a partir de n D 15, para verificar como decresce a probabilidade de
sucesso em função de n. O tempo de processamento para a computação dessa
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n Tentativas até Sucesso Damas Colocadas Tempo Total
8 43 113 0 ms
10 36 102 0 ms
15 480 1359 0 ms
20 72080 199635 144 ms
25 17475 48683 47 ms
30 20275056 56429619 79 s
31 4753166 13186250 19 s
32 31384064 87491425 134 s
33 50704900 139956636 3,86 min
34 826337184 2294605284 1,10 h
35 84888759 235549574 7,133 min
36 8819731671 24531506344 12,97 h
37 364744428 1013013193 33,69 min
38 5724305437 15943342686 9,21 h
39 4091498103 11402835414 6,87 h

Tabela 3.3: Algoritmo de Retrocesso.

probabilidade, no entanto, começa a crescer rapidamente, inviabilizando a tarefa
de tabular tais resultados. Isso decorre da natureza do algoritmo de retrocesso, para
tal cálculo. Assim, as Tabelas 3.3 e 3.4 ilustram, para diversos valores no intervalo
1 6 n 6 1000, o número de tentativas necessárias, obtidas empiricamente, até se
obter uma solução do problema pelos algoritmos de Retrocesso e de Monte Carlo,
respectivamente.

3.5 Conversões entre os algoritmos Las Vegas e Monte
Carlo

De um modo geral, é possível transformar um algoritmo de Las Vegas para um
certo problema em um algoritmo de Monte Carlo destinado ao mesmo problema,
e vice-versa. Isto é, pode-se também transformar um algoritmo de Monte Carlo
em Las Vegas. Contudo, no primeiro caso, a determinação da probabilidade de
correção do algoritmo deMonte Carlo obtido pode não ser satisfatória. Igualmente,
o valor esperado do tempo de execução do algoritmo de Monte Carlo, construído
a partir do algoritmo de Las Vegas, pode ser excessivo.

Uma ideia geral para transformar um algoritmo de Las Vegas emMonte Carlo
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n Tentativas até Sucesso Damas Colocadas Tempo Total
8 7 49 0,01 ms
20 46 755 0,48 ms
30 91 2285 2,71 ms
50 189 8258 22,52 ms
100 525 47873 0,43 s
200 1504 284344 9,16 s
500 3460 1683633 4,97 min
750 3488 2566623 17,46 min
1000 5317 5237068 1,07 h

Tabela 3.4: Algoritmo de Monte Carlo (média de 1000 experimentos por valor de
n).

é estabelecer um tempo máximo limite para a sua execução. Se o algoritmo termi-
nar dentro do limite estabelecido, ele obterá a resposta correta. Caso contrário, a
computação será interrompida, ultrapassado o limite, e o algoritmo deve reportar
insucesso.

Mais formalmente, considere queL seja um algoritmo de Las Vegas de decisão
com tempo esperado EŒX� D t , onde X é a variável aleatória correspondendo ao
número de passos que o algoritmo requer. Seja M o algoritmo de Monte Carlo
com garantia no “sim” obtido a partir de L conforme o Algoritmo 3.15. Nele, o
algoritmo L é executado por, no máximo, t=� � 1 passos para alguma constante
0 < � < 1.

Algoritmo 3.15 Conversão Las Vegas em Monte Carlo

funçãoM(n):
R L.n/ (interromper após o limite de t=� � 1 passos)
se L.n/ foi interrompido então

retornar “não”
senão

retornar R

Aprobabilidade de erro do algoritmoM deMonte Carlo está limitada aP.X >
t=�/ pois, se X < t=�, o algoritmo fornece a resposta correta, que é aquela de L.
Tal probabilidade pode ser limitada usando-se a desigualdade de Markov (Teore-
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ma 2.23), como a seguir:

P.X > t=�/ 6
EŒX�

t=�
D

t

t=�
D �

Assim, a probabilidade de erro do algoritmoM é 6 �.
Reciprocamente, uma técnica para transformar um algoritmo de Monte Carlo

em Las Vegas é aquela já utilizada no presente capítulo. Isto é, repetir a execu-
ção do algoritmo, para um número arbitrário de vezes, até que um sucesso ocorra.
Detalharemos a ideia em seguida.

SejaM um algoritmo de Monte Carlo que produz uma saída correta com pro-
babilidade p. Suponha ainda que exista um algoritmo VERIFICA-SOLUÇÃO que cer-
tifica se uma solução fornecida pelo algoritmo de Monte Carlo é, de fato, correta.
Seja L o algoritmo de Las Vegas obtido a partir deM conforme o Algoritmo 3.16.

Algoritmo 3.16 Conversão Monte Carlo em Las Vegas

função L(n):
repetir

R M.n/

até que VERIFICA-SOLUÇÃO.R/

retornar R

Sejam T .n/ e t.n/, respectivamente, as complexidades de tempo dos algorit-
mos M e VERIFICA-SOLUÇÃO. Além disso, seja X a variável aleatória que repre-
senta o número de iterações do Algoritmo 3.16. Claramente, X é uma variável
aleatória geométrica com parâmetro p. Assim, temos que o número esperado de
iterações é de

EŒX� D
1

p

Em cada iteração, o número de passos gastos é de T .n/C t .n/. Assim, o tempo
esperado de L é dado por .T .n/C t .n//=p.

3.6 Exercícios

3.1 Dados três polinômios,F.x/,G.x/ eH.x/ escrever um algoritmo deMonte
Carlo de erro unilateral para determinar se F.x/G.x/ D H.x/. Determinar
a sua complexidade, bem como a sua probabilidade de erro.
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3.2 Dada uma expressão booleana E, na forma normal conjuntiva, com n cláu-
sulas, o problema MAX-SAT consiste em determinar o número máximo
de cláusulas de E que podem assumir o valor verdadeiro, dentre todas as
atribuições possíveis das variáveis de E. Escrever um algoritmo de Monte
Carlo para resolver o problema, de modo que o valor esperado do número
máximo fornecido pelo algoritmo seja, pelo menos, a metade do valor má-
ximo obtido, isto é, obtido por um algoritmo exato.

3.3 Descrever um algoritmo determinístico para resolver o problema do Exem-
plo 3.2 (elemento majoritário), e determinar a sua complexidade.

3.4 Seja Cn um ciclo de n vértices, n > 3. Determinar a probabilidade de que
o Algoritmo 3.3, para a determinação do tamanho do corte mínimo de um
grafo, obtenha a resposta correta.

3.5 Determinar a probabilidade de que o Algoritmo 3.12 encontre a solução
correta do Problema das Damas em um tabuleiro n � n.

3.6 Elabore dois algoritmos para, dado um valor de n, calcular a probabilidade
do Algoritmo 3.12 encontrar a solução correta em um tabuleiro n � n. Na
elaboração de cada algoritmo, utilize as respectivas ideias:

(i) utilizar técnica análoga àquela empregada no Algoritmo 3.14;
(ii) conduzir execuções do Algoritmo 3.12 e, para cada uma, anotar se a

execução foi bem-sucedida.

3.7 Uma super-dama em um tabuleiro n�n possui os movimentos de uma dama,
do Problema das Damas, como também os movimentos do cavalo, do jogo
de xadrez. Isto é, se uma super-dama está colocada na posição .i; j / do
tabuleiro, além das posições alcançadas pela dama convencional, a super-
dama também alcança as posições do tabuleiro satisfazendo

.i ˙ 2; j ˙ 1/ e .i ˙ 1; j ˙ 2/

Em particular, qual é o menor valor de n para o qual existe solução? E para
n D 8?

3.8 O problema das Damas Dominantes consiste em determinar o menor nú-
mero de damas, em um tabuleiro n � n, tal que todas as posições .i; j / do
tabuleiro estejam dominadas, isto é, podem ser alcançadas por uma dama.
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Determine o menor número de damas necessárias para que esta condição
se verifique. Em particular, quantas damas são necessárias para resolver o
problema em um tabuleiro 8 � 8?

3.9 Provar ou dar contraexemplo:
O número de damas necessárias para resolver o Problema das Damas Domi-
nantes em um tabuleiro n � n é > dn=2e.

3.10 O problema das Damas Agressivas consiste em determinar o maior número
de damas que podem ser posicionadas em um tabuleiro n� n, de modo que
qualquer dama possa atacar todas as demais. Em particular, qual o valor
para n D 8?

3.11 Provar ou dar contraexemplo:
O número de damas em uma solução do Problema das Damas Agressivas se
mantém inalterado a partir de certo valor fixo de n.

3.7 Notas Bibliográficas

Os livros de Mitzenmacher e Upfal (2005) e o de Rajeev e Prabhakar (1995) são
conhecidos e indicados para a área de algoritmos randomizados. Entre os traba-
lhos pioneiros de algoritmos randomizados, podemos mencionar os de Berlekamp
(1970), Rabin (1976), Gill (1977) e o de Solovay e Strassen (1977). Um artigo que
descreve os principais resultados sobre algoritmos randomizados, até então, foi pu-
blicado por Karp (1991). Um dos trabalhos considerados pioneiros em algoritmos
de Monte Carlo é devido a Curtiss (1953). Deve ser também mencionado o traba-
lho de Metropolis e Ulam (1949). Um artigo histórico sobre o método de Monte
Carlo é o de Metropolis (1987). Os textos em língua portuguesa acerca de algorit-
mos randomizados, até o momento, são de Figueiredo et al. (2007) e de Martinhon
(2002). O trabalho pioneiro em algoritmos de Las Vegas é o de Babai (1979). O
método do Quicksort é devido ao Hoare (1962). O algoritmo de corte mínimo é
de Karger (1993). Uma versão mais eficiente desse algoritmo é devida a Karger
e Stein (1996). O teste de primalidade de Miller–Rabin foi inicialmente proposto
por Miller (1976) e posteriormente modificado por Rabin (1980). O Problema
das Damas tem sido alvo de interesse desde o século XVIII. Inclusive, Gauss tra-
balhou na questão da determinação de todas as soluções para o caso de n D 8,
veja (Campbell 1977). Um método de busca local, capaz de produzir soluções
para grandes valores de n, é o do artigo de Sosic e Gu (1994). Outros trabalhos so-



98 3. Algoritmos Randomizados

bre o problema, desses mesmos autores, incluem (Sosic e Gu 1990) e (Sosic e Gu
1991). Kalé (1990) desenvolveu uma heurística para resolver o problema. Veja
também os artigos de Falkowski e Schmitz (1986) e Reichling (1987). Hoffman,
Loessi e R. C. Moore (1969) apresentam uma solução particular para o problema,
com complexidade linear. Se forem posicionadas n0 < n damas nos tabuleiros
n� n, e a questão consistir em decidir se existe uma solução para o problema das
n damas, com as n0 fixas nas posições originais dadas, então o problema se torna
NP-Completo, veja (Gent, Jefferson e Nightingale 2018). O problema da geração
de números aleatórios é fundamental para algoritmos randomizados, além de ou-
tras questões, envolvendo probabilidades. O livro de Knuth (1997b) é a referência
clássica sobre a questão.



4 Análise
Probabilística
de Algoritmos

4.1 Introdução

Neste capítulo, é estudada a análise probabilística de algoritmos. Este estudo
é essencial para entender o comportamento de algoritmos que têm o pior caso
muito ruim, mas com desempenho prático notável. É também importante para a
compreensão da complexidade relativa a partes específicas de alguns algoritmos.

O capítulo se inicia com o conceito formal de complexidade de caso médio.
Em seguida são apresentadas as análises probabilísticas relativas à complexidade
de caso médio para o tratamento de várias estruturas de dados básicas, incluindo
Busca Sequencial e Busca Binária em vetores, operações em Tabelas de Dispersão
e Árvores Binárias de Busca. É também feita a análise probabilística do Quicksort.
Na segunda parte do capítulo, são desenvolvidas análises probabilísticas para as-
pectos distintos do tempo de execução envolvidos em dois problemas. A primeira
análise, relacionada a um problema introduzido sob o nome de portal de preços,
visa a determinar o númeromédio de execuções apenas das partes do algoritmo que
envolvem atualizações de dados. A segunda análise está relacionada ao problema
clássico de determinar o número de envelopes a serem comprados para completar
um álbum de figurinhas, conhecido como o Problema do Colecionador de Figuri-
nhas.
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4.2 Limitações da análise de pior caso

Tradicionalmente, analisa-se um algoritmo considerando seu pior caso. Esse en-
foque conduziu a resultados primordiais na computação. Em alguns casos, como,
por exemplo, o de algoritmos para situações sensíveis, tais como o controle de um
voo, é a única abordagem possível.

Entretanto, há um certo número de problemas e algoritmos para os quais a
análise de pior caso não é uma abordagem prática ou útil. Um dos exemplos é
o método simplex para programação linear, cuja complexidade de tempo de pior
caso é exponencial, mas que, em termos práticos, obtém resultados quase lineares.
Outro exemplo de destaque é o Quicksort, conforme apresentado no Capítulo 3,
cuja complexidade de pior caso éO.n2/, sendo, na prática, usualmente o algoritmo
utilizado, por ser, tipicamente de execução muito rápida, superando os algoritmos
de complexidade de pior caso O.n logn/.

Tais situações podem ser explicadas pelo fato de que entradas “ruins” são de
ocorrência rara. Os bons resultados, quando existentes, são evidenciados pelo
estudo da complexidade “típica” do algoritmo, ou seja, a complexidade de caso
médio.

Podemos também utilizar a teoria de probabilidades para analisar outros as-
pectos de algoritmos que não os tempos de execução. Podemos nos focar apenas
na contagem da execução de certas operações básicas realizadas no algoritmo que
podem estar associadas a custos específicos. Essas análises são análogas às de
caso médio.

4.3 Análises probabilísticas de caso médio

Definindo formalmente, consideremos que uma variável aleatória X possa assu-
mir os valores fa1; a2; : : : ; amg, associados aos diferentes tempos de execução de
cada entrada possível. A complexidade de tempo de caso médio é dada pelo valor
esperado:

EŒX� D

mX
iD1

ai P.X D ai /

onde P.X D ai / é a probabilidade de X assumir o valor ai .
A seguir, apresentaremos vários exemplos desse enfoque, iniciando com algo-

ritmos para tratamento de estruturas de dados básicas.
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4.3.1 Problema: Busca Linear em um vetor com elementos distintos
Seja V um vetor contendo n elementos distintos, sem qualquer organização. O
Algoritmo 4.1 mostra uma Busca Linear otimizada nesse vetor.

Algoritmo 4.1 Busca linear em vetor com n elementos distintos
função BUSCA(c):

V ŒnC 1� c

k  1

enquanto V Œk� ¤ c :
k  k C 1

retornar k

Dados: Vetor V com jV j D n, chave x

t  BUSCA.x/

Observe que o algoritmo utiliza a ideia de colocar o elemento buscado na posi-
ção nC1. Dessa forma, quando se for buscar um elemento pertencente ao vetor, o
retorno da busca será um número no intervalo 1 a n. Em caso contrário, o retorno
será nC 1.

Neste exemplo, mediremos o tempo de execução de forma indireta, conside-
rando a quantidade de vezes que o loop enquanto é executado, que corresponde
às comparações de elementos de V com a chave procurada c. Para as chaves V Œ1�

a V Œn�, esses números de comparações são, respectivamente, 1 a n. Para as chaves
que não estão em V , o número de comparações é nC1. Para o cálculo da comple-
xidade média, temos que supor uma distribuição de probabilidades. Vamos supor
que a probabilidade do elemento buscado se encontrar no vetor seja igual a q. Con-
sequentemente, a probabilidade de que a chave buscada não esteja no vetor é 1�q.
Além disso, é razoável supor que as chaves do vetor sejam buscadas de maneira
uniforme e, portanto, a probabilidade de que determinada chave seja buscada é
igual a q=n. Então, temos:

EŒX� D

nX
iD1

iq

n
C .nC 1/.1 � q/ D

.nC 1/.2 � q/

2

Essa expressão mostra que, quando q D 1, ou seja, num processo em que só
se buscam chaves que estão no vetor, EŒX� D .nC 1/=2, o que significa que, em
média, o argumento de busca tem que ser comparado com metade do vetor, para
ser encontrado. Já se q D 0, ou seja, se todas as buscas referem-se a elementos que
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não fazem parte do vetor, temos EŒX� D n C 1. Isso significa que o argumento
de pesquisa tem que ser comparado com todo o vetor, para se concluir que houve
falha na busca.

4.3.2 Problema: Busca Binária em um vetor ordenado com elemen-
tos distintos

Seja V um vetor contendo n elementos distintos, ordenado. O Algoritmo 4.2 mos-
tra uma Busca Binária nesse vetor.

Algoritmo 4.2 Pesquisa binária em vetor ordenado com n elementos distintos
função BUSCA(c):

i  1I j  nI k  0I

enquanto i 6 j :
m b.i C j /=2cI k  k C 2I

se V Œm� D c então
retornar k � 1

se V Œm� < c então
i  mC 1

senão
j  m � 1

retornar k

Dados: Vetor V com jV j D n, chave x

t  BUSCA.x/

Nesse caso, também contaremos o número de comparações das chaves do ve-
tor com o argumento de pesquisa c, ao invés de tempo de execução, pois eles se
relacionam diretamente, como já vimos em outras situações. A variável k conta
essas comparações. Enquanto a chave não é encontrada, cada execução do loop
enquanto conta duas comparações e, quando a chave é encontrada, apenas uma.

Inicialmente, vamos considerar que o processo de busca é tal que somente são
buscadas chaves que estejam presentes no vetor. Temos n eventos diferentes, cada
um correspondendo à busca de uma das chaves do vetor, com probabilidade 1=n.
A identificação da quantidade de comparações na busca de cada chave será feita
com a utilização de uma árvore binária de busca especial, que denominaremos Ár-
vore deDecisão da Busca Binária, Td .n/, que ilustra o processo de comparação. A
construção de Td .n/ pode ser feita por um processo recursivo espelhado no Algo-
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Figura 4.1: Árvore de Decisão da Busca Binária para n D 12

ritmo 4.3 cuja ideia é a seguinte: a cada chamada recursiva da função CRIAT, que
recebe um intervalo Œe; d � de índices do vetor V , é criado um nó onde é colocada
a chave central desse intervalo, digamos, da posição m. Então recursivamente é
criada a subárvore esquerda para o intervalo Œe; m � 1� e a subárvore direita para
o intervalo Œm C 1; d �. O problema trivial é quando o intervalo recebido é nulo,
situação em que nada é feito. A chamada inicial passa o intervalo correspondente
a todo o vetor. O percurso de busca nessa Árvore Binária de Busca claramente
corresponde ao processo da busca binária em um vetor.

Algoritmo 4.3 Criação da Árvore de decisão da pesquisa binária
função CRIAT(e; d; p):

se d > e então
s  novo nóI k  b.e C d/=2cI s:c  V Œk�I p  sI

CRIAT.e; k � 1; s:l/

CRIAT.k C 1; d; s:r/

Dados: Vetor V com jV j D n, árvore Td

CRIAT.1; n; Td /

A Figura 4.1 mostra um exemplo da árvore de decisão da pesquisa binária para
n D 12, supondo que os valores do vetor sejam os inteiros de 1 a 12.

Podemos ver, por exemplo, que a chave 6 é encontrada com 1 comparação,
enquanto que as chaves 3 e 9 com 3, ou seja, para encontrarmos o número de
comparações para a busca de cada chave, tomamos o dobro do seu nível na árvore
e subtraímos 1. Nesse exemplo, a probabilidade de busca de cada chave é 1=12, e
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temos:

EŒX� D
5C 7C 3C 5C 7C 1C 5C 7C 3C 7C 5C 7

12
D

62

12

O teorema a seguir caracteriza a propriedade básica de Td .n/ ser completa,
isto é, suas subárvores nulas estão todas ou no penúltimo ou no último nível da
árvore. Além disso, sabe-se que uma árvore binária completa com n nós tem altura
h D blog2 nc C 1.

Teorema 4.1. AÁrvore deDecisão da Busca Binária, Td .n/, é uma árvore binária
completa.

Demonstração. A prova é por indução em n. Para n D 1; 2; 3 a propriedade é fa-
cilmente verificada. Suponhamos n > 3. Pela hipótese de indução, as subárvores
esquerda e direita de Td .n/ são completas, contendo, respectivamente dn=2e � 1

nós e bn=2c nós. Suas alturas respectivas são he D blog2.dn=2e�1/cC1 e hd D

blog2bn=2ccC1. Quando n não é potência de 2, satisfaz a 2kC1 6 n 6 2kC1�1,
k inteiro. Temos 2k�1 6 dn=2e � 1; bn=2c < 2k . Portanto, he D hd D k e
Td .n/ é completa. Se n é da forma n D 2k , k inteiro, dn=2e � 1 D 2k�1 � 1 e
bn=2c D 2k�1. Aqui, temos he D k � 1 e hd D k, ou seja, alturas diferentes.
Mas, nesse caso, a subárvore da esquerda é cheia e todas suas subárvores nulas
estão no último nível. Consequentemente, as subárvores nulas de Td .n/ estarão
nos seus dois últimos níveis, sendo Td .n/ também completa.

Como consequência, a Árvore de Decisão da Busca Binária, Td .n/, tem as
propriedades dadas pelo seguinte corolário.

Corolário 4.2. Seja Td .n/ uma árvore de decisão da pesquisa binária em um
vetor com n elementos. Então:

• A altura de Td .n/ é h D blog2 nc C 1,

• O número de nós do nível i é 2i�1se esse não for o último nível,

• O número de nós do último nível é n � .2h�1 � 1/.

Podemos, agora, calcular o número médio de comparações, para n qualquer,
em um processo de Busca Binária, onde os argumentos de busca são sempre valo-
res presentes no vetor. Seja X a variável aleatória que está associada ao número
de comparações na busca bem-sucedida dos elementos de V . O número médio de
comparações é dado por:
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EŒX� D

0@h�1X
iD1

.2i � 1/2i�1
C .2h � 1/.n � .2h�1

� 1//

1A 1

n

D

0@h�1X
iD1

i2i
�

h�1X
iD1

2i�1
C 2hn � h2h

C 2h � nC 2h�1
� 1

1A 1

n

D

0@h�1X
iD1

h�1X
j Di

2i
�

h�1X
iD1

2i�1
C 2hn � h2h

C 2h � nC 2h�1
� 1

1A 1

n

D .h2h
� 2hC1

C 2 � 2h�1
C 1C 2hn � h2h

C 2h � nC 2h�1
� 1/

1

n

D .�2hC1
C 2C 2hnC 2h � n/

1

n

D 2h � 1 �
.2hC1 � 2h � 2/

n

� 2 log2 n

pois

2hC1
D 2blog2 ncC2

D 4.2blog2 nc/ 6 4n)
.2hC1 � 2h � 2/

n
< 4

Portanto, no processo de Busca Binária considerado, o número de compara-
ções para a busca de uma chave é aproximadamente o dobro de log2 n, que é
próximo ao de uma busca de pior caso, ou seja, quando a chave procurada estiver
em uma posição correspondente a uma folha da árvore mostrada.

Pode ser visto, de forma semelhante à descrita, que, em um processo onde
todas as chaves não estão no vetor, o resultado é análogo.

4.3.3 Problema: Tabela de Dispersão com tratamento de colisões por
Encadeamento Exterior

Um problema clássico de buscas é o de armazenar, para posterior localização, um
conjunto de elementos, cada um identificado por uma chave. Considere U o con-
junto de todas as possíveis chaves de interesse. Uma das soluções para esse pro-
blema é o uso de Tabelas de Dispersão.
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Par criar uma Tabela de Dispersão, utilizamos um vetor V , de tamanho m e
uma função de dispersão h.x/, que transforma cada chave x 2 U em um ende-
reço na faixa 0 : : : m � 1. Essa função atua de maneira uniforme nessa faixa de
endereços, isto é, a probabilidade de cada chave x ser associada a cada um dos
m endereços é 1=m. Nesse exemplo, supomos que o tratamento de colisões é por
encadeamento exterior, significando que, para cada posição r do vetor V , é criada
uma lista encadeada Lr onde são colocadas as chaves ci para as quais h.ci / D r .
As chaves de uma mesma lista encadeada são usualmente chamadas de sinônimos.
Vamos supor que foram inseridas n chaves e que, na inserção de cada chave, ela
foi colocada na última posição da sua lista respectiva. O Algoritmo 4.4 ilustra o
processo de busca e inserção em uma Tabela de Dispersão, com Encadeamento
Exterior. O vetor T contém ponteiros para listas encadeadas, cujo nó contém duas
variáveis: chave e prox, um ponteiro da lista encadeada. A função BUSCAINSERÇÃO
retorna a quantidade de nós examinados na lista durante a busca de uma chave x.

Algoritmo 4.4 Busca em Tabela de Dispersão com Encadeamento Exterior
função BUSCA(c):

p  T Œh.c/�I k  0I

enquanto p ¤ nulo e p:chave ¤ c :
p  p:prox
k  k C 1

retornar k

Dados: Tabela de Dispersão T com m ponteiros para listas encadeadas Lr

t  BUSCA.x/

Definimos como fator de carga a razão ˛ D n=m. Tanto no processo de
inserção quanto no de busca de uma chave ci , primeiramente calcula-se h.ci / e,
em seguida, percorre-se a lista encadeada correspondente, para inserir ou procurar
a chave.

Nesse exemplo, vamos considerar dois problemas:

1. qual o número médio de comparações de chaves em um processo de busca
onde todas as chaves da busca não estão na tabela,

2. qual o número médio de comparações de chaves em um processo de busca
onde todas as chaves da busca estão na tabela.

A Figura 4.2 mostra um exemplo de uma Tabela de Dispersão com Encadea-
mento Exterior, com n D 7; m D 8, função de espalhamento h.c/ D c mod 8 e
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um conjunto de chaves U D f56; 34; 2; 66; 45; 31; 15g.

Figura 4.2: Tabela de Dispersão para n D 7; m D 8, com Encadeamento Exterior.

Consideremos a solução do primeiro problema para o exemplo, no qual bus-
camos chaves que não estão na tabela. Neste caso, consideremos 8 eventos, um
para cada posição do vetor, com probabilidade uniforme de 1=8. Para cada uma
dessas buscas, temos que comparar a chave buscada com todos os elementos da
lista encadeada respectiva. O número esperado de comparações será, então,

C D
1C 0C 3C 0C 0C 1C 0C 2

8
D

7

8

Já para a solução do segundo problema, ou seja, buscas de elementos que estão
na tabela, consideremos apenas 7 eventos, um para cada uma das chaves, cada
um com probabilidade de 1=7. Observe que a busca de uma chave que esteja na
posição j de sua lista respectiva requer j comparações. Portanto, o valor esperado
do número de comparações é:

C D
1C 2C 3C 1C 1C 2

7
D

10

7

As generalizações desses casos particulares, que constituem a solução para os pro-
blemas 1 e 2, são dadas nos próximos teoremas.
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Teorema 4.3. Numa Tabela de Dispersão com função de dispersão uniforme e
encadeamento exterior, o número médio de comparações efetuadas numa busca
sem sucesso é igual a ˛.

Demonstração. O número de listas encadeadas que podem ser buscadas é m, cor-
respondendo ao tamanho do vetor. Como supomos probabilidades uniformes, a
probabilidade da busca em uma determinada lista é 1=m. Seja Lr a lista encade-
ada relativa à posição r . A busca mal sucedida relativa a essa posição compara a
chave buscada com cada um dos elementos de Lr . Portanto, temos:

EŒX� D

m�1X
rD0

jLr j
1

m

Como
Pm�1

rD0 jLr j D n, segue-se que

EŒX� D
n

m
D ˛

Teorema 4.4. Numa Tabela de Dispersão com função de dispersão uniforme e
encadeamento exterior, o número médio de comparações efetuadas numa busca
com sucesso é igual a

1C
˛

2
�

˛

2n

Demonstração. Sejam as chaves c1; : : : ; cn presentes na Tabela de Dispersão. Te-
mos, por hipótese, que a probabilidade de uma chave estar na listaLr éP.h.ci / D

r/ D 1=m, 0 6 r < m. Dadas as chaves ci e cj , então a probabilidade de que
ambas estejam na mesma lista Lr P.h.ci / D r e h.cj / D r/ D 1=m2. Represen-
temos por Xi;j , 1 6 i < j 6 n o indicador do evento em que as chaves ci e cj

estão na mesma lista. Temos:

Xi;j D

�
1; se ci ; cj estão na mesma lista de sinônimos
0; caso contrário

A esperança para esse evento, ou seja, duas chaves estarem em uma mesma lista
de sinônimos é

EŒXi;j � D

m�1X
rD0

1

m2
D

1

m
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Sem perda de generalidade, consideremos que a chave ci foi inserida antes da cj

e que cada chave, ao ser inserida, irá para o final de sua lista de sinônimos.
O número esperado de comparações, na busca de uma chave ci , é dado pelo

número esperado de chaves ck; k < i , que foram incluídas na mesma lista de ci

mais 1, correspondendo à comparação com a própria chave. Dessa forma, para
encontrar o número esperado de comparações durante a busca de todas as chaves,
tomamos a média sobre as buscas dessas chaves. Portanto, o número de compara-
ções esperado na busca bem-sucedida é dado por:

E

24 nX
iD1

0@1C

i�1X
j D1

Xi;j

1A1

n

35
D

nX
iD1

0@1C

i�1X
j D1

EŒXi;j �

1A1

n
D

nX
iD1

0@1C

i�1X
j D1

1

m

1A1

n

D

nX
iD1

1

n
C

nX
iD1

i�1X
j D1

1

mn
D 1C

nX
iD1

i � 1

mn

D 1C
n2 � n

2mn
D 1C

n

2m
�

n

2mn

D 1C
˛

2
�

˛

2n

Observe que, se tivermos n D O.m/, tanto a busca sem sucesso quanto a busca
bem-sucedida são realizadas em média, em O.1/, ou seja, em tempo constante.

4.3.4 Quicksort
Quando foi apresentado o algoritmo do Quicksort, no Capítulo 3, mostraram-se as
análises das complexidades de tempo de pior e melhor caso. Essas complexidades
são O.n2/ e O.n logn/, respectivamente. Agora, apresentaremos a análise do
comportamento “típico” do algoritmo, ou seja, a complexidade de caso médio. Tal
como antes, consideremos comomedida o número de comparações de chaves feito
durante a ordenação. Em outras palavras, queremos encontrar o número esperado
de comparações para a ordenação de um vetor com n elementos, dispostos de
forma randômica.
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Seja Xn a variável randômica associada ao número de comparações feitas na
ordenação de um vetor com n elementos pelo Quicksort. As comparações são to-
das efetuadas no procedimento PARTIÇÃO, chamado pelo QUICKSORT. Claramente,
X0 D 0 eX1 D 0, pois correspondem aos subproblemas triviais e o procedimento
QUICKSORT nada faz, nesses casos. Devemos calcular EŒXn� para todo n > 2.
Seja Ln o número de comparações na chamada recursiva da ordenação do lado
esquerdo da partição e Rn o número relativo do lado direito. Portanto, Xn é igual
ao número de comparações para fazer a partição, somado aos valores Ln e Rn,
n > 2. É fácil verificar que, quando n > 2, o procedimento PARTIÇÃO efetua n� 1

comparações entre chaves, pois compara o pivô com as demais chaves.
Para calcularmos o valor esperado deLn ouRn, temos que considerar que cada

lado da partição do vetor pode ter tamanho de 0 a n� 1. Observe que, quando um
lado da partição tem tamanho i , o outro tem tamanho n� 1� i . Podemos assumir
que cada uma dessas possibilidades ocorre com igual probabilidade, ou seja, 1=n.
Para cada partição, temos que fazer recursivamente a ordenação das duas partes
resultantes. Consequentemente,

EŒLn� D EŒRn� D

 
n�1X
iD0

EŒXi �

!
1

n

Isso nos leva à seguinte recorrência para obter EŒXn�:

EŒXn� D

(
0, se n 2 f0; 1g

n � 1C
�Pn�1

iD0 EŒXi �
�

2
n
, se n > 2

A seguir, resolveremos a recorrência. Para maior clareza podemos escrever:

EŒXn� D n � 1C
2.EŒX0�CEŒX1�CEŒX2�C : : :CEŒXn�1�/

n
; n > 2

Multiplicando ambos os lados por n, obtemos:

nEŒXn� D n2
� nC 2.EŒX0�CEŒX1�C : : :CEŒXn�1�/; n > 2 .1/

Aplicando .1/ a n � 1,

.n�1/EŒXn�1� D .n�1/2
� .n�1/C2.EŒX0�C : : :CEŒXn�2�/; n > 3 .2/

Subtraindo .1/ � .2/ e rearrumando,

nEŒXn� D .nC 1/EŒXn�1�C 2n � 2; n > 3
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Dividindo os dois lados por n.nC 1/,

EŒXn�

nC 1
D

EŒXn�1�

n
C

2

nC 1
�

2

n.nC 1/
; n > 3

Usando iteração para resolver a recorrência:

EŒXn�

nC 1
D

2

nC 1
C

2

n
�

2

n.nC 1/
�

2

.n � 1/n
C

EŒXn�2�

n � 1

D : : :

D 2

nX
iD3

1

i C 1
� 2

nX
iD3

1

i.i C 1/
C

EŒX2�

3

Como EŒX0� D EŒX1� D 0, temos, pela recorrência, EŒX2� D 1. Já vimos
anteriormente que

Pn
iD1

1
i
D Hn. Portanto,

2

nX
iD3

1

i C 1
D 2.Hn �H3 C

1

nC 1
/ D 2Hn � 2.1C

1

2
C

1

3
/C

2

nC 1

D 2Hn �
11

3
C

2

nC 1

Por outro lado, a série
Pn

iD1
1

i.iC1/
é uma série telescópica equivalente aPn

iD1.1
i
�

1
iC1

/, cujo resultado é 1 � 1
nC1

. Então, temos:

2

nX
iD3

1

i.i C 1/
D 2.1 �

1

nC 1
�

1

1 � 2
�

1

2 � 3
/ D

2

3
�

2

nC 1

Finalmente,

EŒXn� D .nC 1/.2Hn �
11

3
C

2

nC 1
� .

2

3
�

2

nC 1
/C

1

3
/

D .nC 1/.2Hn C
4

nC 1
� 4/

D 2.nC 1/Hn � 4n

� 2nHn

� 1:39n log2 n

Esse resultado evidencia que o caso médio do QUICKSORT é muito próximo do
melhor caso e bem longe do pior. Isso justifica a sua grande utilização na prática.
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Figura 4.3: Diferentes Árvores Binárias de Busca para as chaves 1; 2; : : : ; 9

4.3.5 Árvores Binárias de Busca

Uma Árvore Binária de Busca (ABB) utiliza alocação encadeada na sua constru-
ção. A estrutura de uma ABB depende da ordem de inserção das chaves na mesma.
Por exemplo, se inserirmos as chaves da sequência h 5; 4; 9; 6; 1; 2; 7; 8; 3 i nessa
ordem descrita, obtemos a árvore mostrada na Figura 4.3(a). Já se as mesmas cha-
ves forem inseridas na ordem da sequência h 5; 2; 1; 8; 6; 3; 9; 4; 7 i, obteremos a
árvore da Figura 4.3(b).

Nesse exemplo, consideremos o processo de busca bem-sucedida na árvore.
Estamos interessados no tempo médio de busca, considerando todas as n chaves
presentes na ABB. O Algoritmo 4.5 é utilizado na busca de uma chave.

Também usaremos como medição indireta do tempo de busca, o número de
comparações feitas entre chaves da árvore e o argumento de busca. Da mesma
forma que na Busca Binária, ao se encontrar uma chave a função BUSCA retorna o
dobro do seu nível na árvore subtraído de 1. Na árvore da Figura 4.3(a), o número
médio de comparações é:

C D
5C 7C 9C 3C 1C 5C 7C 9C 3

9
D

49

9

enquanto que, para a árvore da Figura 4.3(b), temos:

C D
5C 3C 5C 7C 1C 5C 7C 3C 5

9
D

41

9
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Algoritmo 4.5 Busca em Árvore Binária de Busca
função BUSCA(c):

p  T I k  1I

enquanto p ¤ nulo e p:chave ¤ c :
k  k C 2

se p:chave > c então
p  p:le

senão
p  p:ld

retornar k

Dados: Árvore T com n nós, chave x

t  BUSCA.x/

Consideremos que o processo de busca é tal que cada uma das n chaves é
buscada com a probabilidade uniforme e igual a 1=n. Além disso, a árvore é
criada demaneira aleatória, isto é, usando como ordem de entrada uma permutação
qualquer das chaves. Para encontrar o resultado desejado, ou seja, o númeromédio
de comparações nesse processo, associaremos as buscas na árvore com o conceito
de comprimento do caminho interno, definido como a soma dos tamanhos dos
caminhos da raiz até cada um dos nós da árvore. No presente caso, usaremos a
variável aleatória Yn para indicar o comprimento do caminho interno de um ABB
com n nós. Por exemplo, para a árvore da Figura 4.3(a), temos Y9 D 2C 3C 4C

1C 0C 2C 3C 4C 1 D 20.

Associaremos a variável Xn ao número médio de comparações na busca das
n chaves da árvore. Pode ser visto que temos a relação Xn D 2YnCn. Queremos
calcular EŒXn� e, para tanto, calcularemos inicialmente, EŒYn�.

Pode ser visto facilmente que Y0 D 0 e Y1 D 0. Seja agora uma árvore Tn com
n nós. A raiz dessa árvore pode ser qualquer uma das n chaves. A árvore pode ter
como subárvore esquerda uma subárvore de busca com l nós, 0 6 l < n, e como
subárvore direita, uma árvore de busca com n� l � 1 nós. O comprimento médio
do caminho da árvore é a soma dos comprimentos médios das subárvores, somado
com n � 1, pois a distância dos nós da subárvore à raiz principal é acrescido de 1
em relação à distância à raiz da subárvore.
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Portanto, EŒYn� é dado por:

EŒYn� D n� 1C

 
n�1X
iD0

EŒYi �C

n�1X
iD0

EŒYn�i�1�

!
1

n
D n� 1C 2

 
n�1X
iD0

EŒYi �

!
1

n

já que as duas somas são iguais. Essa formulação conduz a uma recorrência idên-
tica àquela feita para o Quicksort e, portanto, tem a mesma solução:

EŒYn� D 2.nC 1/Hn � 4n

Finalmente,
EŒXn� D 2EŒYn�C n D 4.nC 1/Hn � 7n

Esse resultado é para a busca de todas as chaves. Para uma chave o valor é

EŒXn�

n
D

4.nC 1/Hn

n
� 7 � 4Hn � 2:78 log2 n

Comparando esse resultado com o da Busca Binária, que corresponde àmelhor
árvore de busca que podemos construir com n chaves, vemos que o caso médio é
muito próximo do melhor caso, sendo da ordem de 1; 4 vezes desse valor.

4.4 Análises probabilísticas especiais
Nesta seção, ilustraremos outros casos de análise probabilística de algoritmos que
não sejam a determinação do tempo médio de execução. Iniciaremos por um pro-
blema que denominamos Portal de Preços.

4.4.1 Portal de Preços

Uma agência de defesa do consumidor mantém, na Internet, um site de preços mí-
nimos para produtos sensíveis. Diariamente essa agência coleta o preço praticado
por alguns fornecedores, naquele dia. À medida que as informações são coletadas,
elas imediatamente são atualizadas. É mantida uma página especial contendo os
preços mínimos do dia. São buscadas informações de n fornecedores e supõem-se
que todos os preços são diferentes e aleatórios.

Para cada produto sendo monitorado, o processo de manutenção do preço mí-
nimo pode ser descrito por meio do Algoritmo 4.6. O foco da presente análise está
no procedimento ATUALIZA-MÍNIMO, que efetua a atualização do preço mínimo na
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página em relação aos preços praticados no dia considerado. Supomos que esse
processo seja muito custoso devido a outros procedimentos associados a mudan-
ças de preço. Portanto, deseja-se saber qual o valor esperado do número de vezes
que o procedimento ATUALIZA-MÍNIMO será executado.

Observe que a situação do modelo descrito ocorre em muitos algoritmos, nos
quais se deseja obter o número médio de execuções de trechos específicos desses
algoritmos.

Algoritmo 4.6 Publicação de Preço Mínimo

p  1

para i  1::n :
coleta preço f .i/ do fornecedor i

se f .i/ < p então
p  f .i/

ATUALIZA-MÍNIMO(p, i )

Como estamos supondo que os preços coletados são todos diferentes, podemos
associar os diferentes preços aos números de 1 a n, de tal forma que a sequência
de preços coletados equivale a uma das nŠ permutações possíveis, todas com igual
probabilidade. Claramente, o pior caso corresponde a todos os preços serem publi-
cados, ou seja, a atualização da página ser realizada n vezes, caso os preços sejam
obtidos em ordem crescente.

Associemos a cada preço i o indicador Xi , do evento que indica que o preço
i foi publicado, isto é, a função ATUALIZA-MÍNIMO foi executada. Ou seja,

Xi D

�
1; se o preço i foi publicado
0; caso contrário

Associemos a variável aleatória X ao somatório dos indicadores Xi , isto é,

X D

nX
iD1

Xi

Nesses termos, o que estamos procurando calcular é a esperança EŒX� que,
pela linearidade da esperança, nos leva a:

EŒX� D E

"
nX

iD1

Xi

#
D

nX
iD1

EŒXi �
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De acordo com a definição de esperança:

EŒX� D

nX
iD1

EŒXi � D

nX
iD1

P.preço i ser publicado)

O preço i será publicado sempre que ele for menor que todos os i � 1 prece-
dentes. Como qualquer um dos i primeiros preços pode ser o menor, essa proba-
bilidade é 1=i . Portanto:

EŒX� D

nX
iD1

1

i
D 1C

1

2
C : : :C

1

n
D Hn � lnn

Concluímos que o caso médio de atualizações a serem realizadas na página é
próximo a lnn, um valor significativamente menor que o pior caso.

4.4.2 Colecionador de Figurinhas
No Problema do Colecionador de Figurinhas, um colecionador quer completar
um álbum com n figurinhas distintas. A cada compra, o colecionador adquire um
envelope contendo uma única figurinha. Há dois problemas de interesse relativos
a essa situação.

O primeiro deles está relacionado à questão de saber quantos envelopes o co-
lecionador precisa comprar até completar o álbum. Vários problemas algorítmi-
cos podem ser modelados por esse problema. Por exemplo, em um programa que
trata uma Tabela de Dispersão com Encadeamento Exterior, desejamos determinar
quantas inserções de dados devem ser feitas para que todas as listas de sinônimos
tenham algum elemento. Outro problema que pode ser modelado por um processo
idêntico é aquele que envolve a geração de grafos aleatórios por inclusão de ares-
tas, sorteadas iterativamente a partir do grafo vazio. Poderíamos nos interessar
pelo número de iterações para se conseguir uma certa densidade de arestas.

A modelagem que usaremos é aquela de preencher um vetor de forma alea-
tória, por sorteio da posição a ser preenchida. O problema de encontrar o número
de sorteios a serem efetuados para preencher completamente o vetor é análogo ao
de encontrar o número de pacotes de figurinhas a serem compradas para completar
o álbum. O Algoritmo 4.7 esquematiza tal modelagem.

O primeiro problema que trataremos é o de saber qual o número médio de
sorteios a serem feitos até que todas as posições do vetor tenham sido escolhidas.

Seja X a variável aleatória que indica o número de sorteios a serem feitos para
conseguir escolher todos as posições do vetor. Para todo 1 6 i 6 n, considere que
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Algoritmo 4.7 Preenchimento de um vetor por sorteio
V Œ1::n� 0

k; t  0; 0

repetir
t  t C 1

escolher, aleatoriamente um índice j; 1 6 j 6 n

se V Œj � D 0 então
V Œj �; k  1; k C 1

até que k D n

retornar t

há i � 1 posições ocupadas e seja Xi a variável que indica o número de sorteios
para encontrar uma das n � i C 1 posições ainda não ocupadas. Então

X D X1 CX2 C : : :CXn

e, portanto,

EŒX� D EŒX1�CEŒX2�C : : :CEŒXn� D

nX
iD1

EŒXi �

Podemos verificar que as variáveis Xi têm distribuição geométrica com parâ-
metro de sucesso pi D

n�iC1
n

porque, após terem sido sorteadas i � 1 posições
livres do vetor, o sucesso na escolha de uma nova posição livre, em cada sorteio,
tem probabilidade igual à fração das posições ainda não sorteadas, que é exata-
mente n�.i�1/

n
. A distribuição é geométrica porque a variável está associada à

obtenção do primeiro sucesso para a i -ésima escolha. Como se trata de uma dis-
tribuição geométrica, temos

EŒXi � D
1

pi
D

n

n � i C 1

Consequentemente,

EŒX� D

nX
iD1

EŒXi � D

nX
iD1

n

n � i C 1
D n

�
1

n
C

1

n � 1
C : : :C

1

1

�
D nHn

� n lnn
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Portanto, a resposta para a primeira questão é que a média procurada é aproxima-
damente n lnn tentativas. Para ilustrar esse resultado, para um álbum com 100

figurinhas, o valor esperado do número de pacotes a serem comprados é de apro-
ximadamente 461.

Consideremos, a seguir, uma segunda questão. Suponha que, relativamente
ao Problema do Colecionador de Figurinhas, queira-se saber qual o número de
figurinhas distintas esperadas, ao se comprar m pacotes. Em termos do problema
análogo de preenchimento de um vetor, de forma aleatória, suponha que se queira
saber quantas posições distintas do vetor terão sido sorteadas, após m sorteios. O
Algoritmo 4.8 ilustra a situação. Nesse algoritmo, a variável k conta as posições
distintas escolhidas. Deseja-se saber, após m iterações, qual o valor esperado para
essa variável k.

Algoritmo 4.8 Preenchimento limitado de um vetor por sorteio
V Œ1::n� 0

k  0

para i D 1::m :
escolher, aleatoriamente um índice j; 1 6 j 6 n

se V Œj � D 0 então
V Œj �; k  1; k C 1

retornar k

Embora os dois problemas considerados, nesta seção, estejam relacionados, a
análise é de natureza diferente. Para resolver o presente problema vamos associar,
à cada posição i do vetor, um indicador do evento de a posição i ter sido escolhida,
após m sorteios.

Xi D

�
1; se a posição i foi escolhida em um dos m sorteios
0; caso contrário

A probabilidade associada a Xi pode ser obtida como o complemento da pro-
babilidade da posição i não ter sido a escolhida em nenhuma dasm tentativas. Em
cada sorteio, a probabilidade de cada posição não ser escolhida é uniforme e igual
a n�1

n
. A probabilidade de que a posição i tenha sido escolhida após m iterações

é, portanto, pi D 1 � .n�1
n

/m, sendo a mesma para todas as posições.
Seja X a variável aleatória que indica o total de posições do vetor sorteadas.

Então,
X D X1 CX2 C : : :CXn:
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Segue-se que

EŒXi � D

nX
iD1

EŒXi � D

nX
iD1

�
1 �

�
n � 1

n

�m�
D n

�
1 �

�
n � 1

n

�m�
Para se ter alguma intuição sobre esse resultado, segue um dado numérico.

Para n D m D 1000, o valor esperado de posições ocupadas no vetor é aproxima-
damente 632.

4.5 Exercícios
4.1 Considere o seguinte processo de busca em um vetor ordenado V , usando

Busca Binária: serão buscadas, com probabilidade uniforme, nC 1 chaves
xi ; 0 6 i 6 n. As chaves são tais que x0 < V Œ1�, V Œi � < xi < V ŒiC1�; 1 6
i < n e xn > V Œn�. Ou seja, nenhuma chave buscada está no vetor. Calcular
o número esperado de comparações nesse processo de busca.

4.2 Verificar a igualdade, para i e h inteiros:

h�1X
iD1

i2i
D h2h

� 2hC1
C 2

4.3 Considere a seguinte alteração na busca linear: cada elemento do vetor é
uma palavra muito usada de uma língua, onde as palavras mais usadas obe-
decem à lei de Zipf: a frequência de ocorrência, nessa língua, associada à
n-ésima palavra mais usada é k=n onde k é uma constante. As palavras são
colocadas no vetor por ordem decrescente de frequência de ocorrência. Su-
ponha que só serão feitas buscas de palavras existentes no vetor e que a pro-
babilidade de que cada palavra seja buscada é proporcional à sua frequência
de ocorrência na língua. Calcule o número esperado de comparações para
esta situação.

4.4 O algoritmo Algoritmo 4.9 é uma alteração do algoritmo estudado de Busca
Binária e pode ser usado para buscas bem-sucedidas. Calcule o número
médio de comparações feitas pelo algoritmo.

4.5 O algoritmo Algoritmo 4.10 é usado para ordenação, por inserção, em um
vetor V com n elementos distintos. Pergunta-se:
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Algoritmo 4.9Modificação da Pesquisa binária
função BUSCA(c):

i  1I j  nI k  0I

enquanto i 6 j :
m b.i C j /=2cI k  k C 2I

se V Œm� < c então
i  mC 1

senão
se V Œm� > c então

j  m � 1

senão
retornar k

Dados: Vetor V com jV j D n, chave x

t  BUSCA.x/

a) Qual o número esperado de comparações efetuadas na ordenação?

b) Qual o número esperado de trocas efetuadas no vetor durante a ordena-
ção?

Algoritmo 4.10 Ordenação Por Inserção
função INSERE( ):

para i  2::n :
V Œ0� V Œi �I j  i I

enquanto V Œj � 1� > V Œj � :
V Œj � V Œj � 1�I j  j � 1I

V Œj � V Œ0�

Dados: Vetor V com elementos distintos, jV j D n

INSERE()

4.6 Recalcule o número médio de comparações em uma busca bem-sucedida
numa Tabela com Dispersão com Encadeamento Exterior, se a inserção de
uma chave na lista de sinônimos for sempre feita no início da lista.

4.7 Modifique o algoritmo do portal de preços mínimos para atualizar uma pá-
gina, que contenha preços mínimos e máximos.
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4.8 Calcule o número de atualizações esperadas no algoritmo do Exercício 7.

4.9 Considere a seguinte alteração no problema do coletor de figurinhas: supo-
nha que cada pacote contenha k figurinhas aleatórias, ao invés de apenas 1.
Recalcule o número médio de pacotes a serem comprados para completar o
álbum.

4.10 Considere outra alteração no problema do coletor de figurinhas: suponha
que cada pacote contenha k figurinhas aleatórias distintas, ao invés de ape-
nas 1. Recalcule o número médio de pacotes a serem comprados para com-
pletar o álbum.

4.11 Escreva um algoritmo randomizado para gerar, de forma aleatória,m arestas
para um grafo com n vértices.

4.12 Considere o problema da geração aleatória de arestas para um grafo com
n vértices. Suponha que se deseja uma densidade d D m=n de arestas, na
qualm é o número de arestas e n o de vértices. Calcule o número de sorteios
a serem realizados para conseguir essa densidade.

4.6 Notas Bibliográficas

Os livros de Graham, Knuth e Patashnick (1994), Dobrushkin (2009) e o de Fla-
jolet e Sedgewick (2009) contêm fundamentos matemáticos importantes para a
análise probabilística de algoritmos, além daqueles sobre probabilidade citados
no Capítulo 2. Os primeiros trabalhos que efetivaram análises mais completas de
algoritmos, incluindo estudos de pior caso, melhor caso e caso médio são devidos
a Knuth (1972, 1997a,b,c). Nesses trabalhos, especialmente nos três últimos, que
constituem a trilogia “The Art of Computer Programming”, são analisados proba-
bilisticamente os algoritmos para estruturas fundamentais de dados. Outros livros
também desenvolveram tratamento semelhante para essas estruturas de dados, den-
tre eles, aqueles de Cormen et al. (2009), Gonet e Baeza-Yates (1991) e Flajolet e
Sedgewick (2009). Na mesma linha, temos, em português, o livro de Szwarcfiter e
Markenzon (2010). O Quicksort é um dos métodos de ordenação mais estudados e
foi objeto de inúmeras análises probabilísticas, tais como as feitas por Sedgewick
(1977), Mizoi e Osaki (1996) e Alonso et al. (2004). Alguns autores trataram de
análises probabilísticas de algoritmos em grafos, tais como Frieze (1990) e Karp,
Motwani e Nisan (1993). Inúmeros problemas combinatórios foram objeto de
análises como as aqui tratadas. Resultados resumidos para uma ampla gama de
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problemas dessa classe são apresentados em (Coffman et al. 1993; Gazmuri 1986;
Slominski 1982) e em muitos artigos. Para citar alguns, o Problema do Empacota-
mento foi tratado por Hofri (1987) e Hong e Leung (1995), o Problema do Caixeiro
Viajante, por Karp e Steele (1985) e Frieze e Yukich (2007), o Problema da Mo-
chila por Beier e Vöcking (2004). Em 2001, Spielman e Teng (2001) inventaram
a Análise Suavizada de Algoritmos, pela qual ganharam alguns prêmios, inclusive
o Prêmio Gödel. Esse tipo de análise combina o melhor da análise de pior caso
de algoritmos com a análise de caso médio. Um resultado importante obtido com
essa técnica é a explicação da razão pela qual o método simplex, cujo pior caso
é exponencial, apresenta excelente desempenho prático. A análise do Problema
Portal de Preços feita neste capítulo guarda grande semelhança com aquela feita
para o Problema de Recrutamento, por Cormen et al. (2009). O Problema do Co-
lecionador de Figurinhas é clássico em probabilidade, e sua origem é atribuída
a de Moivre (1711). Esse problema foi objeto de inúmeros estudos e extensões ao
longo dos séculos. Algumas das contribuições recentes são devidas a Holst (1986)
e Flajolet, Gardy e Thimonier (1992).



5 Algoritmos de
Dados

Massivos

5.1 Introdução

Este capítulo dedica-se ao estudo de algoritmos que precisam lidar com uma quan-
tidade muito grande de dados. Para esses algoritmos, a eficiência da complexidade
de espaço possui importância crucial.

No estudo clássico da complexidade de algoritmos, um algoritmo é dito efi-
ciente se sua complexidade de tempo é O.nc/, onde n representa o tamanho da
entrada e c é uma constante não negativa. Como cada célula de memória alocada
por um algoritmo é normalmente inicializada, a complexidade de tempo de um al-
goritmo émaior ou igual àquela de espaço. Assim, se um algoritmo é eficiente com
complexidade de tempo O.nc/, sua complexidade de espaço também é O.nc/.

Tal definição de eficiência, na prática, é insuficiente, pois ela permite valo-
res da constante c arbitrariamente grandes. Um algoritmo com complexidade de
tempo de �.n100/ é eficiente pela definição, mas não encontra emprego prático.
Para uma aplicação real, espera-se que os valores de c sejam pequenos, não ex-
cedendo algumas unidades. Neste capítulo, estudaremos algoritmos para os quais
o tamanho da entrada n é muito grande, além dos limites considerados usuais, de
modo que as restrições sobre os valores permitidos de c sejam ainda mais seve-
ras. A principal dessas restrições será que os dados de entrada não poderão ser
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armazenados todos simultaneamente nem na memória principal, nem em memó-
ria secundária para posterior consulta. Como consequência, a leitura da entrada
poderá ser feita apenas uma única vez, de forma sequencial. Tais algoritmos serão
chamados de algoritmos de dados massivos.

Estas restrições encontram-se presentes no paradigma de fluxos de dados, apre-
sentado formalmente no início do capítulo. Em seguida, discutimos diversos pro-
blemas fundamentais envolvendo a leitura de fluxos de dados, entre eles: a escolha
aleatória e uniforme de um elemento, a contagem de elementos especiais do fluxo,
determinação do número de elementos distintos, consulta de pertinência de dado
valor ao fluxo, frequência dos elementos e semelhança entre conjuntos.

5.2 O Paradigma de Fluxo de Dados

Os algoritmos deste capítulo adotam o chamado paradigma de fluxo de dados.
Nesse paradigma, pressupõe-se que os dados de entrada são lidos um a um de
uma fonte até que não haja novos dados a serem lidos. A sequência de dados
S D a1; a2; : : : ; an produzida por tal fonte é chamada de fluxo de dados ou, sim-
plesmente, de fluxo (a variável n, daqui em diante, denotará o número de dados em
um fluxo, ao invés do tamanho da entrada de um algoritmo como empregado na
introdução do capítulo). Cada ai representa um valor inteiro, real ou de qualquer
outro tipo. Concretamente, ele consiste de uma cadeia binária de, no máximo, `

bits, onde ` é um parâmetro conhecido do fluxo sendo lido. O tamanho exato de
cada cadeia binária ai é denotado por jai j. Considerando a conversão de números
binários em decimais, cada ai pode também ser visto como um número natural
entre 0 e 2` � 1. Supõe-se que o valor de ` seja conhecido antes da leitura dos
dados, enquanto o valor de n não necessariamente o seja. Em verdade, o desco-
nhecimento a priori do valor de n pelo algoritmo, em alguns casos, é o que torna
desafiadora a elaboração do algoritmo sob o paradigma de fluxo de dados, como
veremos adiante. Ao término da leitura do fluxo, pressupõe-se que o algoritmo
produza a computação de uma saída que dependa dos dados S D a1; a2; : : : ; an,
onde an foi o último dado lido.

Como exemplo de fluxo, considere o processamento em tempo real da sequên-
cia S D a1; a2; : : : ; an de acessos a um servidor que provê um serviço online
popular (como, por exemplo, um serviço de vídeos sob demanda), de modo que
cada ai seja a identificação do cliente associado ao i -ésimo acesso. Por identi-
ficador do cliente, podemos nos referir ao nome desse usuário na aplicação, seu
endereço IP ou outro dado que identifique o cliente naquele contexto. Como exem-
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plo de computação ao término da leitura do fluxo, considere aquela de determinar
o número distinto de usuários presentes em S . Note que, se um usuário acessou
o serviço em dois momentos, então ai D aj para algum i ¤ j . Outro exemplo
é determinar o usuário que mais acessou o serviço, entre várias outras perguntas
de interesse prático. Embora o momento de realizar a computação desejada possa
ser conhecido (por exemplo, na transição de um dia para outro), o valor de n é im-
previsível, uma vez que novos acessos podem surgir em um quantidade arbitrária
a todo instante. Em outras palavras, o valor de n será desconhecido ao algoritmo.
Sendo assim, os dados a1; a2; : : : ; an devem ser consumidos por um algoritmo
cuja finalidade é reportar o resultado tão logo an esteja definido, isto é, tão logo
esteja caracterizado o fim do fluxo de dados.

O tamanho da entrada de um algoritmo que lê um fluxo S D a1; a2; : : : ; an

com jai j 6 ` é O.`n/. Um algoritmo para dados massivos recebe um fluxo como
entrada e assume que a quantidade de elementos em tal fluxo seja muito grande.
Desse modo, em algoritmos para dados massivos, o valor `n é grande o suficiente
para tornar inconveniente ou até inviável o armazenamento de todos os elemen-
tos de S simultaneamente em memória. No entanto, o algoritmo deve guardar
alguma informação relevante a respeito de cada ai de modo que, ao término da
leitura de S , a saída de interesse seja produzida (Figura 5.1). Considera-se que
uma complexidade de espaço de

O.`c logd n/ (5.1)

para algum par de constantes pequenas não negativas c; d , é viável na prática
mesmo para valores grandes de n. Assim, essa será a complexidade esperada dos
algoritmos de dados massivos, quando possível.

Figura 5.1: Paradigma dos algoritmos para dados massivos.

O Exemplo 1 ilustra um problema para o qual o algoritmo projetado sob o
paradigma clássico é adequado também ao paradigma de dados massivos.
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Exemplo 1. Dado um fluxo de dados S D a1; a2; : : : ; an tal que cada ai 2

f0; 1; : : : ; 2` � 1g, determinar
Pn

iD1 ai .
Nesse problema, a abordagem clássica é aquela de acumular a soma s dos elemen-
tos lidos do fluxo, conforme descrito pelo Algoritmo 5.1. A função próximo.S/

empregada é uma função especial que retorne o próximo elemento do fluxo caso
haja algum ou retorne um elemento especial ; no caso contrário, indicando o fim
do fluxo. O algoritmo, tal como apresentado, também é de dados massivos, pois

s D

nX
iD1

ai 6
nX

iD1

.2`
� 1/ D 2`n � n D O.2`n/

e, portanto, o espaço de memória jsj, necessário para armazenar s, é dado por

jsj D O.log
�
2`n

�
/ D O.`C logn/

o que de fato se encontra dentro do esperado para dados massivos, uma vez que `C

logn D O.` logn/, conformando-se à expressão (5.1). Adicionalmente, observe
também que a hipótese de desconhecimento a priori do valor de n não acrescenta
dificuldade na solução do problema.

Algoritmo 5.1 Soma de Elementos do Fluxo - Paradigma Clássico e de Dados
Massivos

função SOMA-ELEMENTOS(S ):
s  0; a próximo.S/

enquanto a ¤ ; :
s  s C a; a próximo.S/

retornar s

Em contraste, o Exemplo 2 ilustra um problema de solução trivial sob o pa-
radigma clássico, mas cuja solução no paradigma de dados massivos não é direta.
Um algoritmo para esse segundo problema, em conformidade com os requerimen-
tos para ser um algoritmo de dados massivos, será apresentado na Seção 5.3.
Exemplo 2. Dado umfluxo de dados S D a1; a2; : : : ; an, onde n é desconhecido
inicialmente, escolher um ai de forma aleatória e uniforme.
Uma estratégia natural para solucionar o problema seria efetuar uma leitura até o
final do fluxo, visando determinar o valor de n. Em seguida, pode-se realizar o
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sorteio de um valor i no intervalo 1 6 i 6 n com distribuição uniforme, retor-
nando o i -ésimo elemento do fluxo como resposta. Para tanto, todos os elementos
devem ser armazenados em memória durante a leitura do fluxo. Tal estratégia
é empregada na função ESCOLHE-ELEMENTO do Algoritmo 5.2. Observe que a
fila nesse algoritmo pode ser implementada por uma lista encadeada, contornando
o problema do desconhecimento prévio de n. A complexidade de espaço dessa
função é O.`n/, pois os elementos de fluxo precisam ser armazenados todos em
memória.

Algoritmo 5.2 Escolha de um Elemento Aleatória e Uniformemente - Clássico

função ESCOLHE-ELEMENTO(S ):
definir fila F

n 0; a próximo.S/

enquanto a ¤ ; :
inserir a em F

n nC 1; a próximo.S/

sortear uniformemente um natural i no intervalo 1 6 i 6 n

para j  1 até i :
remover o próximo elemento de F , guardando-o em a

retornar a

Há uma solução mais eficiente, de espaço O.`C logn/, se n for previamente
conhecido, conforme mostra a função ESCOLHE-ELEMENTO-N do Algoritmo 5.3.
Nela, pode-se efetuar imediatamente o sorteio da posição do elemento escolhido
e desprezar o armazenamento de todos os elementos do fluxo exceto aquele de
posição i .

Algoritmo 5.3 Escolha de um Elemento Aleatória e Uniformemente - Clássico

função ESCOLHE-ELEMENTO-N(n; S ):
sortear uniformemente natural i no intervalo 1 6 i 6 n

para j  1 até i :
a próximo.S/

retornar a

Embora a complexidade de ESCOLHE-ELEMENTO-N esteja dentro do esperado
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para um algoritmo de dados massivos, esta solução viola o fato de n ser previa-
mente desconhecido. Por outro lado, ESCOLHE-ELEMENTO não comete tal violação,
mas não se qualifica para ser de dados massivos por armazenar todos os dados em
memória. Há um algoritmo que, sem pressupor o conhecimento de n, resolve o
problema com complexidade de espaço também de O.`C logn/. Esse algoritmo
será detalhado na Seção 5.3.

Nas próximas seções, apresentaremos problemas clássicos de dados massivos.
Esses problemas têm caráter fundamental, com diversas aplicações.

5.3 Escolha Aleatória e Uniforme de Elemento

Nesta seção, retornamos à discussão iniciada no Exemplo 2 da Seção 5.1. O pro-
blema considerado é: dado um fluxo de dados S D a1; a2; : : : ; an, no qual n é des-
conhecido, escolher um elemento ai aleatoriamente e com distribuição uniforme.
Vimos que o problema é trivial se n fosse conhecido, com espaço O.` C logn/.
Porém, deixamos em aberto uma solução de mesma complexidade quando se des-
conhece n previamente.

A solução encontra-se no Algoritmo 5.4. Para cada ai lido, procede-se da
seguinte maneira. Se i D 1, m é inicializado com o valor a1. Para cada i > 1,
troque o valor de m para ai com probabilidade 1=i (e, portanto, mantenha o valor
corrente de m com probabilidade .i � 1/=i ). Ao fim da leitura de S , o algoritmo
reporta o valor de m como o elemento escolhido.

Algoritmo 5.4 Escolha de um Elemento Aleatório e Uniforme - Dados Massivos

função ESCOLHE-ELEMENTO(S ):
a próximo.S/

i  1; m a

a próximo.S/

enquanto a ¤ ; :
i  i C 1

sortear uniformemente real p no intervalo 0 6 p 6 1

se p 6 1=i então
m a

a próximo.S/

retornar m
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A complexidade de espaço do algoritmo é O.`C logn/. Resta mostrar que a
estratégia acima de fato resolve o problema proposto.

Teorema 5.1. Seja m o elemento retornado pelo Algoritmo 5.4. Para todo 1 6
i 6 n, a probabilidade que o valor de m seja escolhido como aquele de ai é de
1=n.

Demonstração. Mostraremos por indução em n. Se n D 1, é trivial verificar que
o algoritmo retorna a1, elemento que deve ser sorteado de fato. Se n > 1, assuma
que a estratégia acima esteja correta para todo fluxo de cardinalidade menor que
n. Seja S 0 o fluxo a1; a2; : : : ; an�1. Uma execução do algoritmo até a iteração
i D n�1 no fluxo S pode ser vista como uma execução completa do algoritmo no
fluxoS 0. Sendo assim, por hipótese de indução, ao fimda iteração na qual i D n�1

sob fluxo S , vale quem escolheu qualquer dos elementos de S 0 com probabilidade
1=.n � 1/. A probabilidade desse elemento ser mantido na iteração i D n é de
n�1

n
. Sendo assim, a probabilidade de que um elemento dentre a1; a2; : : : ; an�1

seja escolhido ao final da execução do algoritmo é�
1

n � 1

��
n � 1

n

�
D

1

n

Por outro lado, a probabilidade do elemento an ser o escolhido só depende da
última iteração, na qual an é escolhido com probabilidade 1=n, completando a
prova.

O Exercício 1 pede a generalização desse algoritmo para o caso em que o
conjunto de elementos a serem escolhidos possuir cardinalidade maior do que um.

5.4 Número de Elementos Satisfazendo uma Propriedade
Dado um fluxo S D a1; a2; : : : ; an, considere o problema de contar o número de
elementos de S que satisfazem certa propriedade˘ . Por exemplo, pode-se desejar
a determinação do número k de elementos de S que são pares, ou maior que certa
constante, ou que são raízes de certa equação, ou qualquer propriedade arbitrária
de interesse. Naturalmente, uma solução é manter uma variável contadora que é in-
crementada após a leitura de cada ai se tal elemento satisfizer a propriedade sendo
considerada. Veja o Algoritmo 5.5. O espaço utilizado pelo algoritmo consiste no
armazenamento da variável k, sob a hipótese de que a verificação se um elemento
satisfaz a propriedade ˘ é feita em espaço constante. Como k 6 n, o espaço é,
portanto, O.`C logn/.
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Algoritmo 5.5 Contagem de elementos satisfazendo ˘ (espaço O.logn/)

função CONTA-ELEMENTO(S ):
k  0; a próximo.S/

enquanto a ¤ ; :
se a satisfaz ˘ então

k  k C 1

a próximo.S/

retornar k

Tal complexidade é aceitável para dados massivos. No entanto, considere o
problema em que qualquer uso de espaço ˝.` C logn/ é inaceitável. Tal reque-
rimento pode ser de interesse para aplicações na Internet que servem dezenas de
bilhões de vídeos sob demanda por dia. Em um fluxo com todos os acessos a ví-
deos nesta plataforma, é de interesse a contagem de quantos acessos foram feitos
a um determinado vídeo de interesse. Esta contagem é chamada popularmente de
número de visualizações daquele vídeo. Ao escolhermos como propriedade˘ um
determinado acesso corresponder ao vídeo de interesse, a contagem de elementos
do fluxo satisfazendo tal propriedade é precisamente o número de visualizações
do vídeo em questão. Como tais aplicações mantém o número de visualizações
para cada vídeo, temos que uma economia em espaço em cada contador pode re-
presentar uma grande economia no total de contadores de visualizações a serem
mantidas na aplicação.

Primeiramente, note que o número k de elementos satisfazendo a dada propri-
edade pode ser qualquer um no intervalo 0 6 k 6 n. Sendo assim, para manter o
algoritmo exato, não é possível usar espaço o.logn/ ou, caso contrário, nem todo
valor possível de k poderia ser representado. Assim, para atender ao requerimento
de usar espaço o.`Clogn/, devemos relaxar os requerimentos do problema. O Al-
goritmo 5.6 é uma proposta de solução na qual o número computado de elementos
satisfazendo a propriedade é uma estimativa ao invés do valor real. A vantagem
é que o espaço empregado pelo algoritmo é de O.` C log logn/, muito menor
quando comparado àquele da versão determinística.

De maneira similar ao Algoritmo 5.5, esse algoritmo mantém uma variável
contadora z, inicialmente nula. Porém, a cada ai 2 S que satisfaz a propriedade
de interesse, z não é incrementada sempre, mas com probabilidade 1=2z . Assim,
ao final do algoritmo, z 6 k. Além disso, a igualdade z D k ocorre com baixa
probabilidade, pois, para que isto ocorresse, a variável z deveria ser incrementada
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com probabilidade 1 a cada novo elemento satisfazendo a propriedade. Ao invés,
como foi dito, ocorre com probabilidade de 1=2z , que decresce exponencialmente
à medida que z incrementa. Intuitivamente, o valor esperado de z ao final do
algoritmo parece ser bem menor que k.

O algoritmo retorna como estimativa para k o valor 2z � 1, o que a primeira
vista parece não razoável. Como qualquer valor de z no intervalo 0 6 z 6 k é
possível, a estimativa 2z � 1 é em geral muito maior que k, em particular quando
z D k. Embora possível, relembramos que z D k ocorre com baixa probabilidade
e, portanto, devemos nos preocupar com os valores mais prováveis da estimativa.

Antes de abordarmos a qualidade dessa estimativa formalmente, discutiremos
de maneira intuitiva primeiro. Note que, ao final do algoritmo, o retorno r D

2z � 1 é a única saída do algoritmo e toda a informação do fluxo de entrada está
perdida. Assim, sejam k o número de elementos de S que satisfazem ˘ e K a
variável aleatória representando o número de elementos satisfazendo˘ em fluxos
arbitrários. Note que, ao final da execução do algoritmo, é impossível saber o
valor exato de k, uma vez que o fluxo está perdido e o seu total não foi computado.
Um número infindável de valores são possíveis para k (que é o mesmo que dizer
que diversos valores são possíveis para K), embora nem todos ocorram com a
mesma probabilidade. Por exemplo, suponha que o retorno do algoritmo tenha
sido r D 1023 D 210 � 1. Deste modo, sabemos que houve 10 incrementos de z

e, por consequência, k > 10, pois cada incremento só é possível pela existência
de um elemento associado satisfazendo a propriedade. Por isso, P.K 6 9 j r D

210 � 1/ D 0. Já K D 10 é um evento de possível ocorrência considerando o
mesmo valor de r , tal que

P.K D 10 j r D 210
� 1/ D

1

20
�

1

21
� � � � �

1

29
D

1

20C1C���C9
D

1

245
(5.2)

pois tal evento ocorre se e somente se cada um dos 10 elementos satisfazendo a
propriedade produzir um incremento de z. Com este cálculo, fica claro agora o
quão baixa é a probabilidade que z D k, mesmo para valores pequenos de z. Por
outro lado, P.K D 109 j r D 210 � 1/ também parece ter baixa probabilidade,
pois, com 109 possibilidades de incremento da variável z, seria razoável esperar
haver mais incrementos que apenas os 10 que se sucederam. Assim, o valor de
maior probabilidade de K é intermediário a tais extremos. A ideia do algoritmo é
empregar como estimador para k a esperança de K, isto é, assumir que k D EŒK�.
O Teorema 5.2 prova que EŒK� D r , justificando o retorno do algoritmo.

Teorema 5.2. SejamS D a1; a2; : : : ; an o fluxo de entrada dado ao Algoritmo 5.6,
r D 2z � 1 o valor de retorno do Algoritmo 5.6 e K a variável aleatória represen-
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Algoritmo 5.6 Contagem de elementos satisfazendo ˘ (espaço esperado O.`C

log logn/)

função CONTA-ELEMENTO(S ):
z  0; a próximo.S/

enquanto a ¤ ; :
se a satisfaz ˘ então

sortear uniformemente real p no intervalo 0 6 p 6 1

se p 6 1=2z então
z  z C 1

a próximo.S/

retornar 2z � 1

tando o número de elementos que satisfazem ˘ em fluxos arbitrários. Assumindo
EŒK� um estimador para k, o número real de elementos satisfazendo a proprie-
dade em S , temos que

k D EŒK� D r

Além disso, a complexidade de espaço esperada do algoritmo é O.`C log logn/.

Demonstração. Seja INCR a variável aleatória de Bernoulli na qual o sucesso cor-
responde ao incremento de z, quando ocorre a leitura de um ai que satisfaz a
propriedade de interesse ˘ . Portanto,

P.INCR j z D j / D 1=2j

Seja Xj a variável aleatória geométrica que corresponde à ocorrência do primeiro
sucesso de INCR a partir do momento em que z se torna igual a j . Em outras
palavras, Xj representa o número de elementos que satisfazem a propriedade ˘

lidos logo após z se tornar igual a j e até que z se torne igual a j C 1. Pela
expressão do valor esperado de uma variável geométrica,

EŒXj � D
1

P.INCR j z D j /
D

1

1=2j
D 2j

Como K é o número de elementos de S satisfazendo a propriedade ˘ , então

K D

z�1X
j D0

Xj
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Logo,

EŒK� D E

24z�1X
j D0

Xj

35
D

z�1X
j D0

EŒXj �

D

z�1X
j D0

2j
D 2z

� 1 D r

Pela expressão anterior, temos que z D �.logEŒK�/ D �.log k/ D O.logn/.
Para armazenar z, é necessário �.log z/ bits, ou seja, espaço O.log logn/, resul-
tando em um espaço médio de O.`C log logn/.

5.5 Número de Elementos Distintos

SejaS D a1; a2; : : : ; an umfluxo, e considere o problema de determinar o número
D de elementos distintos de S . Formalmente, o problema é determinar

D D jfa1; a2; : : : ; angj

Esse problema é de interesse em muitas aplicações. Como exemplo, se o fluxo
consiste do endereço IP de visitantes a determinado site, o número de elementos
distintos do fluxo corresponde ao número de visitantes únicos ao site, uma impor-
tante métrica de popularidade do serviço.

O algoritmo exato, que consiste em manter uma estrutura de dados com todos
os elementos distintos conhecidos até certo momento, inserindo nessa estrutura
de dados o próximo elemento lido do fluxo apenas se ele é distinto daqueles já
existentes, seria prático se o número de elementos distintos fosse reduzido. No
caso particular em que todos os elementos são distintos, por exemplo, tal aborda-
gem armazenaria todo o fluxo em memória, o que foge do paradigma que estamos
considerando para dados massivos. Os algoritmos apresentados a seguir mantêm
o espaço sob controle, porém ao custo de produzir uma estimativa aproximada de
tal número.
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O algoritmo da Contagem Linear

Como vimos, o algoritmo exato de armazenar todos os elementos distintos do fluxo
lidos até certo momento não conduz a um algoritmo de dados massivos. Mas pros-
sigamos nessa estratégia, desconsiderando o problema do espaço por enquanto.

A próxima preocupação seria a complexidade de tempo. Um algoritmo que
se baseie na ideia de verificar, para cada novo elemento lido do fluxo, se tal ele-
mento pertence ao conjunto de elementos distintos já lidos sendo mantido, pode
levar tempo quadrático no tamanho do fluxo caso a estrutura de dados não seja
bem escolhida. Uma alternativa seria usar uma tabela de dispersão, da seguinte
maneira.

Para algum natural L, defina um vetor de ponteiros para L listas encadeadas
V Œ1::L�, inicialmente nulas, e escolha uma função de dispersão

h W f0; 1; : : : ; 2`
� 1g ! f1; 2; : : : ; Lg

Para cada elemento ai lido do fluxo, insira ai na lista encadeada V Œh.ai /� caso
tal elemento não seja encontrado nessa lista. Ao fim da leitura de S , some os
tamanhos jV Œi �j de todas as listas encadeadas para 1 6 i 6 L. O Algoritmo 5.7
descreve formalmente tal estratégia.

Algoritmo 5.7 Contagem de Elementos Distintos - Paradigma Clássico

função CONTA-ELEMENTOS-DISTINTOS(S ):
seja a função de dispersão h W f0; 1; : : : ; 2` � 1g ! f1; 2; : : : ; Lg

defina tabela de dispersão V Œ1::L� com função de dispersão h

a próximo.S/

enquanto a ¤ ; :
se V Œh.a/� não contém a então

insira a em V Œh.a/�

a próximo.S/

retornar
PL

iD1 jV Œi �j

Como é conhecido da análise de tabelas de dispersão, a complexidade de tempo
de caso médio de cada inserção é de �.n=L/, o que se torna tempo constante se
L D �.n/.

O algoritmo da contagem linear utiliza método análogo, porém sem armazenar
os elementos distintos. Ao invés de listas encadeadas, V é um vetor de bits, e a
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inserção do elemento ai apenas marca a posição V Œh.ai /� com um bit 1. Como
elementos repetidos marcam sempre a mesma posição, o número de elementos
distintos é estimado a partir do número de posições não nulas. Detalharemos essa
estratégia em seguida.

Para algum natural L, defina um vetor de bits V Œ1::L�, inicialmente com cada
posição de valor nulo e escolha uma função de dispersão h W f0; 1; : : : ; 2` � 1g !

f1; 2; : : : ; Lg. Para cada ai lido, defina V Œh.ai /� igual a 1. Ao fim da leitura de
S , sejam P o número de posições não nulas de V e D o número de elementos
distintos. Se a função h fosse injetiva (isto é, para todo x; y, h.x/ ¤ h.y/ se
x ¤ y), então P seria igual a D. Mas como esse em geral não é o caso, a ideia é
obter um estimativa para D em função de P e L.

O Algoritmo 5.8 concretiza tal ideia, estimando D a partir dos valores de P e
L. De maneira intermediária, ele computa o valor � D .L�P /=L, que representa
a fração dos elementos nulos de V Œ1::L�. Assim, podemos equivalentemente dizer
que D é estimado a partir do valor de �.

Algoritmo 5.8 Contagem de Elementos Distintos - Contagem Linear

função CONTA-ELEMENTOS-DISTINTOS(S ):
seja a função de dispersão h W f0; 1; : : : ; 2` � 1g ! f1; 2; : : : ; Lg

defina vetor de bits V Œ1::L� associado à função de dispersão h

V Œ1::L� 0 ; P  0

a próximo.S/

enquanto a ¤ ; :
se V Œh.a/� ¤ 1 então

V Œh.a/� 1; P  P C 1

a próximo.S/

� .L � P /=L

retornar �L ln �

A ideia desse algoritmo é dada a seguir. Seja X a variável aleatória que repre-
senta o número de posições não nulas de V Œ1::L� ao fim da leitura do fluxo. Tal
grandeza é uma variável aleatória, pois depende da função de dispersão h esco-
lhida. Partimos da premissa que a esperança de X possa ser determinada, e tal
expressão deverá poder ser escrita como função do número D de elementos dis-
tintos do fluxo. De fato, valores maiores para X devem corresponder, com alta
probabilidade, a valores maiores de D. Por outro lado, o número P de posições
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não nulas é conhecido ao final do algoritmo, pois pode ser medido diretamente a
partir da valoração final de V Œ1::L�. Usando como estimador de P a expressão
de EŒX�, podemos obter uma relação entre P e D. Dessa forma, a partir do valor
medido de P , determina-se o valor estimado de D. O Teorema 5.3 detalha a estra-
tégia acima, concluindo que D � �Lln�, o que justifica o retorno do algoritmo.

Teorema 5.3. Seja X a variável aleatória que representa o número de posições
não nulas em V Œ1::L� ao fim da leitura do fluxo S D a1; a2; : : : ; an pelo Algo-
ritmo 5.8. Usando como estimador para P o valor de EŒX�, temos que D �

�Lln�, onde � D .L � P /=L.

Demonstração. Seja Yi a variável de Bernoulli em que Yi D 1 se V Œi � D 1 ao fim
da leitura de S . Como assumimos que cada uma das D chaves distintas pode ser
sorteada uniformemente a cada uma das L posições, temos que cada chave pode
ser associada a certa posição i com probabilidade 1=L e, portanto, de não ser com
probabilidade .L � 1/=L. Logo,

P.Yi D 0/ D

�
L � 1

L

�D

Usando o fato que er D lim
n!1

.1C r=n/n, temos que

P.Yi D 1/ D 1 � P.Yi D 0/ D 1 �

�
L � 1

L

�D

D 1 �

 �
1C
�1

L

�L
!D=L

� 1 � e�D=L

Como,

X D

LX
iD1

Yi

temos que

EŒX� D

LX
iD1

EŒYi � D

LX
iD1

P.Yi D 1/ � L.1 � e�D=L/

Estimando P por EŒX�, resulta em

P � L.1 � e�D=L/
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Isolando D, obtemos que

D � Lln
�

L

L � P

�
D Lln��1

D �Lln�

A complexidade de espaço do algoritmo é de �.L/.
Note que a estimativa de D dada pelo algoritmo é sem utilidade quando P D

L. Naturalmente, a probabilidade de queP se aproxime deL aumenta conforme n

aumenta. Portanto, L deve ser escolhido respeitando alguma relação com n. Mais
especificamente, é interessante saber para qual valor de n o valorEŒX� será igual a
L. Interessantemente, esse é exatamente o problema do colecionador de figurinhas
(Seção 4.4.2). Conforme foi visto, se n � LlnL, temos que cada posição de V

será não nula com alta probabilidade, ou seja, P D L neste caso. Portanto, o
algoritmo produzirá seu efeito se o valor de L for convenientemente escolhido de
modo que n não se aproxime muito de LlnL.

O algoritmo da Dispersão Mínima

Seja S D a1; a2; : : : ; an um fluxo, cada ai 2 S tal que jai j 6 `, para o qual se
deseja computar o número D de elementos distintos. Seja

h W f0; 1; : : : ; 2`
� 1g ! Œ0; 1�

uma função de dispersão, isto é, h é uma função de dispersão que mapeia cada
valor a 2 f0; 1; : : : ; 2` � 1g em um real 0 6 h.a/ 6 1. O contradomínio de h é
um intervalo contínuo nessa seção por conveniência dos cálculos adiante.

O algoritmo da dispersão mínima se baseia na seguinte ideia. Em primeiro
lugar, ele computa o valor hmin definido como o mínimo valor da função h sobre
todos os elementos de S , isto é,

hmin D min
16i6n

fh.ai /g

Em seguida, observa-se que o valor de hmin é determinado em função do valor de
D, e é independente daquele de n. De fato, como aplicações de h a elementos
iguais resultam no mesmo valor de dispersão, a quantidade de resultados distintos
da aplicação de h sobre os elementos do fluxo varia com o número de elementos
distintos de S . Além disso, quanto maior D, maior a chance de que os valores
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resultantes de h sejam variados. Assim, para que hmin seja um valor extremamente
baixo, por exemplo, parece ser razoável esperar que haja um número grande de
elementos distintos, já que deve ser pequena a chance de que poucos elementos
distintos produzam um valor muito baixo de hmin. A partir do valor observado de
hmin, o algoritmo visa a inferir D, da seguinte forma.

Seja HMIN a variável aleatória que representa o mínimo valor de dispersão
sobre os elementos de um fluxo arbitrário. Como argumentado, a esperança de
HMIN, ao ser determinada, deve envolver uma expressão em função do número
D de elementos distintos desse fluxo. Como o valor dessa variável aleatória é
conhecida ao fim da execução do algoritmo do valor da variável hmin, pode-se
estimarD usando a esperança deHMIN como estimador de hmin. O Algoritmo 5.9
e o Teorema 5.4 fornecem os detalhes dessa estratégia de estimar D, que suporta
o retorno do algoritmo.

Algoritmo 5.9 Contagem de Elementos Distintos - Dispersão Mínima

função CONTA-ELEMENTOS-DISTINTOS(S ):
seja a função de dispersão h W f0; 1; : : : ; 2` � 1g ! Œ0; 1�

hmin  C1
a próximo.S/

enquanto a ¤ ; :
hmin  minfhmin; h.a/g

a próximo.S/

retornar 1=hmin � 1

Teorema 5.4. Sejam S um fluxo e hmin o valor computado pelo Algoritmo 5.9
associado a S . Seja HMIN a variável aleatória que representa o mínimo valor
de dispersão sobre os elementos de um fluxo arbitrário. Usando EŒHMIN� como
estimador para hmin, temos que D D 1=hmin � 1.
Demonstração. Seja SD D d1; d2; : : : ; dD uma sequência dos D elementos dis-
tintos de determinado fluxo. Assume-se que a aplicação de h a cada elemento de
SD resulta em um valor real distribuído uniformemente entre 0 e 1. Para cada
1 6 i 6 D, seja Xi a variável aleatória que representa o resultado da aplicação
de h ao i -ésimo elemento de SD , isto é, Xi D h.di /. Seja HMIN a variável aleató-
ria que representa o mínimo valor de dispersão sobre todos os elementos do fluxo.
Logo,

HMIN D min
16i6D

fXig



5.5. Número de Elementos Distintos 139

Note que P.Xi 6 k/ D k, para todo real 0 6 k 6 1. Como X1; X2; : : : ; XD são
independentes e igualmente distribuídas, temos que

P.HMIN 6 k/ D 1 � P.HMIN > k/

D 1 � P.X1; X2; : : : ; XD > k/

D 1 � P.X1 > k/P.X2 > k/ � � �P.XD > k/

D 1 � P.X1 > k/D

D 1 � .1 � P.X1 6 k//D

D 1 � .1 � k/D

Como HMIN é uma variável aleatória contínua, temos que

EŒHMIN� D

Z 1

0

kf .k/dk

onde

f .k/ D
d

dk
P.HMIN 6 k/

D
d

dk
.1 � .1 � k/D/ D D.1 � k/D�1

Assim, temos que

EŒHMIN� D

Z 1

0

kf .k/dk

D

Z 1

0

kD.1 � k/D�1dk

Fazendo-se a integração por partes, isto é, usando o fato queZ b

a

u.k/

�
d

dk
v.k/

�
dk D Œu.k/v.k/�ba �

Z b

a

v.k/

�
d

dk
u.k/

�
dk

e definindo u.k/ D k, d
dk

v.k/ D D.1�k/D�1, a D 0 e b D 1 (e, por consequên-
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cia, v.k/ D �.1 � k/D e d
dk

u.k/ D 1), resulta que

EŒHMIN� D

Z 1

0

kD.1 � k/D�1dk

D

h
�k.1 � k/D

i1

0
�

Z 1

0

�.1 � k/Ddk

D �

"
.1 � k/DC1

D C 1

#1

0

D
1

D C 1

Como hmin é uma estimativa para EŒHMIN�, ou seja

hmin D EŒHMIN� D
1

D C 1

obtemos, ao isolar D, a expressão

D D
1

hmin
� 1

Relembre que o contradomínio de h é o intervalo real fechado Œ0; 1�. Caso
fosse empregado uma função de dispersão

h W f0; 1; : : : ; 2`
� 1g ! Œ0; L�

para alguma constante L D O.n/, é possível adaptar diretamente a prova (Exercí-
cio 4) para concluir que

D D
L

hmin
� 1

Além disso, é possível mostrar que tal estimativa é uma aproximação do caso dis-
creto, isto é, quando h é uma função de dispersão do tipo

h W f0; 1; : : : ; 2`
� 1g ! f0; 1; : : : ; Lg

Nesse caso, como o algoritmo precisa manter apenas o valor hmin sendo compu-
tado, usa espaço �.logL/ bits, ou seja, possui complexidade de espaço O.logn/.
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O algoritmo HyperLogLog

O algoritmoHyperLogLog pode ser apresentado como uma extensão do algoritmo
da contagem probabilística, que será apresentado primeiro.

O algoritmo da Contagem Probabilística

Seja S D a1; a2; : : : ; an um fluxo para o qual se deseja computar o número D

de elementos distintos, com jai j 6 ` para todo i D 1; 2; : : : ; n, e L um natural
arbitrário. Seja

h W f0; : : : ; 2`
� 1g ! f0; 1gL

uma função de dispersão, ou seja, h é uma função de dispersão que mapeia cada
elemento de f0; 1; : : : ; 2` � 1g a uma cadeia binária com L dígitos.

O algoritmo da contagem probabilística, assim como o algoritmo da dispersão
mínima, também utiliza o resultado de uma função de dispersão para estimar o
número de elementos distintos do fluxo, porém de uma outra maneira.

Para elaborar a estratégia, é necessário definir a notação z.x/, onde x é uma
cadeia binária qualquer, que representa o número de dígitos 0 à esquerda da repre-
sentação binária de x. Por exemplo, z.110/ D 0, z.0100/ D 1, z.001/ D 2 e
z.00000/ D 5.

A estratégia da contagem probabilística é a seguinte. Para cada elemento ai

do fluxo, computa-se a cadeia binária h.ai / e verifica-se a quantidade de zeros à
sua esquerda, isto é, o valor z.h.ai //. Em seguida, computa-se o valor zmax como
o máximo valor de z.h.ai // sobre todos os elementos ai do fluxo, isto é,

zmax D max
16i6n

fz.h.ai //g

Note que o valor de zmax é influenciado apenas pelo número D de elementos dis-
tintos do fluxo, e não por n. Mais especificamente, quanto maior o valor de D,
maior a chance de que zmax atinja valores maiores. Em particular, para que zmax
seja um valor extremamente alto, por exemplo, parece ser razoável esperar que
haja um número grande de elementos distintos, já que deve ser pequena a chance
de que poucos elementos distintos produzam um valor muito alto de zmax. A partir
do valor observado de zmax, portanto, o algoritmo visa inferir D. Tal estimativa é
feita calculando-se a quantidade de elementos distintos para que ocorra, com alta
probabilidade, uma cadeia binária que comece por zmax 0’s. O Algoritmo 5.10 e o
Teorema 5.5 fornecem os detalhes dessa ideia.
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Algoritmo 5.10 Contagem de Elementos Distintos - Contagem Probabilística

função CONTA-ELEMENTOS-DISTINTOS(S ):
seja a função de dispersão h W f0; 1; : : : ; 2` � 1g ! f0; 1gL

zmax  0

a próximo.S/

enquanto a ¤ ; :
zmax  maxfzmax; z.h.a//g

a próximo.S/

retornar 2zmax

Teorema 5.5. Sejam S D a1; a2; : : : ; an um fluxo com D elementos distintos e
zmax o valor computado pelo algoritmo associado ao fluxo. Seja X a variável
aleatória que representa o número de elementos distintos em S . Usando EŒX�

como estimador de D, temos que 2zmax 6 D < 2zmaxC1.

Demonstração. Seja Yz a variável aleatória que representa o menor número de
elementos distintos de S de modo que o resultado do algoritmo seja pelo menos
igual a z. Portanto,

EŒYzmáx � 6 EŒX� < EŒYzmáxC1
�

Note que Yz é uma variável aleatória geométrica, cujo valor esperado pode ser
determinado por

EŒYz� D
1

P.Ez/

onde Ez representa o evento de que um elemento a 2 S seja tal que h.a/ co-
mece por no mínimo z zeros. Como cada dígito de h.a/ pode ser 0 ou 1 de forma
independente dos demais, temos que

P.Ez/ D

�
1

2

�z

D
1

2z

Assim, temos que
EŒYz� D 2z

Portanto,
2zmax 6 EŒX� < 2zmaxC1
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Primeira extensão: o algoritmo LogLog

O algoritmo LogLog é umamelhoria daquele da Contagem Probabilística, apresen-
tado na subseção anterior. Note que a variância que se pode esperar do estimador
do númeroD de elementos distintos, usado no Teorema 5.5, é enorme. Com efeito,
as estimativas que podem ser feitas pelo algoritmo anterior são sempre potências
de 2, que se distanciam uma da outra cada vez mais à medida que tais potências
se tornam maiores. A motivação do algoritmo LogLog é diminuir tal variância.

Uma primeira ideia, que será melhorada na sequência, é descrita a seguir. Su-
ponha que, ao invés de apenas um estimadorD para o número de elementos distin-
tos, sejam usados k estimadores D1; D2; : : : ; Dk . Por exemplo, tais estimadores
podem ser obtidos individualmente tal como D, porém cada um utilizando uma
função de dispersão distinta. Assim, se passarmos a usar como estimador de D a
média aritmética DA de D1; D2; : : : ; Dk , a variância já diminui por uma razão de
k em relação àquela de D. Com efeito, pela Proposição 2.16, temos que

Var.DA/ D Var

 Pk
iD1 Di

k

!
D Var

0@ kX
iD1

1

k
Di

1A
D

kX
iD1

1

k2
Var.Di / D

kX
iD1

1

k2
Var.D/ D

Var.D/

k

No entanto, note que para atingir tal objetivo, a eficiência computacional será redu-
zida, uma vez que k aplicações de funções de dispersão serão executadas, ao invés
de apenas uma. Em seguida, apresentaremos novas ideias que melhorarão o esti-
mador em dois aspectos. O primeiro deles diz respeito ao peso de cada estimativa
Di na composição da média. O segundo sobre a eficiência computacional.

Comecemos pelo primeiro aspecto. Note que cada Di é obtido a partir da ex-
pressão 2qi , para algum natural qi . Portanto, considere o cenário em que q1 D

q2 D � � � D qk�1 D a, para certa constante a, e qk D aC1. Todas as estimativas,
com exceção de uma, resultam em 2a. No entanto, a estimativa única de 2aC1,
pelo fato de ser igual ao dobro de cada uma das outras, põe um grande peso na
média aritmética DA. Dessa forma, pequenas variações nas estimativas individu-
ais ainda resultam, mesmo com a média aritmética, em uma estimativa média que
se aproxima com maior peso aos valores das maiores estimativas individuais. As-
sim, basta apenas uma estimativa entre D1; D2; : : : ; Dk falhar, produzindo uma
estimativa muito maior que o valor real, para que a média DA seja fortemente
afetada.
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O algoritmo LogLog tenta contornar essa fraqueza utilizando uma média alter-
nativa à aritmética. Em seu lugar, o algoritmo utiliza a média geométrica, dada
por

DG D
k
p

D1D2 � � �Dk

Compare a diferença no impacto de valores atípicos em uma série nas duas médias.
Seguindo o exemplo anterior, seD1 D D2 D � � � D Dk�1 D a eDk D 2a, temos
que a média aritmética

DA D

�Pk�1
iD1 a

�
C 2a

k
D

Pk
iD1 a

k
C

a

k
D aC

a

k

e verificamos que a média é maior por um fator aditivo de a=k em relação ao que
seria se todas as estimativas fossem iguais a a. Tal acréscimo é significativo se
k << a, o que normalmente é o caso na aplicação de contagem de elementos
distintos. Por outro lado, no caso da média geométrica, temos que

DG D
k

vuuut0@k�1Y
iD1

a

1A 2a D
k
p

2
k

vuut kY
iD1

a D a
k
p

2

e a média é maior por um fator multiplicativo de k
p

2 em relação ao que seria se
todas as estimativas fossem iguais a a. Note que tal fator multiplicativo independe
do valor de a, muito próximo de 1 para valores modestos de k. Por exemplo, para
k D 64, k

p
2 � 1;0109, o que equivale a dizer que a média se altera pouco mais

de 1% no exemplo anterior, independente da ordem de grandeza de a.
Quanto ao segundo aspecto, sobre a necessidade de computar diversas funções

de dispersão, para cada elemento do fluxo, e a consequente preocupação no custo
computacional, o algoritmo emprega a seguinte ideia. A cada elemento ai do fluxo
é aplicada apenas uma função h de dispersão. Porém, os elementos são particio-
nados em k partes e cada parte produzirá sua própria estimativa, como se toda a
entrada fosse reduzida somente àqueles elementos da parte sendo considerada. A
partição e a computação de cada estimativa D1; D2; : : : ; Dk são conduzidas da
seguinte maneira. Seja ai um elemento do fluxo. Observa-se o sufixo composto
dos b dígitos binários à direita de h.ai /, para alguma constante b escolhida, o qual
denotaremos por sb.h.ai //. A ideia é que elementos ai ; aj do fluxo sejam agru-
pados pertencentes a uma mesma parte do fluxo se, e somente se, compartilham
do mesmo sufixo associado, isto é, sb.h.ai // D sb.h.aj //.
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Para fazer referência a cada parte da partição dos elementos do fluxo, associa-
remos um natural a cada valor de sb.h.ai //, o qual identificará a parte. Note que
o valor sb.x/ consiste de uma cadeia binária de b dígitos. Assim sendo, podemos
associar um natural a cada parte, pela conversão da cadeia binária de sb.x/ para o
decimal correspondente. Para que a numeração das partes comece em 1, tomamos
na verdade o natural que sucede aquele produzido pela conversão. Por consequên-
cia, se b dígitos mais à direita são empregados para determinar as partes, o tama-
nho da partição é 2b , o que implicará em k D 2b estimadores D1; D2; : : : ; Dk

distintos.

Dito de outra maneira, o algoritmo funciona da seguinte forma. Em primeiro
lugar, escolhe-se k D 2b , para certo natural b < L. Para cada elemento ai lido
do fluxo, considera-se o valor h.ai / no cálculo apenas da estimativa Dj C1, onde
j é o natural correspondente a sb.h.ai //. A Figura 5.2 exemplifica a partição
da entrada para a produção de k D 4 estimativas distintas para um fluxo com 10

elementos. Para cada elemento ai do fluxo, h.ai / é uma cadeia comL D 8 dígitos
binários, dos quais os b D 2 últimos são usados para a partição da entrada. Para
o exemplo, as estimativas D1; D2; D3; D4 são calculadas da seguinte forma. No
exemplo, note que h.a5/ D 01011100. Assim, z.h.a5// D 1, pois há exatamente
um 0 na cadeia binária de h.a5/ antes do 1 mais à esquerda. Além disso, como
k D 4 D 2b , então os b D 2 dígitos mais à direita 00 de h.a5/ serão utilizados
para determinar em qual estimativa será computado o elemento a5. Como 00

representa o decimal 0, isto significa que a5 será computado na estimativaD0C1 D

D1. Analogamente, os elementos a6 e a9 também são computados na estimativa
para D1, calculada como 2maxf1;2;2g D 4. As estimativas de D2; D3; D4 são
computadas analogamente como aquela deD1 e são detalhadas na figura. Portanto,
a média geométrica da estimativa de elementos distintos dada por cada parte é de
4
p

4 � 8 � 2 � 4 D 4. Note que, nesse exemplo, tal média está subestimando o valor
real de elementos distintos, que deve ser no mínimo igual a 8, já que é o número
distinto dos valores de dispersão apresentados.

Essa discussão resulta no Algoritmo 5.11. No algoritmo, utilizamos a notação
.x/10 para representar o decimal correspondente à cadeia binária x.

A expressão final que o algoritmo retorna se justifica da seguinte maneira. Em
primeiro lugar, note que, quando se particiona a entrada em k partes, é esperado
que cerca deD=k dosD elementos distintos estejam presentes em cada parte. Por-
tanto, cada estimador Di , dado pelo valor de 2zmaxŒi�, está estimando a quantidade
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Figura 5.2: Partição da entrada para a produção de k D 4 estimativas.

D=k. Utilizando a média geométrica das estimativas, temos que

D

k
D

k

vuut kY
iD1

Di D
k

vuut kY
iD1

2zmaxŒi� D 2M , onde M D

Pk
iD1 zmaxŒi �

k

e, portanto,
D D k2M

Em verdade, a análise anterior possui um viés que pode ser corrigido com a multi-
plicação de uma constante, que depende exclusivamente do número de partes k. A
derivação dessa análise está fora do propósito deste texto por ser demasiadamente
técnica. A constante ˛ D 0;79402 utilizada no algoritmo pode ser empregada para
todo k > 64 sem notáveis diferenças do valor real.

Segunda extensão: o algoritmo HyperLogLog

O algoritmo HyperLogLog é uma melhoria do algoritmo LogLog apresentado na
subseção anterior basicamente por um único aspecto. Análises subsequentes de-
mostraram que a média harmônica possui resultados melhores do que a geomé-
trica.
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Algoritmo 5.11 Algoritmo LogLog

função LOGLOG(S ):
seja a função de dispersão h W f0; 1; : : : ; 2` � 1g ! f0; 1gL

seja b < L

definir vetor zmaxŒ1::2b� 0

a próximo.S/

enquanto a ¤ ; :
v  h.a/

j  .sb.v//10 C 1

zmaxŒj � maxfzmaxŒj �; z.v/g

a próximo.S/

M  

Pk
iD1 zmaxŒi �

k
retornar ˛k2M , onde ˛ D 0;79402

A média harmônica DH de D1; D2; : : : ; Dk é dada por

DH D
k

1

D1
C

1

D2
C � � � C

1

Dk

Realizando análise análoga àquela da seção anterior, temos que cada estimativaDi

é referente a cerca de D=k elementos, o que resulta no caso da média harmônica
que

D

k
D

k
1

D1
C

1
D2
C � � � C

1
Dk

D k

0@ kX
iD1

2�zmaxŒi�

1A�1

resultando que

D D k2

0@ kX
iD1

2�zmaxŒi�

1A�1

A expressão anterior possui também viés que pode ser calculado e, como no
caso do algoritmo LogLog, pode ser corrigido pela multiplicação de uma constante
˛k cuja análise também está fora dos propósitos do texto. A expressão apresentada
no Algoritmo 5.12 para ˛k serve contanto que k > 128.
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Algoritmo 5.12 Algoritmo HyperLogLog

função HYPERLOGLOG(S ):
seja a função de dispersão h W f0; 1; : : : ; 2` � 1g ! f0; 1gL

seja b < L

defina vetor zmaxŒ1::2b� 0

a próximo.S/

enquanto a ¤ ; :
v  h.a/

j  .sb.v//10 C 1

zmaxŒj � maxfzmaxŒj �; z.v/g

a próximo.S/

retornar ˛kk2
�Pk

iD1 2�zmaxŒi�
��1

, onde ˛k D 0;7213=.1C 1;079=k/

Por fim, é necessário observar que as implementações de HyperLogLog tam-
bém trocam de algoritmos de estimação quando as estimativas se aproximam para
valores fora de certo intervalo previsível (isto é, que são muito pequenos ou muito
grandes). Tais limites são apontados nos trabalhos originais e estão omitidos no
texto.

5.6 Pertinência ao Fluxo

Seja S D a1; a2; : : : ; an um fluxo, com jai j 6 ` para todo 1 6 i 6 n. O problema
de pertinência ao fluxo S é aquele de determinar se um dado valor s é um elemento
de S , isto é, determinar se

s D ai para algum 1 6 i 6 n

Existem inúmeros exemplos nos quais uma solução eficiente para tal problema é
de interesse. Note que esse problema consiste em uma das operações fundamentais
de estrutura de dados, que é aquela de buscar se um dado elemento foi previamente
inserido na estrutura de dados.

Como um exemplo moderno de aplicação, podemos citar o problema de exe-
cutar um web crawler. O crawler consiste de uma aplicação que, a partir de uma
página web, acessa outras páginas web através de ponteiros (links) contidos nesta
página. Para cada página encontrada desta forma, o processo se repete de modo
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recursivo. O objetivo do crawler é visitar todas as páginas (ou a maior quanti-
dade possível delas) que são encontradas a partir da página inicial em navegação
recursiva. Naturalmente, deseja-se que tal busca evite reprocessar páginas anteri-
ormente já visitadas. Assim, para cada página carregada, é necessário descobrir
se ela já foi encontrada por uma outra sequência de links. Uma navegação deste
tipo é conduzida, por exemplo, pelos sites de busca, que precisam periodicamente
varrer a Internet à procura de novas páginas.

Em termos do problema de pertinência a fluxos, podemos modelar a aplicação
da seguinte maneira. A página inicial, cujo endereço é inicialmente dado, é car-
regada e considerada o elemento a1 do fluxo S . Note que a1 representa os bits
da página propriamente dita, e não apenas a descrição da URL dessa página. Isto
é útil, pois é comum que URLs diferentes carreguem efetivamente o mesmo con-
teúdo. Para i > 1, cada nova página ai carregada insere novos elementos ao fluxo.
Cada um deles consiste de uma página que é carregada através dos links de ai ,
lidos em alguma ordem arbitrária. Naturalmente, tais novos elementos não são ne-
cessariamente distintos dos anteriores, já que uma página pode ser descoberta por
diferentes sequências de navegações a partir da página inicial. Para evitar inspeci-
onar uma página mais de uma vez, o crawler precisa decidir, ao carregar uma nova
página s D aj através de um link de ai , com j > i , se s 2 fa1; a2; : : : ; aj �1g.
Se a resposta for afirmativa, os links de s são ignorados, uma vez que eles já fo-
ram anteriormente considerados. Note que S pode possuir bilhões ou trilhões de
elementos, cuja manutenção em memória seria de altíssimo custo.

O filtro de Bloom

Sejam S D a1; a2; : : : ; an um fluxo, com jai j 6 ` para todo 1 6 i 6 n e s uma
dado valor. O problema da pertinência ao fluxo S é determinar se s 2 S ou s … S .

Uma solução eficiente em tempo é a utilização de uma tabela de acesso direto.
Nessa solução, definimos um vetor V Œ0::2` � 1� de bits, inicialmente nulo. Para
cada i D 1; 2; : : : ; n, após a leitura de ai 2 S , inserimos ai na tabela atribuindo
a V Œai � o valor 1. Dessa forma, para testar se s pertence a S , basta verificar se
V Œs� D 1. Esta ideia é elaborada no Algoritmo 5.13. No algoritmo, a função
LEITURA é encarregada de ler todos os elementos do fluxo e preparar a estrutura
de dados que será usada pela função PERTINÊNCIA, que efetivamente fará o teste
de pertinência dados a estrutura V , previamente preparada, e o elemento s a ser
buscado. Naturalmente, a viabilidade dessa solução fica condicionada à disponi-
bilidade de um espaço de 2` bits.

O filtro deBloom é uma estrutura que resolve o problema de pertinência quando
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Algoritmo 5.13 Pertinência a Conjuntos - Paradigma Clássico

função LEITURA(S ):
defina o vetor V Œ0::2` � 1� 0

a próximo.S/

enquanto a ¤ ; :
V Œa� 1

a próximo.S/

retornar V

função PERTINÊNCIA(V , s):
retornar V Œs� D 1

não se dispõe de 2` bits de espaço. Ele é empregado quando pode-se dispor de ˛n

bits em memória, para alguma constante ˛ não muito alta, e n << 2`. Como
exemplo, considere a aplicação de web crawler descrita na introdução. Naquela
aplicação, o valor de n pode ser considerado da ordem dos bilhões. Para um con-
junto de servidores, não é difícil armazenar algumas centenas de bilhões de bits,
o que seria espaço da ordem de 100n. No entanto, como cada ai consiste de uma
página web, o valor de ` seria o tamanho máximo que uma página pode ter em bits.
Tal tamanho já é, como problema inicial, impossível de determinar. Mesmo apli-
cando um limite máximo de 13 KB� 100:000 bits para o tamanho das páginas, o
que provavelmente estaria abaixo do tamanho real de diversas páginas, a solução
por tabela de acesso direto requer espaço de 2100000 bits, o que é impossível.

A ideia do filtro de Bloom é a criação de um vetor V Œ1::L� de bits (chamado
de filtro), para certa constante L D O.n/. Associadas ao filtro, estão k funções de
dispersão

h1; h2; : : : ; hk W f0; 1; : : : ; 2`
� 1g ! f1; 2; : : : ; Lg

independentes duas a duas. O filtro é inicialmente nulo. Para cada ai 2 S , inse-
rimos ai ao filtro, o que é feito através da atribuição a V Œhj .ai /� do valor 1 para
todo 1 6 j 6 k. Para verificar a pertinência de certo dado s a S , o algoritmo
responde SIM se V Œhj .s/� D 1 para todo 1 6 j 6 k ou, caso contrário, responde
NÃO. O Algoritmo 5.14 corresponde a essa ideia geral.

Por construção, se V Œhj .s/� D 0 para algum 1 6 j 6 k, então claramente s …

S e a resposta NÃO é correta. No entanto, se V Œhj .s/� D 1 para todo 1 6 j 6 k,
a resposta SIM pode estar equivocada. É possível que parte dos bits 1 encontrados
foi devida à presença de certo ap 2 S , enquanto a outra parte foi devida à presença
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Algoritmo 5.14 Pertinência a Conjuntos - Filtro de Bloom

função LEITURA(S ):
sejam funções de dispersão h1; h2; : : : ; hk W f0; 1; : : : ; 2` � 1g !

f1; 2; : : : ; Lg

seja L D ˛n, para alguma constante ˛ não muito alta
defina vetor V Œ1::L� 0

a próximo.S/

enquanto a ¤ ; :
para j  1 até k :

V Œhj .a/� 1

a próximo.S/

retornar V

função PERTINÊNCIA(V , s):
para j  1 até k :

se V Œhj .s/� D 0 então
retornar NÃO

retornar SIM

de outros aq 2 S , de modo que V Œhj .s/� D 1 para todo 1 6 j 6 k mesmo que
s … S . Portanto, o filtro de Bloom tem como característica a possibilidade de
produzir falsos positivos a consultas de pertinência, mas nunca falsos negativos.
O Teorema 5.6 determina a probabilidade da ocorrência de um falso positivo.
Teorema 5.6. Seja S D a1; a2; : : : ; an um fluxo. Considere o filtro do Bloom
associado às funções de dispersão h1; h2; : : : ; hk independentes duas a duas com
imagem no conjunto f1; 2; : : : ; Lg. Seja FALSOPOSITIVO o evento em que, dado um
valor s … S , o algoritmo responde SIM, isto é, V Œhj .s/� D 1 para todo 1 6 j 6 k.
Então,

(i) P.FALSOPOSITIVO/ � .1 � e�nk=L/k

(ii) mantendo-se fixa a razão n=L, a probabilidade do item .i/ é minimizada
para

k D
Lln.2/

n

correspondendo a

P.FALSOPOSITIVO/ � 0;6185L=n
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Demonstração. Sob a hipótese de que as funções de dispersão são independentes,

P.FALSOPOSITIVO/ D P.V Œhj .s/� D 1 para todo 1 6 j 6 k/

D P.V Œh1.s/� D 1/P.V Œh2.s/� D 1/ � � �P.V Œhk.s/� D 1/

D P.V Œ1� D 1/k

sendo que a última igualdade decorre da independência e uniformidade das fun-
ções. Note que, para certo 1 6 j 6 k e 1 6 i 6 n, temos que

P.hj .ai / ¤ 1/ D
L � 1

L
D 1 �

1

L

Como para que certa posição p seja tal que V Œp� D 0 é necessário que hj .ai / ¤ p

para todo 1 6 j 6 k, 1 6 i 6 n, temos que

P.V Œ1� D 1/ D 1 � P.V Œ1� D 0/

D 1 � P.hj .ai / ¤ 1 para todo 1 6 j 6 k, 1 6 i 6 n/

D 1 �

�
1 �

1

L

�nk

Usando o fato que er D lim
n!1

.1C r=n/n, temos que

P.V Œ1� D 1/ D 1 �

 �
1C
�1

L

�L
!nk=L

� 1 � e�nk=L

Portanto,

P.FALSOPOSITIVO/ � .1 � e�nk=L/k

provando o item .i/. Passemos agora ao item .i i/, referente ao número k de fun-
ções de dispersão que minimiza a probabilidade de falso positivo, mantendo-se
fixo n=L. Para tanto, derivando a expressão P.FALSOPOSITIVO/ com respeito a k

e igualando-a a zero, temos uma equação em k que conduz ao valor mínimo. Para
simplificar um pouco as contas, contudo, utiliza-se do fato de que para funções
quaisquer f .k/; g.k/ tais que

f .k/ D eg.k/
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temos que
df .k/

dk
D eg.k/ dg.k/

dk

e, como eg.k/ não se anula, a derivada de f .k/ se anula exatamente nos mesmos
pontos para os quais a derivada de g.k/ se anula. Aplicando tal observação, com
f .k/ D P.FALSOPOSITIVO/ e g.k/ D lnP.FALSOPOSITIVO/ D kln.1 � e�nk=L/,
queremos determinar as raízes de

dg.k/

dk
D ln.1 � e�nk=L/C

nk

L
�

e�nk=L

1 � e�nk=L

É fácil verificar que

k D
Lln.2/

n

é uma raiz da função acima. Pode-se mostrar também (Exercício 5) que este é o
ponto de mínimo global. Naturalmente, o número ótimo de funções de dispersão
deve ser um valor inteiro próximo daquele de k calculado acima. Portanto, para
tal valor de k,

P.FALSOPOSITIVO/ �

�
1

2

�Lln.2/
n

� .0;6185/
L
n

Assim, para L D 10n, a probabilidade de se obter falsos positivos é de 0;82%.

5.7 Frequência de Elementos

Seja S D a1; a2; : : : ; an um fluxo, com jai j 6 ` para todo 1 6 i 6 n. Nesta
seção, trataremos de um problemamais geral que aquele de pertinência. Estaremos
interessados em determinar a frequência de um elemento, ou seja, a quantidade de
elementos do fluxo iguais a dado valor de consulta. Entre as aplicações desse tipo
de problema, podemos citar aquela relacionada a um processo de votação, a partir
de um fluxo com os votos, cada voto consistindo da identificação de um candidato
dentre m D 2` possíveis, deseja-se saber a frequência com que os candidatos
foram votados. Em particular, pode-se desejar determinar o candidatomais votado,
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aqueles que foram votados acima de um limiar de número de votos ou se há um
candidato que tenha recebido mais da metade dos votos, entre outros problemas.
A próxima seção é dedicada a esse último problema.

O algoritmo do elemento majoritário

O primeiro problema dessa categoria, que chamaremos de Problema do Elemento
Majoritário, será aquele de decidir se algum elemento do fluxo recebeu mais da
metade dos votos e, no caso afirmativo, determinar tal elemento. Esse problema
já foi estudado na Seção 3.3.2, no contexto de algoritmos randomizados. No con-
texto deste capítulo, os votos são considerados um fluxo, para o qual é impraticável
(ou inconveniente) manter seus elementos todos em memória. Em primeiro lugar,
mostramos que qualquer algoritmo determinístico que resolva em uma única lei-
tura do fluxo requer espaço ˝.min.n; m//, o que torna impraticável no contexto
de dados massivos.

Teorema 5.7. Seja S D a1; a2; : : : ; an um fluxo, com 0 6 ai < m D 2` para
todo 1 6 i 6 n. Qualquer algoritmo determinístico que resolva o problema do
elemento majoritário em uma única leitura do fluxo requer espaço ˝.min.n; m//.

Demonstração. Seja um algoritmo que resolva o problema do elemento majoritá-
rio em uma única leitura do fluxo empregando espaço o.min.n; m//. Considere
um fluxo do qual n=2 elementos foram lidos e n=2 elementos ainda restam ser li-
dos pelo algoritmo. Note que qualquer elemento já lido pode eventualmente ser o
elemento majoritário, o que ocorrerá se os próximos n=2 elementos a serem lidos
são iguais a qualquer elemento previamente lido. Assim, para que tal algoritmo
possa cumprir seu objetivo, é necessário que nesse ponto da leitura do fluxo todos
os elementos distintos possam ser distinguidos em memória, pois quaisquer um
deles pode ser a resposta final.

A prova é delineada da seguinte forma. Mostra-se a existência de dois fluxos
com n=2 elementos, com diferentes conjuntos de elementos distintos, tais que o
espaço de memória disponível é insuficiente para distinguir os elementos distintos
do primeiro fluxo em relação àqueles do segundo, pois os respectivos estados de
memória serão mostrados idênticos. Como o conjunto de elementos distintos de
ambos os fluxos são diferentes, sem perda de generalidade assuma que no primeiro
fluxo há um elemento c inexistente no segundo. Considere agora a operação de
adicionar a ambos os fluxos n=2 elementos, todos iguais a c. No primeiro fluxo,
haverá um elemento majoritário (o elemento c), enquanto no segundo não haverá.
Se os estados de memória do algoritmo são indistintos até a leitura da primeira



5.7. Frequência de Elementos 155

metade dos elementos de cada um dos fluxos, então as conclusões do algoritmo
após a leitura da segunda metade também deverão ser as mesmas, uma vez que os
elementos da segunda metade de ambos os fluxos são os mesmos. Naturalmente,
uma das respostas estará equivocada, o que resulta em uma contradição o algo-
ritmo resolver o problema. Portanto, não pode existir um algoritmo que resolva o
problema empregando espaço o.min.n; m//.

Passemos a mostrar a existência dos dois fluxos anteriormente mencionados.
Sejam k D dn=2e e Ck o conjunto de todos os fluxos com k elementos entre
0 e m � 1. Seja f .S 0/ a função que mapeia um fluxo S 0 2 Ck ao conjunto
de seus elementos (lembre que um conjunto não admite repetição de elementos).
Isto é, os elementos do contradomínio da função f são os subconjuntos de S D
f0; 1; : : : ; m�1g. Se k > m, qualquer subconjunto de S é imagem de algum fluxo
de Ck . Logo, o conjunto Im.f / imagem de f é tal que jIm.f /j D 2m. Se k < m,
então nem todo subconjunto de S pode ser mapeado por algum elemento de Ck .
Em especial, por exemplo, o próprio conjunto S não pode ser mapeado, pois não
há número suficiente de elementos no fluxo. Nesse caso, temos que

jIm.f /j D

kX
iD1

 
m

i

!
>

kX
iD1

 
k

i

!
D 2k

� 1 D �.2k/

Como k D dn=2e, temos que

jIm.f /j D ˝.min.2n=2; 2m//

Para representar de maneira distinta todos os elementos de Im.f /, é necessário
uma memória de˝.min.n; m// bits. Logo, para qualquer algoritmo que utilize es-
paçoM de memória comM D o.min.n; m// bits, existiriam dois fluxos S 0

1; S 0
2 2

Ck , com f .S 0
1/ ¤ f .S 0

2/, para os quais o algoritmo representaria indistintamente
f .S 0

1/ e f .S 0
2/ em M , ou seja, ambos os espaços de memória seriam idênticos.

Isto completa a prova.

Como consequência do Teorema 5.7, os algoritmos determinísticos para se
resolver o problema do elemento majoritário em única leitura de um fluxo são
inviáveis se n; m são ambos muito grandes. No entanto, há um algoritmo determi-
nístico com espaço O.lognC `/ se for permitido relaxar o requerimento de que
o algoritmo diferencie o caso de haver ou não um elemento majoritário. O único
requerimento para o algoritmo é que, caso exista um elemento majoritário, que
ele seja determinado corretamente. Caso não exista, o algoritmo poderia reportar
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qualquer elemento. Em suma, há considerável ganho de espaço se é admissível
falsos positivos na solução do problema, mas não falsos negativos.

O algoritmo é como segue. Inicializa-se a variável s com o valor 0 e define-
se a variável c como nula. O papel da variável c é guardar, a todo momento, o
elemento que será eleito como majoritário ao fim do algoritmo. O valor de s pode
ser entendido, informalmente por ora, como o grau de confiança que o algoritmo
tem sobre c ser o elemento correto. O algoritmo poderá mudar o valor de c ao
longo de sua execução, mas ao final, sempre reportará o valor c como majoritário.
O critério de escolha do elemento majoritário é dado a seguir. Para cada elemento
ai lido do fluxo, incrementa-se s se c D ai , isto é, se o novo elemento lido é igual
ao candidato corrente a majoritário. Caso c ¤ ai , então decrementa-se s se s > 0.
Se s for nulo, o algoritmo “perde a confiança” de que o valor vigente de c é o
candidato certo e troca para o novo lido, isto é, faz-se c D ai e s D 1. Ao final
da leitura do fluxo, retorna-se c como elemento majoritário. O Algoritmo 5.15
apresenta esse algoritmo, e o Teorema 5.8 se preocupa com sua correção. Como
c é representável por ` bits e s D O.n/, segue que a complexidade de espaço do
algoritmo é O.lognC `/.

Algoritmo 5.15 Elemento Majoritário

função ELEMENTO-MAJORITÁRIO(S ):
c; s  NULO; 0

a próximo.S/

enquanto a ¤ ; :
se c D a então

s  s C 1

senão
se s > 0 então

s  s � 1

senão
c; s  a; 1

a próximo.S/

retornar c

Teorema 5.8. Seja S D a1; a2; : : : ; an um fluxo, com jai j 6 ` para todo 1 6 i 6
n, onde cada ai pertence a f0; 1; : : : ; m � 1g, com m D 2`. O Algoritmo 5.15
retorna o elemento majoritário caso exista um.
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Demonstração. Para a prova, vejamos cada novo elemento do fluxo como um voto
e precisamos verificar, ao final, se há um candidato eleito majoritariamente. A cor-
reção do algoritmo pode ser verificada da seguinte maneira. Primeiro, afirmamos
que a seguinte proposição é válida após a inicialização do algoritmo para i D 0 e
ao término da i -ésima iteração para todo 1 6 i 6 n:

nvotos.p; i/ 6

8̂̂̂<̂
ˆ̂:

i C s

2
, se p D c

i � s

2
, se p ¤ c

onde nvotos.p; i/ consiste do número de votos que o candidato p recebe nos pri-
meiros i elementos de S . Sob a hipótese da validade dessa proposição, temos que,
ao final do algoritmo, vale que

nvotos.p; n/ 6
n � s

2

para todo p ¤ c. Como s > 0, equivale a dizer que todo candidato distinto de c

não recebeu votos da maioria. Logo, há um candidato votado pela maioria e este é
precisamente c ou simplesmente não há, o que comprova a correção. Falta apenas
comprovar a validade da proposição.

A prova é feita por indução em i . Para i D 0, temos que

nvotos.p; 0/ D
i � s

2
D

i C s

2
D 0

para qualquer p, pois i D s D 0 após a inicialização, o que torna a proposição
trivialmente válida. Se i > 0, suponha que a afirmação seja válida para todo
0 6 i 0 < i . Para o caso geral, note que a proposição faz duas subafirmações, uma
para o candidato corrente c e outra para os demais. Além disso, as variáveis c; s

são modificadas de três diferentes maneiras, conforme se

(i) c D ai , (ii) c ¤ ai e s > 0, e (iii) c ¤ ai e s D 0

Assim, a prova consiste de mostrar que cada subafirmação é válida em cada um
dos três casos, o que totaliza 6 casos a serem analisados. Serão analisados 2 de
tais casos em seguida.
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• para c D ai : nesse caso, a variável s é incrementada. Assim, por hipótese
de indução, ao final da i 0-ésima iteração, com i 0 < i , era válido que

nvotos.p; i 0/ 6

8̂̂̂<̂
ˆ̂:

i 0 C s0

2
, se p D c

i 0 � s0

2
, se p ¤ c

onde s0 representa o valor de s ao fim daquela iteração. Para o caso particular
da iteração anterior, temos que

– se p D c:

nvotos.p; i/ D nvotos.p; i�1/C1 6
.i � 1/C .s � 1/

2
C1 D

i C s

2

– se p ¤ c:

nvotos.p; i/ D nvotos.p; i � 1/ 6
.i � 1/ � .s � 1/

2
D

i � s

2

Os demais quatro casos podem ser analisados de forma análoga (Exercício 6).

5.8 Semelhança entre Conjuntos

Nesta seção, discutiremos o problema de determinar, dados os conjuntos A e B , o
quão semelhantes eles são entre si. A medida de semelhança utilizada é a propor-
ção de elementos comuns entre A e B . Formalmente, a semelhança entre A e B ,
conhecida como coeficiente de semelhança de Jaccard, denotada por J.A; B/, e
definida como

J.A; B/ D
jA \ Bj

jA [ Bj

Pode-se considerar diversas aplicações relacionadas ao problema. Original-
mente, a determinação de semelhança foi empregada na detecção de páginas web
que eram cópias de outras, a menos de pequenas modificações. Para isso, cada
página era representada por seu conjunto de palavras e considerava-se que duas
páginas eram semelhantes o suficiente para serem consideradas cópias se a seme-
lhança entre os conjuntos de palavras correspondentes ultrapassava certo limiar.
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Aplicações análogas na detecção de imagens similares e detecção de plágios em
documentos são encontradas na literatura. Em aplicações dessa natureza, os con-
juntos a terem sua semelhança medida podem ser de cardinalidade considerável.
Nesta seção, assume-se que tais cardinalidades são arbitrariamente grandes, de
modo que os elementos de cada conjunto são lidos como fluxos.

Sejam SA D a1; a2; : : : ; ar e SB D b1; b2; : : : ; bs fluxos para os quais se
deseja computar J.A; B/, onde A D fa1; a2; : : : ; arg e B D fb1; b2; : : : ; bsg.
Sejam n D maxfr; sg e ` o maior tamanho de elemento em bits. No paradigma
clássico, pode-se computar J.A; B/ em tempo O.n logn/ e espaço O.n`/ (ver
Exercício 7). Porém, em tais algoritmos, todos os elementos precisam ser guarda-
dos ao mesmo tempo em memória. Há algoritmos de tempo O.n/ e espaço O.2`/

para os quais isto não é necessário, mas o espaço requerido é, em geral, proibitivo.
A solução apresentada a seguir produz uma estimativa em complexidade de tempo
O.n/, espaço constante e requer apenas uma leitura de cada elemento.

A técnica a ser apresentada se assemelha àquela empregada no algoritmo de
dispersão mínima, apresentado na Seção 5.5. Seja h uma função de dispersão tal
que

h W f0; 1; : : : ; 2`
� 1g ! f1; 2; : : : ; Lg

para algum natural L. Adicionalmente, para essa aplicação, assumiremos que h

seja injetora, isto é, h.x/ ¤ h.y/ se x ¤ y.
O algoritmo para semelhança se baseia no valor hA

min (resp. hB
min) definido

como o valor mínimo da função h sobre todos os elementos de SA (resp. SB ).
Isto é,

hA
min D min

16i6r
fh.ai /g e hB

min D min
16i6s

fh.bi /g (5.3)

Em seguida, compara-se o valor de hA
min e hB

min. Se A D B , então certamente
hA
min D hB

min. Caso contrário, ainda pode ocorrer de hA
min D hB

min mesmo quando
A ¤ B . E o ponto fundamental da ideia é a determinação da probabilidade com
que tal evento ocorre.

Teorema 5.9. Sejam hA
min e hB

min determinados como em (5.3). Temos que

P.hA
min D hB

min/ D J.A; B/

Demonstração. Primeiramente, seja hmin o menor valor de dispersão sobre todos
os elementos de A e B . Ou seja,

hmin D min
a2A[B

fh.a/g
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Note que
hmin D minfhA

min; hB
ming

Seja amin 2 A[B tal que h.amin/ D hmin. Observe que hA
min D hB

min se e somente
se

hA
min D hB

min D hmin

que por sua vez ocorre se e somente se

amin 2 A \ B

Portanto, a probabilidade de que hA
min D hB

min é a mesma daquela que o elemento
especial amin de A [ B esteja em ambos A e B . Formalmente,

P.hA
min D hB

min/ D P.amin 2 A \ B/ D
jA \ Bj

jA [ Bj
D J.A; B/

SejaXh a variável aleatória de Bernoulli tal que, dados fluxosA; B ,Xh D 1 se
hA
min D hB

min. Portanto, pelo Teorema 5.9, temos que Xh D 1 com probabilidade
p D J.A; B/ e, assim, o valor esperado EŒXh� é igual a p. Porém, a variância
de Xh é muita alta, pois em cada medição, os únicos valores possíveis de Xh

são 0 ou 1 e nada entre eles. O algoritmo que virá a seguir emprega a ideia de
utilizar k funções h1; h2; : : : ; hk de dispersão e, para cada uma, medir o valor da
variável aleatória Xhi

e usar como estimador J de J.A; B/ a média aritmética de
Xh1

; Xh2
; : : : ; Xhk

. Em outras palavras,

J D

Pk
iD1 Xhi

k

Enquanto Var.Xh/ corresponde à variância no caso de uma única função de
dispersão h, para o estimador J temos que

Var.J / D Var

 Pk
iD1 Xhi

k

!
D Var

0@ kX
iD1

1

k
Xhi

1A D kX
iD1

1

k2
Var.Xhi

/

D

kX
iD1

1

k2
Var.Xh/ D

Var.Xh/

k
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Algoritmo 5.16 Semelhança de Conjuntos – Coeficiente de Jaccard

função OBTÉM-ASSINATURA(S ):
definir vetor HminŒ1::k� C1

a próximo.S/

enquanto a ¤ ; :
para i  1 até k :

HminŒi � minfHminŒi �; hi .a/g

a próximo.S/

retornar Hmin

função SEMELHANÇA(SA, SB ):
H A

min  OBTÉM-ASSINATURA.SA/

H B
min  OBTÉM-ASSINATURA.SB/

c  0

para i  1 até k :
se H A

minŒi � D H B
minŒi � então

c  c C 1

retornar c=k

Portanto, note que o uso de mais funções de dispersão tem o efeito de diminuir
a variância da estimativa quando comparada àquela que usa apenas uma função
de dispersão. O Algoritmo 5.16 formaliza a discussão anterior para a semelhança
de conjuntos pelo coeficiente de Jaccard. A tupla ..h1/A

min; .h2/A
min; : : : ; .hk/A

min/

com os valores de hA
min para cada função de dispersão h D h1; h2; : : : ; hk com

respeito ao conjunto A é chamada de assinatura de A.

5.9 Exercícios

5.1 Ajuste o Exemplo 2 para que o algoritmo escolha k elementos de S com
distribuição uniforme, ao invés de apenas um.

5.2 Determine as probabilidades P.K D 11 j r D 210 � 1/ e P.K D 12 j r D

210 � 1/ no contexto da expressão (5.2).

5.3 Para cada problema P sendo solucionado neste capítulo por um algoritmo
de dados massivos, produza um conjunto de testes conforme a seguinte es-



162 5. Algoritmos de Dados Massivos

tratégia.

Seja A certo número arbitrário de amostras. Seja D um conjunto de valores
crescentes de naturais, representando tamanhos de fluxo. Para cada N 2 D,
produza A conjuntos de entradas arbitrárias, todas envolvendo um fluxo de
tamanhoN , e execute dois algoritmos distintos para cada entrada produzida:

• o algoritmo de dados massivos apresentados no capítulo;
• um algoritmo determinístico exato para o problema.

Para cada conjunto de amostras, seja rM a média aritmética dos resultados
do algoritmo de dados massivos nasA amostras verificadas. Analogamente,
seja rD a média aritmética dos resultados do algoritmo determinístico exato.
Tabule os seguintes dados:

Problema P , empregando A amostras:

N rM rD % erro (j rM�rD
rD
j)

… … … …

Para o problemaP , produza uma análise baseada nos dados tabulados acima,
envolvendo a média do percentual de erro e outras métricas estatísticas que
julgar adequadas.

5.4 Adapte o Teorema 5.4 na hipótese que o contradomínio da função de dis-
persão h seja um intervalo real fechado Œ0; L�, para alguma constante L D

O.n/. Nesse caso, mostre que

D D
L

hmin
� 1

5.5 Prove que, para filtros de Bloom onde se mantém n=L fixo, o valor de
k D Lln.2/

n
é um ótimo global para a expressão da probabilidade de falsos

positivos.

5.6 Termine a prova de correção do algoritmo do elemento majoritário (Se-
ção 5.7), estendendo a análise do caso geral da indução para as outras 4

verificações que ficaram pendentes, conforme discutido na prova.
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5.7 Sejam A e B conjuntos de cardinalidade n com elementos arbitrários. Con-
sidere que o tamanho de cada elemento de A ou B possua no máximo ` bits.
Elabore algoritmos para determinar J.A; B/ com as seguintes complexida-
des:

(i) tempo O.n logn/ e espaço O.n`/

(ii) tempo O.n/ e espaço O.2`/

5.10 Notas Bibliográficas
O algoritmo da contagem de elementos que satisfazem certa propriedade foi apre-
sentado por Morris (1978), cujas ideias incentivaram o emprego de técnicas simi-
lares em outros problemas relacionados. No problema de determinação da quan-
tidade de elementos distintos, a solução da Contagem Linear foi apresentada por
Whang, Zanden e Taylor (1990). O algoritmo da Contagem Probabilística foi in-
troduzido por Flajolet e Martin (1985). A versão deste algoritmo, conforme apre-
sentada neste capítulo, é devida a Alon, Matias e Szegedy (1999). A partir daí,
Flajolet trabalhou com diferentes grupos de coautores para avançar na solução
desse problema. Um deles foi o algoritmo LogLog, por Durand e Flajolet (2003).
Mais tarde, o algoritmo HyperLogLog por Flajolet, Fusy et al. (2007) foi apresen-
tado. Gibbons (2016) compara os diversos algoritmos de dados massivos para o
problema da determinação da quantidade de elementos distintos. O algoritmo para
a determinação do elemento majoritário é devido a Misra e Gries (1982). Os fil-
tros de Bloom foram introduzidos em 1970, levando o nome do seu criador (Bloom
1970). O algoritmo para determinação da semelhança de conjuntos foi descoberto
por Broder (1997), cujo primeiro emprego foi na detecção de páginas web dupli-
cadas no mecanismo de busca do AltaVista. Uma referência recente com vários
dos algoritmos apresentados neste capítulo, entre outros problemas em dados mas-
sivos, é o livro de Blum, Hopcroft e Kannan (2020). Outra referência, com uma
abordagem mais prática, é o livro de Gakhov (2019).



6 Aprendizado de
Máquina

6.1 Introdução

Nesse capítulo, abordaremos o tema do aprendizado de máquina. No início do
livro, mencionamos que a ciência de dados é matéria relativamente recente, cuja
abrangência exata ainda não é consenso comum aos pesquisadores da área. Depen-
dendo da autoria, um texto de ciência de dados pode ou não incluir certos temas. O
mesmo se aplica, talvez até em maior grau, à matéria de aprendizado de máquina.
Devido, possivelmente, a sua popularidade alcançada nos últimos anos, há casos
em que tópicos não inerentes, inclusive à ciência de dados, recebem a denomina-
ção geral de aprendizado de máquina e são incluídos em seu estudo.

Para compor o presente capítulo, selecionamos alguns tópicos, os quais julga-
mos relevantes para o aprendizado de máquina. Observamos ainda, que a seleção
realizada certamente não esgota o assunto.

O capítulo se inicia com a descrição de uma motivação para o estudo do apren-
dizado de máquina. Em seguida, descrevemos o problema geral que será tratado
no capítulo. Na sequência, apresentamos os principais tipos de aprendizado de
máquina encontrados na literatura. A seção seguinte apresenta a aplicação inicial
que será tratada no capítulo. Na sequência, descrevemos o algoritmo do Percep-
tron. O importante conceito da dimensão de Vapnik–Chervonenkis é apresentado
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em seguida. O Teorema de Vapnik–Chervonenkis é então formulado. Finalmente,
o método da regressão linear é apresentado, cujo objetivo é estabelecer uma re-
lação linear, quando possível, entre dois conjuntos de variáveis, independente e
dependente, respectivamente.

6.2 Motivação

O aprendizado de máquina é parte da área da ciência da computação conhecida
como inteligência artificial. Embora tenha se popularizado, especialmente nos
últimos anos, a inteligência artificial, incluído o aprendizado de máquina, já era
considerada no passado entre as áreas essenciais para a computação. Por exemplo,
nos anos 60, já havia departamentos inteiros em universidades, dedicados quase
que integralmente a essas áreas. Depois de uma certa estagnação nos resultados
apresentados, essas áreas perderam um pouco sua proeminência, embora perma-
necessem ativas ao longo dos anos.

Esse panorama sofreu enorme mudança a partir do início desse século. A inte-
ligência artificial, em particular o aprendizado de máquina, tem colhido resultados
concretos e relevantes, em diferentes áreas de aplicação. Os departamentos especi-
alizados em inteligência artificial estão ressurgindo nas universidades, motivados
pelo sucesso dos resultados da área. Métodos baseados em aprendizado de má-
quina, apresentam importantes aplicações em atividades tão distintas, como, por
exemplo, mercado financeiro: para avaliar grau de risco na concessão de emprés-
timos; clínica médica: para elaborar possíveis diagnósticos médicos de pacientes;
análise de conteúdo de correio eletrônico: para identificar mensagens espúrias;
análise de jogos: para elaborar estratégias vencedoras de jogos discretos e muitos
outros. Um exemplo elucidativo é o jogo de xadrez. Um programa de compu-
tador, baseado em aprendizado de máquina, recentemente derrotou no jogo de
xadrez, um outro programa, que utilizava técnica diferente, o qual havia derrotado
o enxadrista campeão mundial Garry Kasparov na década de 90. Há poucos anos,
seria impensável imaginar que um algoritmo pudesse derrotar o campeão mundial
de xadrez.

6.3 A Técnica Geral

O problema geral a ser considerado é o da classificação. No caso, supomos que
seja dado um conjunto X , cujos elementos desejamos classificar em dois ou mais
tipos. De acordo com a classificação encontrada, para cada elemento do conjunto,
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seria realizada alguma operação relativa a ele. Por exemplo, seX for um conjunto
de possíveis doenças, cada qual quantificada por meio de um conjunto de sintomas
atribuídos a um certo indivíduo, o sistema de classificação objetivaria decidir se o
indivíduo em questão estaria acometido ou não da doença considerada.

O objetivo é aplicar um método de aprendizado para realizar a classificação.
Para tal, supomos a existência de uma etapa inicial, que consiste do treinamento.
Nessa ocasião, já é conhecida a classificação final de cada elemento do conjunto
de dados X , obtida a partir dos quantificadores a ele atribuídos. No exemplo em
que X corresponde a um conjunto de doenças, conheceríamos o diagnóstico final,
que classificaria cada indivíduo em acometido ou não da doença em questão. Para
tal, seriam utilizados os sintomas dos indivíduos e seus possíveis quantificadores.
O conjunto de todas essas informações, os sintomas, quantificadores e diagnóstico,
constituem os exemplos de treinamento.

A técnica do aprendizado de máquina utiliza os exemplos de treinamento para
ensinar a máquina a classificar corretamente os dados. Na fase de treinamento, a
máquina tentaria efetuar a classificação, a qual seria comparada com a classificação
correta, informada por um professor, utilizando os exemplos de treinamento. No
caso em que a classificação calculada pela máquina não coincidir com a classifica-
ção informada pelo professor, seria realizada uma etapa de correção. O objetivo é
treinar o computador, de modo a que posteriormente possa adquirir independência
para realizar a classificação sem o auxílio do professor e dos exemplos de treina-
mento.

6.4 Tipos de Aprendizado

O tipo mais comum de aprendizado é aquele descrito, em linhas gerais, na seção
anterior. Isto é, o aprendizado acontece por meio de um treinamento que utiliza
um conjunto de exemplos. Para cada elemento de um conjunto de dados X , junta-
mente com os seus quantificadores, o professor informa a sua classificação correta.
De maneira independente, o algoritmo de aprendizado computa a sua classificação.
O objetivo do treinamento é obter a coincidência entre a classificação declarada
pelo professor e a computada pelo algoritmo, para cada item do conjunto X . No
caso que estamos exemplificando, X é um conjunto de doenças e a classificação
consiste em decidir se o indivíduo considerado possui ou não a doença em questão.
O algoritmo de aprendizado computará o seu diagnóstico, o qual será confrontado
com o diagnóstico informado pelo professor. O algoritmo, então, efetuará suces-
sivamente etapas de correção, de modo a conseguir um diagnóstico similar ao do
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professor. Essemétodo é denominado aprendizado supervisionado. Uma variação
desse tipo de aprendizado, denominado aprendizado semisupervisionado consiste
do caso em que está omitida a classificação do professor em parte dos exemplos de
treinamento. Assim, competiria unicamente ao algoritmo de aprendizado decidir
esses casos, sem a ajuda da informação do professor.

Um outro tipo de aprendizado ocorre quando a resposta informada pelo profes-
sor não é taxativa ou absoluta, como uma resposta “sim” ou “não”. Ao contrário,
o professor produz a sua resposta, juntamente com alguma informação que possa
avaliar a sua qualidade. O algoritmo de aprendizado utilizaria a informação de
qualidade, para comparar com a sua própria computação. No caso do exemplo
que estamos tratando, da previsão de diagnósticos, a resposta do professor poderia
ser o seu diagnóstico, juntamente com alguma informação adicional, por exemplo,
acerca da confiabilidade que permitisse avaliar esse diagnóstico. Essa informação
poderia ser o percentual de indivíduos cujo diagnóstico foi confirmado, para os
sintomas quantificados. Esse tipo de aprendizado se denomina aprendizado refor-
çado.

Existe também um tipo de aprendizado cujos exemplos de treinamento não pos-
suem qualquer resposta ou intervenção por parte do professor. Esses exemplos são
apenas dados de entrada sem informação da saída. Esse tipo é denominado apren-
dizado não supervisionado. Toda a tarefa de analisar os dados e buscar a melhor
maneira de aprendizado é delegada ao algoritmo de aprendizado. Um caso desse
tipo de aprendizado poderia ser possivelmente encontrado em um algoritmo cujo
objetivo seja o de jogar xadrez. Esse algoritmo poderia utilizar, como exemplos
de treinamento, um conjunto de aberturas realizadas por competidores do jogo de
xadrez em competições enxadrísticas. Essas aberturas não estariam classificadas
quanto ao seu sucesso ou não, registradas nos movimentos posteriores do jogo. O
objetivo seria ensiná-las à máquina. Caberia ao algoritmo de aprendizado efetuar
a análise e decidir quanto à conveniência ou não de adotá-las.

6.5 Aplicação Inicial

Nessa seção, descrevemos um exemplo de problema que pode ser tratado através
de aprendizado de máquina.

O problema consiste em elaborar um método geral para realizar diagnósticos
médicos. Para tal, recorremos ao profissional especializado, no caso, um médico.
Obtemos, então, uma lista de possíveis doenças, como, por exemplo, gripe, gas-
trite, apendicite, bronquite, covid-19 etc. Em paralelo, compilamos uma lista dos
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elementos que serão usados para elaborar o diagnóstico: sintomas, temperatura do
paciente, resultados do hemograma, dificuldade de locomoção do paciente etc. O
conjunto das doenças corresponde à informação principal que desejamos prever,
representado por um vetor. Para cada doença, isto é, elemento do vetor são consi-
derados todos os componentes do diagnóstico com a informação da sua relevância
para a doença em questão. Em princípio, iremos considerar os componentes do
diagnóstico como informação binária se relevante ou não. Por outro lado, utili-
zamos um conjunto de pesos para ponderar cada sintoma, em relação às doenças.
O peso representará a importância relativa do sintoma em questão em relação à
doença considerada. Os pesos são representados por números reais, positivos ou
negativos. Por exemplo, os sintomas “dor de garganta” e “falta de ar” terão pesos
maiores para a doença “gripe” do que para “gastrite”. No caso do sintoma “falta
de ar”, um peso ainda maior para a doença “covid-19”.

O conjunto dos elementos que desejamos identificar e classificar que, no exem-
plo acima, corresponde ao conjunto das doenças, é denominado conjunto universo,
com n elementos. Cada um desses elementos consiste em um vetor de dimensão
d quantificado pelos seus atributos. Cada atributo corresponde a um possível sin-
toma com a sua ponderação. Esses atributos correspondem ao conjunto de sinto-
mas, denominado conjunto de predicados. O conjunto dos pesos corresponde às
incógnitas a serem determinadas.

Assim sendo, os dados de entrada correspondem a um vetor, o conjunto uni-
verso d -dimensional e com n elementos. Além disso, o conjunto de predicados é
conhecido e corresponde a cada dimensão do vetor. Há um conjunto de pesos, a
serem determinados, com o objetivo de ponderar cada predicado de cada elemento
do conjunto universo. Finalmente, há também um número real b ¤ 0, a ser deter-
minado, o qual é denominado limiar. Com o auxílio desses pesos, será calculado
um valor numérico para cada elemento do conjunto universo. Se o valor numérico
do elemento em questão for maior do que o limiar, a saída para o elemento corres-
pondente será “sim”, isto é, o diagnóstico é positivo para a doença; caso contrário,
“não”.

Nesse contexto, o problema corresponde a escolher apropriadamente os d pe-
sos para cada elemento do conjunto universo, bem como o valor limiar, de modo
a permitir a classificação, “sim” ou “não”, para cada elemento.

Como obter uma solução para o problema?
A ideia geral é utilizar o método do aprendizado. Isto é, partimos, inicialmente,

de um subconjunto do conjunto universo, que já se encontra classificado, para o
qual supõe-se conhecido um limiar apropriado b, bem como os pesos para cada
elemento do subconjunto. Com essas informações, os elementos desse subcon-
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(a) (b)

Figura 6.1: Elementos do conjunto universo, classificados segundo os pesos e o
limiar. Pontos em negrito representam itens com y0

i D 1 e os vazados itens com
y0

i D �1.

junto já terão o seu valor numérico associado, o qual corresponde a um vetor d -
dimensional. Observando o conjunto de valores numéricos, eles deverão permitir
uma separação através de um hiperplano, que divida o espaço d -dimensional em
duas partes compatíveis com os valores numéricos obtidos: o semiespaço “sim” e
o semiespaço “não”.

No aprendizado de máquina, os valores atribuídos a esse subconjunto inicial,
são obtidos seguindo as informações fornecidas pelo especialista em questão, de-
nominado professor. A ideia seria aprender, de certa forma, como esses valores
foram atribuídos de modo a automatizar o processo. As atribuições obtidas do
professor são denominadas exemplos de aprendizado ou simplesmente exemplos.

Uma ilustração de uma possível separação em dois semiespaços é apresentada
na Figura 6.1(a), no qual os valores atribuídos aos pesos e ao limiar permitiriam
essa separação. No exemplo da Figura 6.1(b), no entanto, essa separação não é
possível.

Ambos os exemplos são de dimensão 2, cujos hiperplanos consistem de retas
no plano. Os círculos em negrito representam elementos que deveriam ser clas-
sificados como “sim”, enquanto os vazados classificados como “não”. Devemos
ressaltar que o objetivo é definir os pesos de modo que os elementos do conjunto
universo possam ser separados linearmente, isto é, segundo um hiperplano. Caso
não seja possível, o processo se torna mais complexo.
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De acordo com a descrição acima, o valor de cada elemento do conjunto uni-
verso é obtido por meio de uma soma dos pesos atribuídos a cada predicado do
elemento. Se a soma for superior ao valor limiar, a resposta para o referido ele-
mento será rotulado com “sim”, caso contrário “não”. Iremos utilizar os valores
C1 e �1, respectivamente, para designar “sim” e “não”.

O conjunto dos dados será denotado por X , com elementos X1; X2; : : : ; Xn,
onde cada Xi é um vetor no espaço d -dimensional. Cada Xi , por sua vez, é pon-
derado por um vetor W também no espaço d -dimensional.

6.5.1 Descrição do Problema

Nessa seção, descreveremos formalmente o problema. Os dados do problema cor-
respondem a uma tripla .X; W; b/, onde X D fX1; X2; : : : ; Xng é o conjunto
universo de itens, W D fw1; w2; : : : ; wd g é um conjunto de pesos a serem apli-
cados sobre um conjunto P de d predicados. Assim, cada item Xi 2 X por sua
vez é um vetor Xi D .xi1; xi2; : : : ; xid /, onde a cada um de seus elementos xij é
aplicado o peso wj do predicado correspondente. A variável b se refere ao limiar.
Cada um dos valores xij , wj e b é um número real.

O objetivo é determinar um valor yi igual aC1 ou �1, denominado resultado
de Xi para cada conjunto Xi de entrada. O valor yi é determinado em função de
Xi , W , e b, da seguinte maneira:

dX
j D1

xij wj C b

8<: > 0) yi D C1

< 0) yi D �1

D 0) yi D 0

No exemplo considerado da aplicação em diagnóstico médico, cada Xi é uma
doença possível a ser considerada, cada xij 2 Xi é um valor atribuído ao sintoma
relativo ao predicado Pj correspondente, e wj o seu peso. O objetivo é deter-
minar um resultado yi , referente à doença Xi , tal que yi D C1 indique que o
paciente está acometido da doença Xi , enquanto yi D �1 no caso em que o paci-
ente não esteja acometido da doença. Esse objetivo é alcançado se o conjunto X

for linearmente separável. Para tal, iremos determinar um hiperplano

dX
j D1

xij wj C b D 0

o qual fará a separação linear do conjunto entre valores yi D C1 e yi D �1. Os
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pontos que satisfazem essa equação estão localizados sobre o hiperplano e pos-
suem yi D 0, o que indica que o hiperplano não realizou a separação do conjunto.

Observe que se não houvesse o limiar b, a origem sempre seria um ponto do
hiperplano. E, por consequência, a origem não poderia ser classificada como C1

ou �1 conforme a conveniência do problema em questão.
Para tornar a notação ligeiramente mais concisa, iremos eliminar do cálculo o

limiar b, acrescentando em seu lugar um predicado P0, cujos valores relativos aos
itens Xi são x10 D x20 D : : : D xn0 D b.
Adicionando também um peso inicial w0 D 1, o cálculo se torna:

dX
j D0

xij wj

8<: > 0) yi D C1

< 0) yi D �1

D 0) yi D 0

Finalmente, podemos escrever o resultado calculado yi simplesmente como

yi D sinal

0@ dX
j D0

xij wj

1A ; onde

sinal.z/ D

8<: C1; se z > 0

�1; se z < 0

0; se z D 0

Daqui em diante, o hiperplano
Pd

j D0 xij wj D 0 é aquele procurado para separar
linearmente os pontos da entrada.

Além do resultado yi , para cada Xi 2 X , há um valor y0
i , denominado re-

sultado previsto. O resultado previsto é fornecido juntamente com a entrada, em
contrapartida ao resultado calculado yi . O valor y0

i , dado, é sempre y0
i D C1 ou

y0
i D �1, não se admitindo o valor y0

i D 0.
Os valores de yi podem, então, ser divididos em dois subconjuntos, segundo

o valor seja igual a C1 ou �1. Esses valores constituem pontos no espaço de
d dimensões. O método que descrevemos nesse capítulo se aplica quando esses
subconjuntos forem linearmente separáveis. Isto é, existe um hiperplano que se-
para os pontos dos subconjuntos com yi D C1 e yi D �1. No exemplo da
Figura 6.1(a), os pontos em negrito representam aqueles com y0

i D C1, os quais
podem ser separados dos pontos vazados, com y0

i D �1, mediante o traçado de
um hiperplano. Representam, pois, um conjunto linearmente separável. A Fi-
gura 6.1(b) ilustra um caso de um conjunto que não é linearmente separável.
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Assim sendo, a ideia de utilizar esse método de aprendizado para a solução
de problemas é a seguinte: são dados os valores reais dos itens Xi , isto é, xij ,
i D 1; 2; : : : ; n, e j D 1; 2; : : : ; d , o valor do limiar b, os valores (iniciais) dos
pesos wj , j D 1; 2; : : : ; d , bem como o valor de cada resultado previsto y0

i , C1

ou �1. O objetivo é determinar o resultado yi , i D 1; 2; : : : ; n. Em relação ao
resultado previsto, esse deve ser fornecido por um especialista ou professor.

A dinâmica da utilização do método está detalhada a seguir. Os valores dos
resultados de yi , i D 1; 2; : : : ; n, são determinados utilizando os dados da entrada.
Se o resultado yi for igual ao resultado previsto y0

i , para todo Xi 2 X , o processo
termina. Caso contrário, escolhe-se um item Xi 2 X , tal que yi ¤ y0

i isto é,
sinal.

P
j xij wj / ¤ y0

i . Nesse caso, os pesos wj são atualizados, visando corrigir
a divergência.

Os pesos serão atualizados segundo as seguintes expressões:

wj  wj C y0
ixij ; para 0 6 j 6 d (6.1)

onde xij é um elemento do item Xi em que

sinal

0@ dX
j D0

xij wj

1A ¤ y0
i

Os pesos, portanto, sofrerão atualizações em iterações distintas do cálculo.
Seja wj .t/ o peso do predicado Pj na iteração t do processo.

O lema seguinte garante que após a atualização de wj , mediante a expressão
anterior, o valor do resultado obtido sinal.

Pd
j D0 xij wj / se torna mais próximo do

previsto y0
i .

Lema 6.1. Seja Xi um item de entrada tal que o resultado previsto y0
i difere do

esperado yi , após a iteração t do processo. Suponha que, na iteração t C 1, os
pesos serão atualizados mediante a aplicação da atribuição (6.1), relativa ao item
Xi . Então X

j

xij wj .t C 1/ >
X

j

xij wj .t/

se e somente se y0
i D C1.

Demonstração. Como y0
i ¤ yi na iteração t , sabemos que

y0
i ¤ sinal

0@ dX
j D0

xij wj .t/

1A
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Na iteração t C 1, cada peso wj .t/ é atualizado para wj .t C 1/, cujos valores são

wj .t C 1/ D wj .t/C y0
ixij , para todo 0 6 j 6 d:

Vamos comparar
P

j xij wj .t C 1/ com
P

j xij wj .t/. Assim,X
j

xij wj .t C 1/ D
X

j

xij

�
wj .t/C y0

ixij

�
D

D
X

j

�
xij wj .t/C y0

ix
2
ij

�
Da última igualdade, decorre queX

j

xij wj .t C 1/ >
X

j

xij wj .t/;

se e somente se y0
i > 0, isto é, y0

i D C1.

Decorre do lema anterior que, após a atualização dewj .t/, o valor do resultado
calculado yi se tornou igual ao previsto y0

i ou, caso contrário,
P

j xij wj .tC1/ se
tornou mais próximo de zero, isto é, mais próximo do ponto de mudança de sinal,
onde alcançaria o valor de y0

i .
Com efeito, suponha inicialmentey0

i D C1. Entãoyi D �1. Isto é,
P

j xij wj

< 0. Do Lema 6.1, sabemos queX
j

xij wj .t C 1/ >
X

j

xij wj .t/:

Nesse caso, se
P

j xij wj .tC1/ > 0, então yi D C1. Ou seja, a aplicação da
atualização de wj .t/ produziu a igualdade desejada yi D y0

i . Mas, caso contrário,P
j xij wj .t C 1/ decresceu. Ou seja, se aproximou do valor que tornaria iguais

yi e y0
i .

O argumento para y0
i D �1 é similar.

Uma observação importante é que, apesar da atualização dos pesos wj condu-
zir a uma aproximação do valor

P
j xij wj .t C 1/ ao valor de y0

i , não há qualquer
garantia em relação aos valores de

P
j x j̀ wj .t C 1/, para ` ¤ i . De fato, a apli-

cação da atualização dos pesos wj , considerando um certo item Xi , em que havia
a discordância yi ¤ y0

i na iteração t , pode produzir uma discordância dos valores
y` ¤ y0

`
, para um certo item X`, em que havia a igualdade y` D y0

`
na iteração t ,

isto é, antes da atualização dos pesos.
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6.6 O Algoritmo do Perceptron

O Algoritmo do Perceptron pode ser agora formulado. A entrada consiste de um
conjunto universo X , composto de itens Xi , i D 1; 2; : : : ; n, onde cada Xi é um
vetor de tamanho d , com elementos xij , 1 6 j 6 d . Há uma sequência de pesos
W D w1; w2; : : : ; wd , onde cada wj é aplicado a um predicado Pj . Para cada
item Xi 2 X , é ainda fornecido um resultado previsto y0

i . Finalmente, há o valor
limiar b, também fornecido na entrada. Os valores dos elementos xij , pesos wj e
limiar b são todos reais, enquanto o valor previsto y0

i é igual a˙1.
O objetivo é determinar o resultado calculado yi , para cada item Xi . A finali-

dade é conseguir a igualdade yi D y0
i para todo 1 6 i 6 n. Enquanto tal igualdade

não for atingida, procede-se a atualização dos pesos wj . O procedimento termina
quando a igualdade yi D y0

i é alcançada para todo 1 6 i 6 n.
O Algoritmo 6.1 descreve o processo delineado. Algumas informações impor-

tantes em relação ao Algoritmo do Perceptron são consideradas a seguir.
O Algoritmo do Perceptron geralmente apresenta um ótimo desempenho na

prática, desde que o conjunto de dados seja linearmente separável. Se não for
linearmente separável, o algoritmo não termina, pois sempre haverá algum item
Xi , tal que yi ¤ y0

i , após cada iteração.
Se o conjunto de dados for linearmente separável, é possível provar que o al-

goritmo converge para uma solução. Embora, na prática, ele termine rapidamente,
não há qualquer garantia. Na realidade, o algoritmo pode terminar em um número
exponencial de passos. A velocidade da convergência na direção de uma solução
pode ser avaliada por meio do conceito de margem, descrito a seguir.

Seja X um conjunto de dados linearmente separável, com itens Xi e yi um
resultado, para cada Xi , tal que yi D y0

i . A margem do separador linear é a
menor distância do ponto correspondente ao resultado yi de algum item Xi até o
hiperplano que separa as soluções yi D C1 das soluções yi D �1. Ver Figura 6.2.
Amargem deX é amaiormargem associada sobre todos os separadores lineares de
X . O interesse é determinar um separador linear

Pd
j D0 xij wj D 0 que apresente

margem máxima em relação aos demais.
O conceito de margem tem algumas consequências para o desempenho e esta-

bilidade do Algoritmo do Perceptron. Pode ser provado que o número de passos
requerido pelo Algoritmo do Perceptron é, no pior caso, inversamente proporcio-
nal ao quadrado da margem da solução. Note que uma margem maior implica em
duas vantagens:

1. A primeira é que uma solução é obtida em um menor número de iterações.
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Algoritmo 6.1 Algoritmo do Perceptron

Dados: X D fX1; : : : ; Xng, Xi D fxi1; : : : ; xid g, W D fw1; : : : ; wd g, Y 0 D

fy0
1; : : : ; y0

ng, b, onde xij ; wj ; b 2 R; b ¤ 0 e y0
i 2 f�1;C1g

para i  1; 2; : : : ; n :
xi;0  b; Xi  Xi [ fxi;0g

w0  1; W  W [ fw0g

` 0

F ` será igual a 1 assim que uma solução for encontrada
enquanto ` D 0 :
F computar os resultados calculados yi

para i  1; 2; : : : ; n :
soma 

Pd
j D0 xij wj

yi  sinal.soma/, onde sinal.z/ D

8<: C1; se z > 0

�1; se z < 0

0; se z D 0

i  1; ` 1

F determinar se a solução foi, de fato, encontrada
repetir

se yi ¤ y0
i então

F solução não foi encontrada...
para j  0; 1; : : : ; d :

wj  wj C y0
ixij

` 0

senão
i  i C 1

até que i > n ou ` D 0

F retorna o hiperplano separador encontrado: w1z1Cw2z2C : : :Cwd zd C

w0b D 0, onde z1; z2; : : : ; zd são os eixos coordenados de Rd

retornar .w0; w1; : : : ; wn/
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Margem

Figura 6.2: Margem de uma solução de um conjunto linearmente separável. Pon-
tos em negrito representam pesos com y0

i D 1 e os vazados pesos com y0
i D �1.

Intuitivamente, pode ser observado que, se os elementos a serem separados
já estão distantes uns dos outros, a tarefa fica facilitada.

2. A segunda é que o sistema fica menos susceptível a alterações na classifica-
ção, resultante da introdução de uma pequena variação nos predicados dos
itens. Observe que pontos “próximos” aos pontos de entrada tendem a ser
classificados no mesmo conjunto.

O exemplo seguinte ilustra o aprendizado da função booleana OU pelo Algo-
ritmo do Perceptron. Os dados de entrada correspondem a n D 4 itens de dimensão
d D 2. Para a entrada do algoritmo, considere X D Œ.0; 0/; .0; 1/; .1; 0/; .1; 1/�,
b D �1, Y 0 D Œ�1;C1;C1;C1� e W D Œ1; 2�. Inicialmente, o algoritmo adici-
ona, a cada Xi 2 X , o elemento xi0 D b D �1 e, ao conjunto W , o elemento
w0 D 1.

Apresentamos, na Tabela 6.1, as iterações do laço principal, com os respectivos
valores de suas variáveis antes da alteração dos pesos. Além disso, detalhamos
a seguir alguns dos principais procedimentos que ocorrem nas iterações do laço
principal. A Figura 6.3 ilustra os hiperplanos w1x C w2y C w0b D 0, que são
testados durante a execução do algoritmo. Considere que as dimensões 1 e 2 são
representadas pelos eixos X e Y , respectivamente.

Na primeira iteração, o hiperplano x C 2y � 1 D 0 é testado como separa-
dor, conforme a Figura 6.3a. Verifica-se que o único elemento não classificado
corretamente é X3. Isso ocorre, pois y3 ¤ y0

3, já que y3 D 0 e y0
3 D C1. Por-
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tanto, l receberá o valor 0 e deverá ser feita uma adequação nos pesos, conforme
as seguintes atribuições.

w0  w0 C y0
3 � x30 D 1C 1 � .�1/ D 0

w1  w1 C y0
3 � x31 D 1C 1 � 1 D 2

w2  w2 C y0
3 � x32 D 2C 1 � 0 D 2

Na segunda iteração, o hiperplano 2x C 2y D 0 é testado como separador,
conforme a Figura 6.3b. Com isso, o único elemento não classificado corretamente
é X1. Isso ocorre, pois y1 ¤ y0

1, já que y1 D 0 e y0
1 D �1. Portanto, l receberá

novamente o valor 0 e deverá ser feita uma nova adequação nos pesos, conforme
as seguintes atribuições.

w0  w0 C y0
1 � x10 D 0C .�1/ � .�1/ D 1

w1  w1 C y0
1 � x11 D 2C .�1/ � 0 D 2

w2  w2 C y0
1 � x12 D 2C .�1/ � 0 D 2

Na terceira iteração, o hiperplano 2xC 2y � 1 D 0 é testado como separador,
conforme a Figura 6.3c. Note que todos os elementos são classificados correta-
mente, ou seja, yi D y0

i , 1 6 i 6 n. Portanto, no último laço, a variável l termina
com o valor 1, o que faz com que o laço termine. Com isso, o algoritmo retorna o
hiperplano 2x C 2y � 1 D 0 de R2.

Iteração y1 y2 y3 y4 w0 w1 w2 Hiperplano
1 �1 C1 0 C1 1 1 2 x C 2y � 1 D 0

2 0 C1 C1 C1 0 2 2 2x C 2y D 0

3 �1 C1 C1 C1 1 2 2 2x C 2y � 1 D 0

Tabela 6.1: Tabela com depuração de variáveis com as iterações do laço.

O desempenho do Algoritmo do Perceptron é considerado bastante satisfatório
para efeitos práticos. Geralmente, produz resultados em relativamente poucas ite-
rações. Contudo, não há garantia de um bom desempenho. Com efeito, o número
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(a) (b) (c)

Figura 6.3: Os hiperplanos definidos a partir dos pesos em W , no início de cada
uma das iterações 1, 2 e 3 em (a), (b) e (c), respectivamente.

de iterações necessárias para obter a solução final não é limitado polinomialmente.
Além disso, o algoritmo pode não terminar para entradas cujos resultados não ad-
mitam uma separação linear.

6.7 A Dimensão de Vapnik–Chervonenkis

Omodelo de aprendizado de máquina visto, até o momento, se baseia no princípio
de que há um conjunto de dados de uma certa aplicação, cujas variáveis se destinam
a determinar uma resposta para cada exemplo. Supondo que a resposta seja binária,
seria do tipo “sim” ou “não”. Esses dados se destinam ao treinamento do sistema.
Isto é, para cada exemplo, já haveria uma resposta “sim” ou “não”, previamente
conhecida. Mediante a aplicação da técnica de aprendizado demáquina, o objetivo
é computar uma resposta calculada que pode ser comparada com a resposta correta
já conhecida, para aferir a qualidade do método de aprendizado. Obviamente, a
finalidade última seria não somente treinar o método de aprendizado, mas capacitá-
lo a produzir respostas corretas.

Uma questão natural seria conhecer se o objetivo de capacitar o método de
aprendizado para produzir as respostas corretas é realizável. Esse objetivo pode ser
alcançado dentro de limites probabilísticos preestabelecidos. Para tal, utilizamos
a Teoria de Vapnik–Chervonenkis, cujos princípios serão expostos nas subseções
seguintes. Pela sua importância, essa teoria é considerada por muitos como a parte
central do aprendizado de máquina, a qual culmina com o Teorema de Vapnik–
Chervonenkis.
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6.7.1 Conceituação

Um sistema de conjuntos .U;S/ consiste de um conjunto U , denominado uni-
verso, juntamente com uma família S de subconjuntos de U . Um subconjunto
C � U é dito aniquilado se cada subconjunto C 0 de C pode ser expresso como a
interseção de C com algum subconjunto U 0 de S:

C 0
D C \ U 0

Uma definição alternativa para conjuntos aniquilados é a seguinte. Em um sistema
de conjuntos .U;S/, seja C � U . Considere a coleção formada pelas interseções
de C com os subconjuntos de S , denotada por:

S \ C D fU 0
\ C j U 0

2 Sg

isto é, S \C é a coleção cujos elementos correspondem às interseções de C , com
cada um dos subconjuntos U 0 2 S . Nesse caso, C é um conjunto aniquilado se
S \C contém precisamente todas as interseções de C com os subconjuntos de S .
Então,

jS \ C j D 2jC j

A dimensão Vapnik–Chervonenkis ou dimensão VC é a cardinalidade do maior
subconjunto de U que está aniquilado. Se essa cardinalidade não for limitada, a
dimensão correspondente é1.

Em seguida, descrevemos alguns exemplos de sistemas de conjuntos e sua
dimensão VC.

(i) Seja U D f1; 2; 3g e S D ff1g; f1; 2g; f1; 3g; f1; 2; 3gg.
Considere os seguintes subconjuntos C de U :
C D f3g ) C \ S D f;; f3gg ) f3g é aniquilado.
C D f2; 3g ) C \ S D f;; f2g; f3g; f2; 3gg ) f2; 3g é aniquilado.
C D f1; 2g ) C \ S D ff1g; f1; 2gg ) f1; 2g não é aniquilado.
C D f1; 2; 3g ) C \ S D ff1g; f1; 2g; f1; 3g; f1; 2; 3gg ) f1; 2; 3g

não é aniquilado.
Observe que a cardinalidade do maior subconjunto de U que é aniquilado é
2. Logo, a dimensão VC do sistema .f1; 2; 3g; ff1g; f1; 2g; f1; 3g; f1; 2; 3gg/

é 2.
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(ii) Seja U o conjunto dos pontos de uma reta real, e S , o conjunto de intervalos
da reta.
Seja C D fa; b ja; b 2 R; a ¤ bg.
C está aniquilado, pois existem intervalos distintos I1; I2; I3; I4, tais que:

I1 \ C D ;; I2 \ C D fag; I3 \ C D fbg; I4 \ C D fa; bg

Por outro lado, qualquer conjunto C de 3 pontos fa; b; cg, com a < b < c,
não pode ser aniquilado, pois qualquer intervalo que contenha simultanea-
mente a e c, necessariamente contém b.
Assim, a dimensão VC de um conjunto de intervalos de uma reta é 2.

(iii) Seja U o conjunto dos pontos do plano cartesiano, U D R2, e S a família
dos semiplanos S � U , isto é, delimitados por alguma reta em U .
SejaC D fa; b; cg � U , um conjunto de 3 pontos não colineares emU . Por
meio do triângulo a; b; c, é fácil escolher semiplanosS 0; Sa; Sb; Sc ; Sab; Sac ;

Sbc ; Sabc tais que

S 0
\ C D ;; Sa \ C D fag; Sb \ C D fbg; Sc \ C D fcg;

Sab \ C D fa; bg; Sac \ C D fa; cg; Sbc \ C D fb; cg;

Sabc \ C D fa; b; cg

Nesse caso, C é um conjunto aniquilado, pois

jC \ Sj D 23
D 8

Examinemos, em seguida, um conjunto C com pelo menos 4 pontos. Se C

contém 3 pontos colineares, então C não pode ser aniquilado, pois qualquer
semiplano que contenha os pontos extremos conterá também o ponto cen-
tral desses 3 pontos colineares. Suponha, agora, que não existam 3 pontos
colineares. Escolher 3 pontos arbitrários deC , a; b; c e formar um triângulo
com esses pontos. Seja d ¤ a; b; c um outro ponto arbitrário deC . Se d for
interior a esse triângulo, então C não poderá ser aniquilado, pois qualquer
semiplano que contenha d necessariamente conterá a; b ou c. Suponha, en-
tão, que a; b; c; d formem um quadrilátero convexo. Sejam b; c os vértices
adjacentes a d nesse quadrilátero. Então qualquer semiplano que contenha
b; c, deve conter necessariamente a ou d . Logo, C não pode ser aniquilado.
Isto é, a dimensão VC de semiplanos no R2 é < 4. Logo, é igual a 3.
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(iv) Seja U o conjunto dos pontos de uma circunferência em um plano. Seja
S a família dos polígonos convexos do plano formados por pontos de U .
Qualquer subconjunto dos pontos de U define um polígono convexo, basta
considerá-los em ordem consecutiva na circunferência. SejaC um polígono
convexo formado por n pontos de U , e C 0 um polígono convexo formado
por um subconjunto desses n pontos. Existe um polígono convexo U 0 2

S , por exemplo o próprio C 0, tal que os pontos de C 0 podem ser obtidos
exatamente como interseção de U 0 e C . Consequentemente,

jS \ C j D 2jC j

Logo, a dimensão VC de .U;S/ é infinita.

6.7.2 A Função de Aniquilamento

A função de aniquilamento de um sistema .U;S/ de conjuntos é a função que re-
laciona um inteiro n à quantidade máxima de subconjuntos de C � U , jC j D n,
da forma S \ C , para S 2 S . Ou seja, de acordo com a definição da dimensão
VC, sabemos que se C � U é um conjunto aniquilado, então S \C contém todas
as intersecções de C com os subconjuntos de S . Isto é, jS \ C j D 2jC j. Então, a
dimensão VC de .U;S/ é a máxima cardinalidade de algum subconjunto C � U ,
tal que jS \ C j D 2jC j. Consideramos, agora, uma variável n para exprimir a
cardinalidade de subconjuntos C � U , isto é, jC j D n. Seja d o valor da dimen-
são VC de .U;S/. Então, para n D jC j 6 d , o número máximo de subconjuntos
de C que podem ser aniquilados é 2n. Pela definição de dimensão VC, não há
subconjunto C de U que possa ser aniquilado quando jC j > d . Nesse caso, o
interesse seria determinar, para cada n, o número máximo de subconjuntos de um
conjunto C � U que podem ser aniquilados. Sabemos que esse valor é < 2n. A
função de aniquilamento visa a estudar a relação entre n e esse número máximo.
Sabemos que, na faixa 0 6 n 6 d , o número máximo de subconjuntos que podem
ser aniquilados é exponencial em n, da forma 2n. Pode ser provado, contudo, que,
a partir do valor n > d , esse número máximo passa a ser um polinômio de grau
d , em n, isto é, a função de aniquilamento pode ser representada por um gráfico
da forma da Figura 6.4.

Assim, a função de aniquilamento ˘S.n/ de um sistema de conjuntos .U;S/

é o valor máximo de subconjuntos de algum conjunto C � U; jC j D n, que
podem ser aniquilados, isto é, que correspondam a interseções de subconjuntos de



182 6. Aprendizado de Máquina

Figura 6.4: A função de aniquilamento ˘S.n/.

S . Ou seja,

˘S.n/ D max
C � U
jC j D n

ˇ̌̌˚
C \ S j S 2 S

	ˇ̌̌
Como exemplo, já foi observado que a dimensão VC de um sistema .U;S/,

onde U D R2 e S é a família dos semiplanos S � U , é igual a 3. Nesse caso,

˘S.n/ D 2n; para n 6 3;

e, a partir de n > 3, o crescimento de ˘S.n/ é mais lento.
Para sistemas de conjuntos .U;S/, cuja dimensão d seja limitada, vale o se-

guinte resultado.

Lema 6.2. Para qualquer sistema de conjuntos .U;S/, de dimensão VC d limi-
tada, para todo n vale

˘S.n/ 6
dX

iD0

 
n

i

!
6 2nd

O lema anterior implica que, para valores n > d , o crescimento de ˘S.n/ é
limitado por um polinômio em n de grau d . Observamos que se d for infinito, o
valor de ˘S.n/ é igual a 2n para todo n.

Em seguida, examinaremos a função de aniquilamento de interseções de siste-
mas de conjuntos.
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6.7.3 Interseção de Sistemas de Conjuntos
Sejam os sistemas de conjuntos .U;S1/, .U;S2/, que compartilham o mesmo con-
junto universo U . O sistema de interseção .U;S1 \ S2/ é definido como aquele
em que os subconjuntos são formados pelas interseções de todos os pares de sub-
conjuntos S1 \ S2, S1 2 S1 e S2 2 S2, isto é:

S1 \ S2 D
˚
S1 \ S2 j S1 2 S1; S2 2 S2

	
O lema seguinte relaciona as funções de aniquilamento de dois sistemas de

conjuntos com a função de aniquilamento do respectivo sistema de interseção.

Lema 6.3. Sejam .U;S1/, .U;S2/ dois sistemas de conjuntos com o mesmo con-
junto universo. Então

˘S1\S2
.n/ 6 ˘S1

.n/˘S2
.n/

6.8 O Teorema de Vapnik–Chervonenkis
Um dos pilares do aprendizado de máquina consiste no fato de que, por meio da
escolha aleatória de amostras de elementos do conjunto universo relativamente pe-
quenas, é possível obter informações e resultados concretos, de todo o universo,
com probabilidade relativamente alta. O Teorema de Vapnik–Chervonenkis quan-
tifica o tamanho de amostras.

No caso geral de um sistema de subconjuntos .U;S/, supondo que cada ele-
mento do conjunto universo possa ser escolhido para compor a amostra, com uma
dada probabilidade, para que a amostra seja representativa do todo, é necessário
também avaliar a probabilidade com que os elementos de cada subconjunto S da
família sejam membros da amostra. Nesse caso, seria desejável que a probabili-
dade com que os elementos deU sejam integrantes da amostra se refletisse também
em cada subconjunto da família.

Supomos que, para construir a amostra, retiramos elementos do conjunto uni-
verso U , cada elemento u 2 U com probabilidade p.u/. Para um dado subcon-
junto S 2 S , a fração de elementos de S , em relação a jS j, que pertencem à
amostra será então representada por uma certa probabilidade p0.S/. Para que a
amostra possa ser de fato representativa do sistema de subconjuntos é então dese-
jável que p0.S/ seja aproximadamente igual a p.S/, isto é, a probabilidade de que
os elementos de S sejam escolhidos.

Dado um sistema de subconjuntos .U;S/, o Teorema deVapnik–Chervonenkis
(Teorema VC) visa a determinar a quantidade mínima de amostras necessárias a
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serem selecionadas de U , cada elemento da amostra selecionado com uma dada
probabilidade p de tal forma que, para cada S 2 S , a fração de amostras em S

seja, com alta probabilidade, igual a p.S/.

Teorema 6.4. Seja .U;S/ um sistema de subconjuntos de dimensão VC igual a
d . Considere uma probabilidade arbitrária p.u/ de distribuição dos objetos de
u 2 U , e U 0 � U , jU 0j D n, um conjunto de amostras retiradas de U , de acordo
com a probabilidade p.u/. Para qualquer � 2 .0; 1/, se n D ˝. d

�2 log d
�

/, então

P

�
9S 2 S j

ˇ̌̌̌
jS \ U 0j

n
� p.S/

ˇ̌̌̌
> �

�
6 2e��2n=6

Em seguida, detalhamos o significado do teorema.

Consideramos um conjunto universo U e uma família S de subconjuntos de
U . Seja p.u/ uma probabilidade arbitrária dos objetos u 2 U , isto é, ao sele-
cionarmos objetos de U , a seleção será realizada segundo a probabilidade p.u/.
Escolhemos um subconjuntoU 0 � U com n amostras. A quantidade dessas amos-
tras presentes em cada S 2 S é portanto jS\U 0j. Para uma aproximação desejada
� 2 .0; 1/ e um valor n D ˝. d

�2 log d
�

/, admitimos que o valor
ˇ̌̌

jS\U 0j

n
� p.S/

ˇ̌̌
possa ser superior a �, mas, nesse caso, a probabilidade de que isso ocorra seja
pequena, limitada a 2e��2n=6. Essa propriedade deve ser satisfeita para qualquer
subconjunto S 2 S , o que garante, de certa forma, a representatividade da amostra,
colhida aleatoriamente.

6.9 Regressão Linear

Consideremos um conjunto de dados da forma .xi ; yi /; 1 6 i 6 n, que podem
corresponder a um conjunto de observações ou medidas. Por exemplo, o valor
xi pode corresponder ao consumo de carnes pelo indivíduo i e yi ao seu nível de
colesterol. O nosso objetivo é determinar uma relação entre o valor xi e o valor yi .
Por meio dessa relação, o valor yi pode ser determinado em função do valor de xi ,
o que possibilitaria sua previsão. Essa técnica se constitui, portanto, em mais um
instrumento de aprendizagem de máquina.

A relação mais simples entre os valores

.x1; y1/; .x2; y2/; : : : ; .xn; yn/
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é a relação linear. Nesse caso, a tentativa é que cada par .xi ; yi / corresponda às
coordenadas de um ponto de uma reta. Então a relação procurada será expressa
por uma equação do tipo

y D ax C b

A questão será determinar os parâmetros a e b, de tal forma que os valores .xi ; yi /

possam satisfazer
yi D axi C b

Naturalmente, será aceitável que os pontos .xi ; yi / não estejam exatamente sobre
a reta obtida y D ax C b. Mas, nesse caso, deverão estar próximos à reta. Ou
seja, os parâmetros a; b a serem calculados introduzem um erro, que será denotado
por E.a; b/. O nosso objetivo é determinar os parâmetros a; b, a partir dos pares
.xi ; yi /, com 1 6 i 6 n, de tal forma que o erro E.a; b/ seja minimizado de
alguma forma.

A questão agora se torna escolher exatamente a função mais adequada à mini-
mização.

Note que o erro Ei .a; b/ cometido ao assumir para o valor yi aquele obtido
pela reta y D ax C b é igual a

Ei .a; b/ D yi � .axi C b/

Portanto, o erro total E.a; b/ é igual a

E.a; b/ D

nX
iD1

Œyi � .axi C b/�

Contudo, a minimização da função E.a; b/ anterior é inadequada para os nos-
sos propósitos. Uma razão importante para não adotar essa expressão como a
função objetivo a ser minimizada é que os erros em cada ponto são grandezas que
admitem sinal positivo ou negativo. Assim, erros negativos poderiam compensar
erros positivos, o que poderia tornar o resultado final falso. Uma ideia, então, seria
minimizar o módulo do erro de cada ponto. Nesse caso, a função de minimização
seria:

E.a; b/ D

nX
iD1

jyi � .axi C b/j

A alternativa de minimizar essa última função é também inadequada. O mo-
tivo é que tornaria o cálculo da minimização mais complicado, pois o módulo de
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uma função a torna não diferenciável, o que praticamente elimina a possibilidade
de utilizar o cálculo diferencial para a determinação do valor mínimo de E.a; b/.

Finalmente, vamos considerar a alternativa de minimizar a soma dos quadra-
dos dos erros de cada ponto. Esses valores são todos positivos, e a função a ser
minimizada é diferenciável. Essa técnica é bastante difundida e recebe o nome de
Método dos Mínimos Quadrados. Será examinada na próxima subseção.

6.9.1 O Método dos Mínimos Quadrados
Seja um conjunto de dados da forma

.x1; y1/; .x2; y2/; : : : ; .xn; yn/;

onde os valores xi são designados como variáveis independentes e os valores yi

como variáveis dependentes. O objetivo é ajustar uma relação entre essas variáveis.
No caso, essa relação corresponde a uma função linear da forma

y D ax C b

ou seja, uma reta no R2. Para tal, necessitamos determinar os parâmetros a e b.
De um modo geral, os dados .xi ; yi /; 1 6 i 6 n, correspondem a pontos no
R2, e esses pontos não se distribuem exatamente em uma reta. Então o objetivo
é o de encontrar a “melhor” reta, ou seja, determinar os parâmetros a e b que
conduzem à reta que representará o conjunto de dados .xi ; yi /. Naturalmente, a
reta ajustada será uma aproximação, em princípio não passará exatamente sobre os
pontos .xi ; yi /. Assim, em lugar de passar pelo ponto .xi ; yi /, a reta passará pelo
ponto .xi ; axiCb/. O erro cometido, em relação ao ponto, é da formaEi .a; b/ D

yi � .axi C b/.
Conforme mencionado na subseção anterior, o objetivo é encontrar a reta que

minimize a soma dos quadrados dos erros. Isto é, a e b serão determinados de
modo a minimizar

E.a; b/ D

nX
iD1

E2
i .a; b/ D

nX
iD1

Œyi � .axi C b/�2

Para encontrar os valores de a e b que minimizam a função anterior, em-
pregamos o cálculo diferencial. Para tal, devemos encontrar a derivada parcial
@f
@a

E.a; b/ relativa a a, bem como a derivada parcial @f
@b

E.a; b/ relativa a b. Os
pontos minimizantes são exatamente aqueles que anulam essas derivadas parciais.
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Os valores das derivadas parciais são:

@E

@a
D 2

nX
iD1

Œyi � .axi C b/�:.�xi /

@E

@b
D 2

nX
iD1

Œyi � .axi C b/�:.�1/

Igualando as derivadas a zero, obtemos

@E

@a
D 0 )

nX
iD1

Œyi � .axi C b/�xi D 0

@E

@b
D 0 )

nX
iD1

Œyi � .axi C b/� D 0

Considerando, inicialmente, a equação @E
@b
D 0

nX
iD1

yi � a

nX
iD1

xi �

nX
iD1

b D 0

Dividindo por n

1

n

nX
iD1

yi �
a

n

nX
iD1

xi �
1

n

nX
iD1

b D 0

Representando por x e y, respectivamente, as médias aritméticas dos valores
xi e yi , isto é,

x D
1

n

nX
iD1

xi e y D
1

n

nX
iD1

yi

obtemos
y � ax � b D 0

Logo,
b D y � ax

Resta determinar o valor do parâmetro a, da reta. Substituindo o resultado de
b, na equação @E

@a
D 0, obtemos
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nX
iD1

Œyi � .axi C y � ax/�xi D 0

nX
iD1

Œxi .yi � y/C axi .x � xi /� D 0

nX
iD1

Œxi .yi � y/�C a

nX
iD1

xi .x � xi / D 0

Logo,

a D

Pn
iD1 xi .yi � y/Pn
iD1 xi .xi � x/

Com os valores de a e b calculados podemos determinar a reta y D ax C b,
que minimiza a soma dos quadrados dos erros, conforme desejado.

Observamos que a expressão anterior somente é válida se
Pn

iD1 xi .xi � x/ ¤

0, equivalente à condição de que os valores xi não sejam todos idênticos, isto é,
xi ¤ xj , para algum par i; j , com 1 6 i; j 6 n.

O método descrito conduz ao seguinte algoritmo para determinar a reta que
minimiza a soma dos quadrados dos erros, em relação aos dados fornecidos.

Os dados compreendem os vetores X D fxig e Y D fyig; 1 6 i 6 n, com a
condição de que xi ¤ xj para algum par i; j . O algoritmo para ajustar uma reta
y D axCb aos dados correspondentes, que retorna os valores de a e b calculados,
é dado pelo Algoritmo 6.2.

Algoritmo 6.2 Regressão linear

Dados: vetores X D fx1; : : : ; xng, Y D fy1; : : : ; yng

x  
�Pn

iD1 xi

�
=n; y  

�Pn
iD1 yi

�
=n

a 
�Pn

iD1 xi .yi � y/
�

=
�Pn

iD1 xi .xi � x/
�

b  y � ax

retornar a; b

É imediato verificar que o algoritmo possui complexidade O.n/. A sua corre-
ção também é imediata, pois o algoritmo se resume a calcular os valores de a e b,
segundo a fórmula descrita.
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Como exemplo, suponha que se deseja avaliar a temperatura y de uma certa
massa x. Sabe-se que a temperatura depende dessa massa e varia diretamente com
ela. Para tal, são efetuadas medições, cujos valores da temperatura yi e da massa
correspondente foram os ilustrados na Tabela 6.2.

i xi yi

1 5 �2

2 8 0

3 10 3

4 12 5

5 13 7

6 15 8

7 20 10

8 25 13

9 30 15

10 34 18

Tabela 6.2: Valores da temperatura yi em função da massa xi

Para ajustar uma reta correspondente a esses pontos, aplicamos a técnica dos
mínimos quadrados. A equação da reta é y D ax C b, onde

a D

Pn
iD1 xi .yi � y/Pn
iD1 xi .xi � x/

e b D y � ax;

e as médias x e y, respectivamente das medidas xi e yi são iguais a

x D

P10
iD1 xi

10
D 17;2 y D

P10
iD1 yi

10
D 7;7

Logo,

a D
553;6

849;6
D 0;65 b D 7;7 � 0;65 � 17;2 D �3;51

A equação y D axCb da reta ajustada é y D 0;65x�3;51. Veja a Figura 6.5.
A regressão linear noR2, conforme abordada nessa subseção é conhecida pela

denominação regressão linear simples. Quando a quantidade de variáveis inde-
pendentes é maior do que 1, a denominação passa a ser regressão linear múltipla.
Nesse caso, ao invés de tentar ajustar uma reta, a tentativa é de ajuste de um hiper-
plano, de mesma dimensão que a quantidade de variáveis independentes. Pode-se
aplicar técnica similar à utilizada para a regressão linear simples.
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Figura 6.5: Regressão linear para o conjunto de pontos da Tabela 6.2.

6.10 Exercícios

6.1 Considere o problema de, em um conjunto de pacientes, separar aqueles
que têm uma certa doença daqueles que não têm. Modelar esse problema
de maneira similar àquela apresentada na introdução do capítulo.

6.2 Para cada uma das funções abaixo, apresentar a entrada do Algoritmo do
Perceptron que reconheça tais funções. Quando não for possível, justificar.

(a) E lógico

(b) OU lógico

(c) OU-Exclusivo lógico

6.3 Generalizar o resultado de que a dimensão VC de semiplanos no R2 é igual
a 3. Provar, então, que a dimensão VC de semi-hiperplanos no Rd é d C 1.

6.4 Seja U o conjunto dos pontos em um plano, e S o conjunto de retângulos
desse plano de lados paralelos aos eixos. Mostrar que a dimensão VC de
.U;S/ é igual a 4.
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6.5 Seja U o conjunto de pontos de um plano, e S o conjunto de todos os sub-
conjuntos finitos de U . Mostrar que a dimensão VC de .U;S/ é igual a
1.

6.6 Seja U a circunferência de um círculo, e S o conjunto de k arcos desse
círculo em U . Demonstrar que a dimensão VC de .U;S/ é igual a 2.kC 1/.

6.7 Sejam .U;S1/ e .U;S2/ dois sistemas de subconjuntos, partilhando omesmo
conjunto universo U . Provar ou dar contraexemplo para a afirmação:

“.dimensão VC de S1 6 dimensão VC de S2/, S1 � S2”.

6.8 Obter a reta correspondente à regressão linear considerando apenas as 5 pri-
meiras medições da Tabela 6.2.

6.9 Mostrar que a expressão

a D

Pn
iD1 xi .yi � y/Pn
iD1 xi .xi � x/

utilizada na determinação da reta de ajuste na regressão linear é válida se e
somente se os valores x1; : : : ; xn não são todos idênticos.

6.10 Ométodo de regressão linear foi apresentado para o caso noR2. Generalizar
para k dimensões, em que o vetor X se encontra no Rk .

6.11 Dados os vetores X D fxig e Y D fyig; 1 6 i 6 n, ajustar entre esses
dados uma equação do segundo grau do tipo

y D ax2
C bx C c;

utilizando uma técnica similar à de minimização da soma dos quadrados dos
erros cometidos.

6.12 Estabelecer uma analogia, se possível, entre o Exemplo (iii) da Dimensão
VC e o funcionamento do Perceptron. Justificar.

6.11 Notas Bibliográficas
O artigo fundamental que descreveu os princípios básicos da teoria do aprendi-
zado de máquina é o de Valiant (1984). Há contudo, outros textos anteriores que
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tratam de temas que foram incorporados ao aprendizado de máquina, como o de
Rosenblatt (1958), sobre o Perceptron. Entre outros trabalhos sobre o Perceptron,
mencionamos aqueles deGallant (1990) eMinsky e Papert (1988). Uma referência
sobre aprendizado reforçado é (Kaelbling, Littman e A. W. Moore 1996) e, para
aprendizado não supervisionado, mencionamos o trabalho de Ghahramani (2004).
Uma referência para o problema de classificação, tratado nesse capítulo, é (Lang-
ford 2005). O artigo principal que deu origem a teoria de Vapnik–Chervonenkis
é (Vapnik e Chervonenkis 1971). Entre os vários trabalhos dedicados ao tema,
referenciamos (Abu-Mostafa 1989), (Vapnik, Levin e Cun 1994). Em particular
Blumer et al. (1989) estabeleceram a relação entre os exemplos de treinamento e os
exemplos considerados nos algoritmos de classificação. Em relação a livros sobre
o aprendizado de máquina, inicialmente, mencionamos aqueles deMitchell (1997)
e Abu-Mostafa, Magdon-Ismail e Lin (2012) e ressaltamos os livros de Hopcroft
e Kannan (2012) e Blum, Hopcroft e Kannan (2020). Mencionamos ainda o texto
de Zaki eMeira (2020) com ênfase emmineração de dados. Em língua portuguesa,
citamos o texto de Faceli et al. (2011) com ênfase em inteligência artificial.



7 Cadeias de
Markov

7.1 Introdução

As cadeias de Markov formam uma ferramenta poderosa da matemática e da ci-
ência da computação. Suas aplicações incluem a resolução de problemas com-
binatórios dos mais diversos tipos, tais como a previsão do clima, o movimento
Browniano, a dispersão de gases e o espalhamento de doenças. Sua popularidade é
devida principalmente ao enorme número de problemas que podem ser modelados
através de sua estrutura, adicionado ao seu relacionamento direto com a álgebra
linear e com a teoria dos grafos. Essa conexão permite a resolução com eficiência
de problemas combinatórios relevantes.

No contexto da ciência de dados, as cadeias de Markov são consideradas um
método para uma área chamada de modelagem preditiva, que consiste em uma
área da ciência de dados interessada na determinação eficiente de probabilidades
de eventos.

Neste capítulo, estudamos as cadeias de Markov finitas de tempo discreto.
Mostramos como a cadeia de Markov está relacionada à potência da matriz de
transição. Mostramos exemplos combinatórios de aplicação das cadeias de Mar-
kov, entre eles, a previsão climática. Estudamos suas propriedades topológicas.
Definimos as distribuições limitantes e estacionárias de uma cadeia de Markov e
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mostramos um algoritmo para determinar a distribuição estacionária de uma ca-
deia de Markov ergódica.

Inicialmente, apresentamos a definição formal de alguns conceitos importan-
tes e o Teorema 7.1 que associa a potência P m da matriz de probabilidades com
a probabilidade de m passos de uma cadeia de Markov. Em seguida, apresenta-
mos o problema da previsão climática, que será visto sob dois aspectos diferentes,
tanto do ponto de vista das cadeias de Markov, quanto da transformação de um
problema estocástico não Markoviano em uma cadeia de Markov. Veremos algu-
mas propriedades topológicas da cadeias deMarkov. Em particular, o Teorema 7.3
estabelece que as cadeias de Markov com somente estados transientes e absorven-
tes admitem um algoritmo para, dado um estado transiente, determinar o tempo
esperado para absorção. A última seção contém as definições das distribuições
limitantes e estacionárias de uma cadeia de Markov, como também o Teorema 7.8,
o qual estabelece condições suficientes para uma cadeia de Markov admitir uma
distribuição limitante que também será estacionária. Ao fim do capítulo, veremos
o método da potência que produz a distribuição estacionária de uma cadeia de
Markov ergódica.

7.2 Cadeias de Markov

Dados X um conjunto finito e não vazio, com jX j D n > 0, T D f0; 1; : : : ; tg �

N, e X.i/ 2 X uma variável ou estado que depende de i 2 T . Um processo
C D .X; T /, também notado C D

�
X.0/; X.1/; : : : ; X.t/

�
, muda seu estado

de X.i/ para o estado X.i C 1/ em dependência da variável i 2 T . Dado um
processo

�
X.i/

�
i2T

, o conjunto ou espaço de estados de X , é o conjunto X Dn
X.0/; X.1/; : : : ; X.t/

o
.

Um processo é dito determinístico se o valor da variável X.i/ pode ser com-
putado de maneira determinística.

Seja p W X � T ! Œ0; 1� uma probabilidade que associa a mudança do estado
X.i/ para o estado X.iC1/. Um processo C D .X; T; p/ é dito ser estocástico se
X.i/ 2 X é uma variável aleatória, isto é, se o processo

�
X.i/

�
i2T

pode evoluir
no tempo de acordo com p, tal que

P
�
X.i C 1/ D xiC1 j X.i/ D xi ; X.i � 1/ D xi�1; : : : ; X.0/ D x0

�
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é a probabilidade de transição de X.i/ para X.i C 1/ D xiC1, dado que X.i/ D

xi ; X.i � 1/ D xi�1; : : : ; X.0/ D x0.
Um processo estocástico é deMarkov se

P
�
X.i C 1/ D xiC1 j X.i/ D xi ; X.i � 1/ D xi�1; : : : ; X.0/ D x0

�
D

P
�
X.i C 1/ D xiC1 j X.i/ D xi

�
(7.1)

isto é, se a probabilidade de um estado X.i C 1/ ser igual a xiC1 2 X depende
somente do valor xi do estado prévio X.i/, como definido na Equação 7.1. Em
contraste com um processo estocástico, quando pjk pode depender dos demais
estados anteriores. Dessa forma, a cadeia deMarkovC D .X; T; p/, com jX j D n

é definida univocamente pela matriz Pn�n, onde o elemento

pjk D P
�
X.i C 1/ D k j X.i/ D j

�
; j; k 2 X

Chamamos de matriz de transição de C à matriz Pn�n.

P D

0BBB@
p1;1 p1;2 : : : p1;n

p2;1 p2;2 : : : p2;n
:::

: : :
:::

pn;1 pn;2 : : : pn;n

1CCCA
Dada uma cadeia deMarkovC D .X; T; p/ com jX j D n, definimos o digrafo

completo ponderado D.C / associado à cadeia de Markov C , onde

D.C / D .V; E; p/ D
�
X; E;

n
P
�
X.i C 1/ D y j X.i/ D x

�o�
Caminho Aleatório

Vamos dizer que o processo .X.0/; X.1/; : : : ; X.t// é um caminho aleatório
em D. Os caminhos aleatórios serão estudados com mais profundidade no Capí-
tulo 8.

Dada uma cadeia de Markov C D .X; T; p/ e t > 1, denotamos por P .t/ a
matriz de transição em t > 0 passos, onde cada elemento p

.t/

kj
consiste da proba-

bilidade de transição do estado k para o estado j em t passos, isto é

p
.t/

kj
D P

�
X.i C t/ D j j X.i/ D k

�
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Teorema 7.1. Dada uma cadeia de Markov C D .X; T; p/, e t > 1, P .t/ D P t ,
onde P t D P t�1P é a matriz potência de P .

Demonstração. Por indução em t > 1. Veja que é válido para t D 1. Pois, pela
definição de matriz de transição de 1 passo, temos que

p
.1/

kj
D P

�
X.i C 1/ D j j X.i/ D k

�
D pkj

Assim, P .1/ D P 1 D P .
Suponha que seja válido para algum t > 1, isto é, para esse t teremos P .t/ D

P t . Então
P tC1

D P tP D P .t/P D0BBBBBBBB@

p
.t/
11 : : : p

.t/
1j : : : p

.t/
1n

:::
:::

:::
:::

:::

p
.t/

k1
: : : p

.t/

kj
: : : p

.t/

kn
:::

:::
:::

:::
:::

p
.t/
n1 : : : p

.t/
nj

::: p
.t/
nn

1CCCCCCCCA

0BBBBBBB@

p11 : : : p1j : : : p1n
:::

:::
:::

:::
:::

pi1 : : : pij : : : pin
:::

:::
:::

:::
:::

pn1 : : : pnj : : : pnn

1CCCCCCCA
Assim, cada elemento qkj da matriz produto anterior será

qkj D

nX
`D1

p
.t/

k`
p j̀ D

nX
`D1

p j̀ p
.t/

k`

nX
`D1

P
�
X.i C t C 1/ D j j X.i C t/ D `

�
P
�
X.i C t / D ` j X.i/ D k

�
cujo último termo pela lei da probabilidade total é igual ap

.tC1/

kj
. E assim,P tC1 D

P .tC1/

7.3 Problemas iniciais
Nesta seção, descrevemos alguns problemas climáticos que podem ser tratados
através de cadeias de Markov. Na primeira parte, vamos ver uma aplicação direta
das cadeias de Markov. Na segunda parte, veremos um problema não Markoviano
e um algoritmo que permite converter esse problema, em tempo polinomial, para
um problema Markoviano. E então, estabelecer sua resolução.
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7.3.1 Previsão de Clima
Suponha que existem dois possíveis estados para o clima em uma determinada ci-
dade: sol e chuva. Você pretende prever, com alguma chance de acerto, qual o
clima vai fazer amanhã. Então você determina, pela análise dos boletins meteo-
rológicos, as probabilidades relacionadas à previsão de estados futuros tendo em
vista alguns estados anteriores.

Exemplo 1. Em um primeiro exemplo, considere que existe uma chance de 20%
de termos um dia de sol em seguida à um dia de chuva, e de 30% de termos um
dia de chuva em seguido à um dia de sol.

P D

chuva sol

chuva

sol

�
0;8 0;2

0;3 0;7

�
A cadeia de Markov para essa modelagem é uma matriz P2�2 com as proba-

bilidades de transições entre os estados possíveis sol e chuva. Cada elemento pij

representa a probabilidade da mudança do estado i para o estado j .
Na primeira linha e coluna, consideramos o estado chuva. A probabilidade

de após um dia chuva haver um dia também chuva é de 0,8. Na segunda linha e
coluna, consideramos o estado sol. Assim, a probabilidade após um dia sol haver
um dia também sol é de 0,7. O que nos permite considerar a cadeia de Markov
C D .f1; 2g; T; p/, onde chuva=1 e sol=2.

Oferecemos ao leitor na Figura 7.1 um desenho para o digrafo associado à
cadeia de Markov.

sol chuva
0,2

0,80,7 0,3

Figura 7.1: Digrafo associado à cadeia C para o Exemplo 1.

Dado que hoje está um dia de sol, qual a probabilidade de ser um dia de chuva
daqui a dois dias?

Vamos examinar o valor de:



198 7. Cadeias de Markov

P .2/
D

�
0;8 0;2

0;3 0;7

��
0;8 0;2

0;3 0;7

�
D

�
0;7 0;3

0;45 0;55

�
:

Podemos responder essa pergunta de 2 maneiras:

1. Usando a cadeia de Markov C e o Teorema 7.1, temos que o elemento
p

.2/
2;1 D 0;45 da matriz P .2/, ou

2. Usando a lei da probabilidade total

P
�
X.2/ D chuva j X.0/ D sol

�
DX

i2fchuva;solg

P
�
X.2/ D chuva j X.1/ D i; X.0/ D sol

�
P
�
X.1/ D i j X.0/ D sol

�
Como as cadeias de Markov não possuem memória, então a expressão ante-
rior resulta emX
i2fchuva;solg

P
�
X.2/ D chuva j X.1/ D i

�
P
�
X.1/ D i j X.0/ D sol

�
D

P
�
X.2/ D chuva j X.1/ D chuva

�
P
�
X.1/ D chuva j X.0/ D sol

�
C

P
�
X.2/ D chuva j X.1/ D sol

�
P
�
X.1/ D sol j X.0/ D sol

�
D

0;8 � 0;3C 0;3 � 0;7 D 0;45

Uma propriedade importante dessa cadeia de Markov (ergódica), que vamos
ver ao fim do capítulo, é que, para um número polinomial m de iterações, a matriz
potência P .m/ converge para uma distribuição limitante independente do estado
inicial. Podemos mostrar que, em nosso exemplo

P .m/
Š P .mC1/

Š

�
0;6 0;4

0;6 0;4

�
para m > 7. Isso quer dizer que, em um passeio aleatório no digrafo D, o vértice
da chuva será visitado muitas vezes mais que o vértice do sol, independente do
vértice inicial.
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7.3.2 Um processo estocástico não Markoviano
Um importante desdobramento do nosso exemplo climático anterior é considerar
que podemos analisar um processo estocástico N D .X; T; pN / com jX j D n,
mais refinado, com a profundidade d da probabilidade de transição. Isto é, a pro-
babilidade

pN

�
X.t/ D xdC1 j X.t � 1/ D xd ; X.t � 2/ D xd�1; : : : ; X.t � d/ D x1

�
de uma transição no instante t do estado xd para um estado xdC1 depende dos d

estados anteriores nos tempos t�1; t�2; : : : ; t�d . Vamos dizer nesse caso queN

guarda a memória com esta profundidade d . Isto contraria a definição de cadeia de
Markov, porque mais restritamente a cadeia de Markov tem profundidade d D 1.
Definiremos um algoritmo polinomial O.nd / no número de estados n D jX j que
define uma cadeia de Markov M D M.N / com nd estados a partir do processo
com memória N D .X; T; pN /, que permite usar a cadeia de Markov M.N / para
resolver problemas de um processo estocástico de entrada não Markoviano N .

A transformação será feita para um processo N D .X; T; pN / com somente
n D jX j D 2 estados, mas pode ser facilmente generalizada para um processo
com n > 2 estados.

Dado N D .X; T; pN / um processo de profundidade d > 1 com um conjunto
X D f0; 1g com 2 estados.

Vamos usarN e descrever o digrafoD.M/ correspondente à cadeia deMarkov
M.N /.

O digrafo D.M/ D
�
V; E

�
terá 2d vértices, onde

V D
n
x1x2 : : : xd W xi 2 f0; 1g

o
e

E D
n
.x1x2 : : : xd ; x2 : : : xd xdC1/ W

pM

�
X.t/ D x2 : : : xd xdC1 j X.t � 1/ D x1x2 : : : xd

�
D

pN

�
X.t/ D xdC1 j X.t � 1/ D xd ; X.t � 2/ D xd�1; : : : ; X.t � d/ D x1

�o
Como aplicação, revisitamos o Exemplo 1.

Exemplo 2. Consideramos que a probabilidade de chover ou fazer sol em um
determinado dia dependa do clima dos dois dias anteriores. Para facilitar a notação,
fazemos sol=0 e chuva=1. Estendendo o exemplo, poderíamos definir que:
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00 01 10

11

0,2

0,8

0,4

0,6

0,5

0,5

0,1

0,9

Figura 7.2: Digrafo com pesos associado à cadeia de Markov M.N / para o Exem-
plo 2.

1. A probabilidade de fazer sol no dia t dado que fez sol nos dias t � 1 e t � 2

é 0;2
�
pN .X.t/ D 0 j X.t � 1/ D 0; X.t � 2/ D 0/ D 0;2

�
.

2. A probabilidade de fazer sol no dia t dado que choveu no dia t � 1 e fez sol
no dia t � 2 é 0;4

�
pN .X.t/ D 0 j X.t � 1/ D 1; X.t � 2/ D 0/ D 0;4

�
.

3. A probabilidade de fazer sol no dia t dado que fez sol no dia t � 1 e choveu
no dia t � 2 é 0;5

�
pN .X.t/ D 0 j X.t � 1/ D 0; X.t � 2/ D 1/ D 0;5

�
.

4. A probabilidade de fazer sol no dia t dado que choveu nos dias t � 1 e t � 2

é 0;1
�
pN .X.t/ D 0 j X.t � 1/ D 1; X.t � 2/ D 1/ D 0;1

�
.

P D

00 01 10 11

00

01

10

11

2664
0;2 0;8 0 0

0 0 0;4 0;6

0;5 0;5 0 0

0 0 0;1 0;9

3775 P .6/ D

00 01 10 112664
0;08 0;13 0;14 0;64

0;08 0;13 0;11 0;66

0;08 0;16 0;13 0;62

0;06 0;11 0;11 0;71

3775
.a/ .b/

Se fez sol no sábado e domingo, perguntamos qual a probabilidade de chover
no próximo sábado?

A matriz P de probabilidade de M é dada pelo item (a), e o digrafo correspon-
dente é mostrado na Figura 7.2.
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Figura 7.3: Autômato correspondente a uma cadeia de Markov equivalente a um
processo estocástico com conjunto de Estados f0; 1g, cujas probabilidades de tran-
sição de estados dependem dos d D 2 estados anteriores.

Primeiro de tudo observe que, por hipótese, faz sol nos dias consecutivos: sá-
bado e domingo. Assim, em nossa cadeia de Markov M , podemos considerar que
estamos no estado 00. Uma vez que na segunda-feira tenhamos um dia também
com sol, continuamos no estado 00 correspondente aos dias correntes: domingo e
segunda-feira. Se no entanto tivermos chuva na segunda-feira, então estamos no
estado corrente 01, quando temos sol no domingo e chuva na segunda-feira.

O problema é, então, determinar qual a probabilidade de após 6 dias estarmos
nos estados 01 ou 11, que consistem nos estados onde teríamos chuva no sábado.

Para isso, vamos olhar agora para a matriz P .6/ no item (b).
Dado que fez sol no sábado e no domingo, a probabilidade de chover no sábado

corresponde à soma dos elementos m00;01 com m00;11 da matriz P 6, que é dada
por m00;01 Cm00;11 D 0;13C 0;64 D 0;77.

Para um número de estados igual a n > 2, a cadeia de Markov M.N / terá
um digrafo correspondente com graus de entrada e saída iguais a n. O digrafo
possui uma estrutura semelhante a um autômato finito1 determinístico associado
A, cujas construções são ilustradas nas Figuras 7.3 e 7.4 para os casos onde n D 2

e, respectivamente, profundidades d D 2; 3.

1Na teoria da computação, autômatos finitos são máquinas de estados finitas usadas para aceitar
as cadeias de uma Linguagem Formal.
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Figura 7.4: Autômato correspondente a uma cadeia deMarkov com n D 2 estados
f0; 1g, cujas probabilidades de transição de estados dependem dos d D 3 estados
anteriores.

7.4 Cadeias de Markov - Propriedades topológicas
Nesta seção estamos interessados em definir e estudar as propriedades topológicas
que vão definir as propriedades dinâmicas de uma cadeia de Markov.

Dada uma cadeia de Markov C D .X; T; p/, dizemos que um estado xj é
acessível a partir de um estado xi se, para algum inteiro t , p

.t/
ij > 0. Os estados

xi e xj são comunicantes se xi é acessível a partir de xj e xj é acessível a partir
de xi . Uma classe comunicante é um subconjunto maximal S � X de estados
comunicantes. Dizemos que a cadeia de Markov C D .X; T; p/ é conexa ou
irredutível se para todo par i; j 2 X i e j são comunicantes. Um estado xi é
absorvente se pi i D 1. Um estado xi é persistente se

P
�
X.t/ D xi ; para algum t > 0 j X.0/ D i

�
D 1

e xi é transiente se xi não é persistente.

Para a conveniência do leitor, oferecemos na Figura 7.5 um exemplo de uma
cadeia de Markov C D .X; T; p/ na qual estes conceitos são mostrados.

Na cadeia identificamos a classe comunicante fa; bg porque pab D 0;3 > 0

e pba D 0;4 > 0. O vértice c não pertence à classe comunicante fa; bg porque
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0,3

0,3

0,4

0,3

0,5

a

b

c

Figura 7.5: DigrafoD D .X; E; p/ correspondente a uma cadeia de Markov C D

.X; T; p/ com duas classes comunicantes.

pcx D 0 para todo x ¤ c. Assim, nem a e nem b são acessíveis a partir de
c. A outra classe comunicante de C é fcg, pois pcc D 1 > 0. O vértice c é
um estado absorvente. A cadeia de Markov C não é irredutível. O vértice c é
persistente porque P.X.t/ D c; para todo t > 0 j X.0/ D c/ D 1. Os vértices
a; b são transientes, porque P.X.t/ D a; para algum t > 0 j X.0/ D a/ 6 0;5 e
P.X.t/ D b; para algum t > 0 j X.0/ D b/ 6 0;7.

O próximo teorema caracteriza quando uma cadeia de Markov é irredutível.

Teorema 7.2. Uma cadeia de Markov C D .X; T; p/ é irredutível se e somente
se para todo i; j 2 X , existe t 2 T tal que p

.t/
ij > 0.

7.4.1 Cadeias de Markov com Apenas Estados Absorventes e Transi-
entes

Nesta seção consideramos cadeias de Markov que possuem somente estados tran-
sientes e absorventes. Queremos calcular o tempo esperado para, a partir de um
estado transiente dado, atingir algum estado absorvente.

Teorema 7.3. Dada C D .X; T; p/ uma cadeia de Markov que só tem estados
absorventes e transientes. Sejam A e Q os conjuntos de estados absorventes e
transientes de C , respectivamente. Se x 2 Q e tx é o tempo esperado para, a
partir do estado x, a cadeia atingir algum dos estados de A, então

tx D 1C
X

qi 2Q

pxqi
tqi

Demonstração. Sejam A D fa1; a2; : : : ; akg, Q D fq1; q2; : : : ; qmg e jX j D n.
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Veja que pela definição

tx D E
�
t; X.t/ 2 A j X.0/ D x

�
Usando a linearidade da esperança e a lei da probabilidade total

tx D
X
y2X

E
�
t; X.t/ 2 A j X.1/ D y; X.0/ D x

�
P
�
X.1/ D y j X.0/ D x

�
Como C é uma cadeia de Markov, a expressão anterior resulta em

tx D
X
y2X

E
�
t; X.t/ 2 A j X.1/ D y

�
pxy

Agrupando os termos, obtemos o resultado

tx D
X

ai 2A

E
�
t; X.t/ 2 A j X.1/ D ai

�
pxai
C

X
qi 2Q

E
�
t; X.t/ 2 A j X.1/ D qi

�
pxqi

Usando o fato que ai 2 A, a definição de tqi
, e o método do primeiro passo

tx D
X

ai 2A

1:pxai
C
X

qi 2Q

.1C tqi
/pxqi

D
X
y2X

pxy C
X

qi 2Q

pxqi
tqi
D 1C

X
qi 2Q

pxqi
tqi

Apesar da formulação do Teorema 7.3 não ser explícita com os valores dos
tempos esperados de absorção a partir dos estados transientes, é sempre possível
considerar um sistema linear com o qual esses valores podem ser determinados.
Consideramos agora um exemplo de aplicação do Teorema 7.3.

Exemplo 3. Dada a cadeia de Markov C D .X; T; p/ a seguir, com somente
estados absorventes e transientes, determine os tempos de absorção a partir dos
estados transientes.
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P D

0BBBBBB@
0 1=2 0 1=2 0 0

0 1=3 1=3 1=3 0 0

0 0 1 0 0 0
1=4 0 0 1=4 1=4 1=4

0 0 0 0 1 0

0 0 0 0 0 1

1CCCCCCA

a

d

fe

c

b

1/2

1/2

1/3
1/3

1/4

1/4
1/4

1 1

1

1/3

1/4

Figura 7.6: Digrafo com pesos D D .X; E; p/ para a cadeia de Markov com
estados absorventes e transientes para o Exemplo 3.

Pelo Teorema 7.3, temos que os tempos esperados para absorção a partir dos
estados transientes fa; b; dg de C são dados por

ta D 1C
X

x2fa;b;dg

paxtx

tb D 1C
X

x2fa;b;dg

pbxtx

td D 1C
X

x2fa;b;dg

pdxtx
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Desenvolvendo os termos temos, que

ta D 1C pabtb C pad td D 1C
1

2
tb C

1

2
td

tb D 1C pbbtb C pbd td D 1C
1

3
tb C

1

3
td

td D 1C pdata C pdd td D 1C
1

4
ta C

1

4
td

E assim, temos
ta D

33

9
, tb D

25

9
, td D

23

9

Uma possível interpretação da solução do Exemplo 3 é a seguinte. Suponha que,

uma partícula se movimentasse de acordo com as probabilidades dessa cadeia de
Markov a partir do vértice a. Então, na maior parte das vezes, após 3 movimentos,
a partícula estaria em um dos estados absorventes.

7.5 Distribuição limitante e distribuição
estacionária

Nesta seção, vamos definir a distribuição limitante e a distribuição estacionária de
uma cadeia de Markov C D .X; T; p/.

A distribuição limitante � D .�1; �2; : : : ; �n/ para C D .X; T; p/ é tal que,
para todo x; y 2 X ,

lim
t!C1

P
�
X.t/ D y j X.0/ D x

�
D lim

t!C1
p.t/

xy D �y

Observe que, pela definição, a distribuição limitante independe do estado inicial
X.0/ D x, quando existente.

A distribuição estacionária � D .�1; �2; : : : ; �n/ de C D .X; T; p/ é dada
por

�x D
X
y2X

�ypyx

Uma distribuição limitante, quando existe, é sempre uma distribuição estacio-
nária, mas o inverso não é verdadeiro. Pode haver uma distribuição
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estacionária, que não seja distribuição limitante. No Exemplo 4, mostramos um
caso onde isso ocorre.

Exemplo 4. Na Figura 7.7, é apresentada uma cadeia de Markov que tem uma
distribuição estacionária e não tem uma distribuição limitante.

P D

�
0 1

1 0

�
A cadeia .C; T; p/ tem distribuição estacionária .�1; �2/ D .0;5; 0;5/, pois

�1 D �1p11 C �2p21 D �2

Como � é uma probabilidade sob X , temos que �1 D �2 D 0;5.
Observe que, quando t tende para infinito, não existe um estado X.t/ D y que
não dependa do valor X.0/.

x
1

1

1 x2

Figura 7.7: Cadeia de Markov sem distribuição limitante, mas com distribuição
estacionária

O Exemplo 4 nos motiva a buscar condições necessárias para a existência da
distribuição limitante.

Dados uma cadeia de Markov C D .X; T; p/ e x 2 X , o período per.x/ é

per.x/ D mdc
�
n 2 N j p.n/

xx > 0
�

Uma cadeia de Markov C D .X; T; p/ é aperiódica se qualquer x 2 X satis-
faz per.x/ D 1, e periódica caso contrário. Dizemos que C é ergódica se C é
irredutível e aperiódica.

Exemplo 5. Na Figura 7.8, oferecemos um exemplo C D .X; T; p/ de cadeia
de Markov irredutível e periódica, pois per.x0/ D per.x1/ D per.x2/ D

per.x3/ D 2, todos os passeios fechados possuem comprimento par e cada es-
tado é acessível a partir de qualquer outro.
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1

0,5

0
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Figura 7.8: Cadeia de Markov irredutível e periódica.

Exemplo 6. Dois cachorros: Rex e Lola possuem k pulgas. Para cada tempo
t 2 T uma pulga salta de um cachorro para outro. Modelamos o experimento por
uma cadeia de Markov C D .X; T; p/ onde cada estado de X D f0; 1; : : : ; kg

representa o número de pulgas correntemente em Lola. A matriz de transição para
k D 4 é

0 1 2 3 4

0

1

2

3

4

266664
0 1 0 0 0

0;25 0 0;75 0 0

0 0;5 0 0;5 0

0 0 0;75 0 0;25

0 0 0 1 0

377775
Para um número arbitrário de pulgas, podemos definir a probabilidade de tran-

sição na cadeia como

pij D

8<: .k�i/=k; se j D i C 1
i=k; se j D i � 1

0; caso contrário

A Figura 7.9 mostra o digrafo D D .X; E; p/ correspondente à cadeia de
Markov.

Observamos que esta cadeia não é ergódica, porque apesar de ser irredutível,
não é aperiódica. Pois, cada estado x 2 X , possui per.x/ D 2.

Teorema 7.4. Dada uma cadeia de Markov C D .X; T; p/, se existe i 2 X , tal
que pi i > 0, então per.i/ D 1.

Demonstração. Decorre da definição de período.
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0,50,75 210 1 0,25 43

0,25 0,750,5 1

Figura 7.9: Cadeia de Markov irredutível e periódica sem distribuição limitante.

Teorema 7.5. Dada uma cadeia de Markov C D .X; T; p/, se x; y são comuni-
cantes, então per.x/ D per.y/.

Demonstração. Considere D D .X; E; p/ o digrafo associado a C . Sejam Txy

e Tyx respectivamente dois passeios em D que ligam x até y e y até x. Quando
consideramos a composição de Txy com Tyx , temos que p

.jTxy jCjTyx j/
yy > 0, e

pela definição per.y/ divide jTxy j C jTyxj. Dado r 2 N, se p
.r/
xx > 0, então

temos um passeio fechado R que começa e termina em x de comprimento r . A
composição de R com Txy e Tyx consiste em um passeio fechado que começa e
termina em y. Pela definição de período, per.y/ divide

�
r C jTxy j C jTyxj

�
.

E temos que s:per.y/ D r C k:per.y/, que define r D q:per.y/, com
k; q; s 2 Z. Assim, per.y/ divide r . E dessa forma, pela definição de período e
sabendo quep

.r/
xx > 0, temosper.y/ divideper.x/. Demaneira análoga, per.x/

divide per.y/. E assim, per.x/ D per.y/.

Corolário 7.6. Dada uma cadeia de Markov C D .X; T; p/, se S � X é uma
classe comunicante, então, para todo par x; y 2 S , per.x/ D per.y/.

Teorema 7.7. Dada uma cadeia de Markov C D .X; T; p/, se existe uma distri-
buição limitante � de C , então, para todo x 2 X ,

�x D
X
y2X

�ypyx

Demonstração. Usando a lei da probabilidade total temos que a probabilidade de
em um tempo tC1 estarmos no estado x será igual ao somatório dos produtos das
probabilidades de estarmos em um estado qualquer y, multiplicado pela probabi-
lidade de fazermos a transição para o estado x a partir do estado y no tempo tC 1,
isto é

P
�
X.t C 1/ D x

�
D
X
y2X

P
�
X.t C 1/ D x j X.t/ D y

�
P
�
X.t/ D y

�
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Tomando o limite em ambos os lados da igualdade quando t !C1, obtemos

lim
t!C1

p.t/
zx D

X
y2X

pyx lim
t!C1

p.t/
zy

para qualquer z 2 X . E assim, como ambos os limites existem pela hipótese,
temos

�x D
X
y2X

�ypyx

O teorema a seguir produz uma condição suficiente para a existência de uma
distribuição estacionária em uma cadeia de Markov.

Teorema 7.8. Se C D .X; T; p/ é uma cadeia de Markov ergódica, então existe
uma única distribuição estacionária � de C , onde

1. para todo x 2 X , �x D
X
y2X

�ypyx D �x

2.
X
x2X

�x D 1

Exemplo 7. Seja 0 < ˛ < 1, 0 < ˇ < 1, e C D .X; T; p/ uma cadeia de

Markov, com matriz de transição P D

�
1 � ˛ ˛

ˇ 1 � ˇ

�
. Vamos determinar a

distribuição estacionária � D
�

�1 �2

�
de C .

Observe que, pelo Teorema 7.8, temos

�1 D �1.1 � ˛/C �2ˇ

�2 D �1.˛/C �2.1 � ˇ/

�1 C �2 D 1

Assim, escrevemos
�1˛ D �2ˇ

�1 D 1 � �2

E obtemos que

�1 D
ˇ

˛ C ˇ
e �2 D

˛

˛ C ˇ
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Em seguida, revisitamos o Exemplo 1.

Exemplo 8. Relembre que a matriz P de transição do Exemplo 1 é dada por

P D

chuva sol

chuva

sol

�
0;8 0;2

0;3 0;7

�

Para este caso, temos ˛ D 0; 2 e ˇ D 0; 3 e, portanto, a distribuição estacio-
nária � é dada por

chuva sol chuva sol

� D
h

0;3
0;3C0;2

0;2
0;3C0;2

i
D

�
0;6 0;4

�
Quando consideramos nesse exemplo a potência P .10/, vemos que

P .10/
D

�
0;6 0;4

0;6 0;4

�
Isto significa que a partir das condições climática de um dia i qualquer, a pro-

babilidade que, em um tempo t grande o suficiente, seja um dia chuvoso será de
0;6 enquanto que a probabilidade que seja um dia de sol será de 0;4, independente
do dia inicial i e de sua condição climática.

7.5.1 O método da potência

Vamos assumir que C D .X; T; p/ é uma cadeia de Markov ergódica. Pelo Teore-
ma 7.8, existe uma única distribuição estacionária � D .�1; : : : ; �j ; : : : ; �n/ de
C satisfazendo, para todo j 2 f1; 2; : : : ; ng,

�j D

nX
iD1

�ipij D �j

Podemos reescrever a expressão anterior como

1:� D
�
�1; : : : ; �j ; : : : ; �n

�
D
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�
�1; : : : ; �j ; : : : ; �n

� 0B@ p11 : : : p1j : : : p1n
:::

:::
:::

:::
:::

pn1 : : : pnj : : : pnn

1CA D �P

O método da potência consiste em um procedimento convergente que, a partir
de um vetor inicial não nulo, representando uma proposta inicial para a distribui-
ção estacionária, refina sucessivamente tal proposta pela multiplicação desse vetor
com a matriz P . Sabe-se que, se tal proposta estiver próxima à distribuição esta-
cionária, tal multiplicação não deve alterar o vetor significativamente.

Algoritmo 7.1 Determina uma aproximação r.t C 1/ para a distribuição estacio-
nária � com erro máximo jjr.t C 1/ � r.t/jj < " dados uma cadeia ergódica de
Markov C D .X; T; p/ com jX j D n e " > 0.

função DIST-ESTAC(C D .X; T; p/; "):
r.0/ .r1; : : : ; rn/ D

�
1
n

; : : : ; 1
n

�
t  0

r.1/ r.0/P

enquanto jjr.t C 1/ � r.t/jj > � :
t  t C 1

r.t C 1/ r.t/P

retornar (r.t C 1/)

Mais formalmente, consideramos inicialmente um vetor não nulo r.0/ e, itera-
tivamente para cada tempo t > 0, obtemos um vetor r.t C 1/ a partir de r.t/, que
aproxima a distribuição estacionária � com o valor

r.t C 1/ D r.t/P

até que, para algum t > 0, considerando certo erro � > 0, tenhamos

jjr.t C 1/ � r.t/jj < "

onde jjxjj D
qPn

iD1 x2
i denota a norma do vetor x D .x1; : : : ; xn/. Nesse

momento, r.t C 1/ será a distribuição aproximada da estacionária � da cadeia de
Markov ergódica C . Isto é

r.t C 1/ D
�
r1.t C 1/; r2.t C 1/; : : : ; rj .t C 1/; : : : ; rn.t C 1/

�
D
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�
r1.t/; r2.t/; : : : ; rj .t/; : : : ; rn.t/

� 0BBBBBBB@

p11 : : : p1j : : : p1n

p21 : : : p2j : : : p2n
:::

: : :
:::

:::
:::

pj1 : : : pjj : : : pjn
:::

:::
:::

: : :
:::

pn1 : : : pnj : : : pnn

1CCCCCCCA D

�
r1.t/; r2.t/; : : : ; rj .t/; : : : ; rn.t/

�
P

O método da potência é formalizado pelo Algoritmo 7.1.

7.6 Exercícios

1. Dados uma matriz quadrada P de ordem n e um natural k, o algoritmo de
exponenciação rápida P k pode ser descrito pela seguinte recorrência:

P k
D

8<: In, se k D 0

.P k=2/2, se k > 0 é par

.P k�1/P , se k é ímpar

onde In denota a matriz identidade de ordem n.

(a) Descreva formalmente tal algoritmo.

(b) Implemente tal algoritmo.

(c) Mostre que a complexidade de tempo é de O.f .n/ log k/, onde f .n/

denota a complexidade de tempo da multiplicação de duas matrizes
quadradas de ordem n.

2. Para cada digrafo a seguir.

(a) Determine a cadeia de Markov correspondente.

(b) Verifique justificando se cada cadeia é ou não é ergódica. E neste caso,
determine experimentalmente o número de iterações e uma aproxima-
ção para a distribuição limitante, usando um erro de " D 10�7.
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1.
1

0,5 0,5

0,5

0,5

0,5

0,5

x1 x2 x3

x4 6.
1

0,5 0,5

0,5

0,5

x1 x2 x3

2.
x4

0,5

0,5
11 1x3x2x1

7.
0,5 0,5

0,5
0,5

0,5

0,5

x1

x2

x3

3.
1 1 1 1

0,5

0,5
x1 x2 x3 x4

x5

8.

1/3

1/3x4 x3

1/3

1/3

x1 x 2

1/3
1/3

1/3
1/3

1/3

1/31/3

1/3

4. 1

0,5
1 1 1

0,5

x2 x3 x4

x5x1 9. 1/3
1/3

1/2

1/2

1/3

1

1

x1 x4

x2 x3

5.
1 0,5 1 1

1

0,5

1

1

x1 x2

x6 x7

x3 x4

x5

10.
0,5

0,5

1

1

x1 x2 x3

3. São dadas duas bolas em uma urna, uma vermelha e uma azul. Uma extração
é feita e uma bola vermelha ou azul é retirada e retornada à urna. A cada
extração, a probabilidade de uma bola retornada ter a mesma cor da última
extraída é de 80%. Qual a probabilidade da quinta extração ser de uma bola
vermelha?
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4. Uma mensagem binária, 0 ou 1, será enviada de um canal de sinal composto
por vários estágios, onde a transmissão em cada estágio está sujeita a uma
probabilidade fixa de erro p. Seja pij a probabilidade de ocorrer a trans-
missão do bit i e o bit j ser recebido no estágio seguinte. Suponha que
C D .X D f0; 1g; T; p/ seja uma cadeia de Markov com probabilidades de
erro p01 D ˛ > 0 e p10 D ˇ > 0.

(a) Determine a probabilidade de, em 5 estágios, termos uma transmissão
correta.

(b) Determine a distribuição estacionária dessa cadeia de Markov.

5. O país de Oz é maravilhoso por muitas coisas, mas não pelo seu clima.
Nunca há dois dias bons (B) consecutivos. Em um dia bom, há uma pro-
babilidade igual de nevar (N) ou chover (C) no dia seguinte. Se em um dia
está nevando ou chovendo, a probabilidade demanter omesmo tipo de clima
no dia seguinte é 1=4, e a probabilidade de ter um dia bom no dia seguinte é
1=2. Determine:

(a) A distribuição estacionária do clima em Oz.
(b) Dado que temos um dia bom na segunda, a probabilidade de termos

novamente um dia bom no próximo sábado.

6. Suponha que o clima emOz seja um pouco diferente. Sempre que ocorre um
dia bom, segue-se de um dia de chuva ou neve com mesma probabilidade.
Mas,

• A probabilidade de um dia bom seguir a dois dias não bons alternados
é de 0,4.

• A probabilidade de um dia bom seguir a dois dias não bons idênticos
é de 0,3.

• A probabilidade de um dia não bom seguir a um dia não bom demesmo
tipo é de 0,2.

• Nunca ocorrem 2 dias bons em 3 dias consecutivos.

Pergunta-se qual a probabilidade de termos um dia bom no próximo sábado,
dado que

(a) No sábado anterior fez tempo bom.
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(b) Choveu no sábado e domingo anteriores.

7. Um conjunto com cinco dados é lançado. Todas os dados que saem 6 são
removidos do conjunto. Essa operação é repetida iterativamente até que
todos os dados são removidos. Pergunta-se

(a) Qual a cadeia de Markov C D .X; T; p/ correspondente?
(b) Qual a probabilidade de, após 6 lançamentos, todos os dados terem

sidos removidos?
(c) Qual a distribuição estacionária de C ?
(d) Qual o número esperado de lançamentos para que todos os dados sejam

removidos?

8. Duas equipes,A eB , devem jogar umamelhor de 3 séries de jogos. Suponha
que os resultados de jogos sucessivos sejam independentes e cada um seja
ganho por A com probabilidade 2

3
.

(a) Determine a cadeia de Markov C D .X; T; p/ correspondente.
(b) Determine a probabilidade de A vencer.
(c) Dado que B marcou primeiro, qual a probabilidade de A virar o jogo?
(d) Dado que A marcou primeiro, qual a probabilidade de B virar o jogo?

7.7 Notas Bibliográficas
Andrei AndreyevichMarkov nasceu naRússia em 1856. Nos artigos seminais (Mar-
kov 1906a,b), o autor descreveu suas cadeias e mostrou a distribuição estacionária
das cadeias de Markov ergódicas.

As cadeias de Markov foram rapidamente absorvidas pela comunidade ma-
temática. P. Ehrenfest e T. Ehrenfest (1906) usaram as cadeias de Markov para
descrever o comportamento dos gases. O problema foi descrito originalmente com
urnas. Dobrow (2016) adaptou esse problema usando uma abordagem com cachor-
ros e pulgas, a qual é apresentada no Exemplo 6.

Poincaré (1912) devotou seis seções de um livro para estudar o problema do
embaralhamento de cartas. Ele mostrou que, sob alguns critérios, qualquer mé-
todo de embaralhamento conduzia as cartas a estarem embaralhadas sem qualquer
ordem previsível. Esse trabalho seguia em linha com a teoria mais geral, desconhe-
cida por Poincaré, das cadeias de Markov, seis anos antes publicada por Markov.
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Em (Markov 1913, 2006) o autor analisou as frequências de letras em um livro
russo determinando a cadeia associada a frequências de vogais e consoantes desse
livro. Este estudo é o modelo base para os exemplos climáticos apresentados no
capítulo.

Em Shannon e Weaver (1949), consideram-se cadeias de Markov para a simu-
lação automática da prosa inglesa. Os autores primeiro consideraram a matriz de
transição das letras e depois a das palavras. Essa foi a base para os algoritmos
de autocorreção e autocompletação que usamos hoje nos nossos celulares. Mais
tarde, Kolmogorov (1956) também considerou os conceitos de Shannon e Weaver
(1949) para algoritmos de autocompletação.

Doeblin (1938) provou que se uma cadeia de Markov é ergódica, então existe
uma única distribuição estacionária que é também a distribuição limitante da ca-
deia.

De acordo com Ventsel (1992) durante a Segunda Guerra Mundial, Kolmogo-
rov contribuiu para o esforço de guerra russo, aplicando a teoria estatística à artilha-
ria, desenvolvendo um esquema de distribuição estocástica de balões de barragem
com o objetivo de ajudar a proteger Moscou dos bombardeiros alemães.

Kolmogorov introduziu e estudou um conjunto particular de processos deMar-
kov conhecidos como processos de difusão, em que derivou um conjunto de equa-
ções diferenciais que descrevem o processo. Independente do trabalho de Kol-
mogorov, Sydney Chapman derivou em um artigo de 1928 uma equação, agora
chamada de equação de Chapman–Kolmogorov, enquanto estudava o movimento
Browniano. Segundo Ventsel (1992), em um artigo de 1931, Kolmogorov (1931)
desenvolveu grande parte da teoria inicial de processos de Markov de tempo con-
tínuo. Kolmogorov foi parcialmente inspirado pelos trabalhos Markov (1906a),
Markov (1906b) e Bachelier (1900) sobre flutuações no mercado de ações, assim
como pelo trabalho de Norbert Wiener sobre o modelo do movimento Browniano
proposto por Einstein (1911).

O estudo que apresentamos, na Seção 7.3.2, sobre modelos estocásticos trans-
formados em cadeias de Markov, foi baseado em um estudo similar no livro de
Ross (2006) (página 193). Alguns exercícios foram baseados em exercícios do li-
vro de Fernandez (1975), publicado no 10o Colóquio Brasileiro de Matemática do
IMPA, outros em alguns dos livros de Kemeny, Snell e Thompson (1974), Karlin
e Taylor (2012) e Ross (2014). Alguns livros recentes sobre modelagem preditiva
são de Kuhn e K. Johnson (2013) e de Sarma (2017).



8 Passeios
Aleatórios

8.1 Introdução

Passeios aleatórios são um dos objetos básicos estudados na ciência de dados. A
motivação para seu estudo vem de observações de vários movimentos aleatórios
no mundo real, dentro da química, física e biologia. Originalmente, os passeios
aleatórios foram estudados em associação ao movimento errático dos grãos de
pólen imersos em umfluido - chamado demovimento Browniano. O nome passeio
aleatório foi dado em 1905 em um artigo sobre a propagação de mosquitos na
revista Nature.

As aplicações dos passeios aleatórios incluem as supercordas, o movimento
dos gases, o mercado de ações e muitas outras. Mais recentemente, os passeios
aleatórios celebrizaram-se por sua aplicação na concepção e nos fundamentos do
Algoritmo Pagerank usado como principal ferramenta na máquina buscadora da
Google.

Dessa forma, a relação mais pronunciada entre os passeios aleatórios com a
ciência de dados se encontra na organização dos dados das bilhões de páginas da
rede web. Mas, os passeios aleatórios possuem muitas outras aplicações. Tendo
em vista que os passeios aleatórios são parte da teoria das cadeias de Markov, a
estrutura intrínseca preditiva dessas cadeias é herdada pelos passeios aleatórios em
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importantes modelos combinatórios e no projeto de algoritmos para problemas de
otimização.

Iniciamos o capítulo com uma formulação do Algoritmo Pagerank, apresen-
tada em detalhe com um exemplo de aplicação. Estudamos a classe formada pelos
passeios aleatórios de dimensão 1. Nesse contexto, apresentamos o problema da
ruína do jogador e um algoritmo aleatório para o problema 2-SAT.

8.2 O Algoritmo Pagerank

Quando usamos a internet em busca de informações, frequentemente pesquisa-
mos um determinado tema através de uma chave de busca. As máquinas busca-
doras são algoritmos que produzem uma classificação das páginas da internet de
acordo com a sua ordem de importância, associadas à chave de busca.

Emummodelo simplificado, asmáquinas buscadoras fazem a classificação das
páginas considerando dois passos principais. O primeiro passo consiste em deter-
minar o conjunto das páginas da rede que possuem a chave de busca. O segundo
passo consiste em classificar as páginas da rede de acordo com sua importância.
A classificação possui complexidade de tempo muito grande. Sua atualização é
realizada periodicamente pelos servidores das máquinas buscadoras, utilizando as
chaves de busca mais comumente procuradas, armazenando a classificação para
posterior utilização.

Fisicamente, a rede web corresponde a um grande digrafo U , onde os vértices
são as páginas da internet e as arestas .i; j / correspondem a um link da página i

para a página j , o qual permite acessar a página j a partir da página i . Assim, as
páginas associadas a uma chave de busca formam um subdigrafoD deU , induzido
pelas páginas que contêm a chave de busca. Esse digrafo pode ser qualquer, onde
propriedades como conexidade forte, aciclicidade e existência de laços, podem ou
não ocorrer.

O tratamento teórico-matemático desse digrafo é feito nos parágrafos seguin-
tes.

Definiremos um passeio aleatórioP.D/ emD D .V; E/ como uma sequência
P.D/ D .v.1/; v.2/; : : : ; v.k/; : : :/; gerada a partir do vértice v1 D v.1/ 2 V ,
formada por vértices vi 2 V , com dC.vi / > 0, selecionando viC1 dentre os
vértices divergentes de vi com a probabilidade dada por

q
�
v.t C 1/ D viC1; viC1 2 N C.vi / j v.t/ D vi

�
D

1

dC.vi /
; i > 1
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atravessando a aresta ei D .vi ; viC1/ do vértice vi para o vértice corrente viC1,
iterando o processo.

O passeio aleatório correspondente com a probabilidade de transição qij D

q
�
v.t C 1/ D vj ; vj 2 N C.vi / j v.t/ D vi

�
de mudança de estado vi para vj é

equiprovável no conjunto N C.vi /, isto é,

qij D q
�
v.t C 1/ D vj j v.t/ D vi

�
D

(
1

dC.vi /
; se .i; j / 2 E

0; se .i; j / … E

Esse passeio não necessariamente corresponde a uma cadeia de Markov, por-
que os vértices sumidouros deD possuem linhas nulas na matriz de probabilidade.

Observe que, muitas vezes o digrafoD pode não ter uma distribuição limitante.
Assim, o Algoritmo Pagerank vai, muitas vezes, encontrar a distribuição limitante
em um digrafo obtido a partir de D, como será mostrado a seguir. Esse digrafo
corresponderá a uma cadeia de Markov ergódica C D .V; T; p/ que, pelo Teo-
rema 7.8, possui a distribuição limitante igual à distribuição estacionária e será a
saída do Pagerank.

O argumento para modificar o digrafoD obtendo a cadeia deMarkov ergódica
C D .V; T; p/ se baseia em um usuário que navega aleatoriamente em todas as
páginas da internet. Assim, esse usuário se move pelas páginas do digrafo D de
duas maneiras: segue algum link da página atual para uma nova página ou, com
alguma probabilidade, ele se desloca para uma página qualquer de D.

Para produzir essa cadeia de Markov a partir do digrafo D D .V; E/, vamos
considerar os 3 passos:

1. Para cada aresta .u; v/ 2 E, definiremos a probabilidade quv D 1=dC.u/,
produzindo o grafo ponderado com pesos D D .V; E; q/. A probabilidade
q determina como o caminho aleatório se desloca pelos links do digrafo D.

2. Para cada vértice sumidouro u 2 V , definiremos para cada v 2 V uma
aresta adicional ligando u até v e a probabilidade: ruv D 1=n, nas demais
arestas .u; v/ 2 E, teremos ruv D quv. Isto é,

ruv D

�
1=n; se u é um sumidouro de D e v 2 V

quv; se .u; v/ 2 E

Essa nova probabilidade garante que C 1 D .V; T; r/ seja uma cadeia de
Markov.
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3. Definiremos a probabilidade de teletransporte 0 < ˇ < 1 com a qual o
passeio percorre C 1, e com probabilidade .1 � ˇ/ o passeio se move para
um outro vértice qualquer de V . Isto é,

puv D ruvˇ C 1=n.1 � ˇ/

A cadeia de Markov C 2 D .V; T; p/ é ergódica. E a distribuição limitante
correspondente pode ser calculada pelo método da potência.

Antes de definir o Algoritmo Pagerank, definiremos um pequeno exemplo com
um digrafo D, o qual corresponde ao digrafo induzido pelo conjunto de páginas
que possuem uma dada chave de busca. O digrafo D será gradualmente modifi-
cado, de acordo com os passos do algoritmo, atendendo aos parâmetros necessá-
rios do Pagerank em estabelecer uma classificação satisfatória. Por satisfatória,
entendemos a apresentação da classificação em ordem decrescente de relevância
e um baixo tempo de execução do algoritmo. Ao final da seção, determinamos a
classificação dos vértices desse digrafo.

Exemplo 1. No exemplo da Figura 8.1, mostramos um digrafo D D .V; E/, e
sua matriz Mn�n de adjacências.

M7�7 D

a b c d e f

a

b

c

d

e

f

26666664
1 0 1 0 0 0

1 0 0 0 0 0

0 1 0 0 0 0

0 0 0 0 0 0

0 0 0 0 0 1

0 0 0 0 1 1

37777775

Q D

a b c d e f

a

b

c

d

e

f

26666664
1
2

0 1
2

0 0 0

1 0 0 0 0 0

0 1 0 0 0 0

0 0 0 0 0 0

0 0 0 0 0 1

0 0 0 0 1
2

1
2

37777775
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a

e f

bd c

Figura 8.1: Digrafo D D .V; E/

Para obter a cadeia de Markov C 1 D .V; T; r/, a partir de D D .V; E; q/,
alteramos as linhas de M de modo que vértices sumidouro, que por definição pos-
suem as linhas nulas, tenham sempre a probabilidade associada igual a 1

n
, defi-

nindo assim a matriz de probabilidade R. No exemplo, o vértice d é um sumi-
douro. Ficaríamos, então, com a cadeia de Markov C1 D .V; T; r/ cujo digrafo
D1 D .V; E1; r/ correspondente é mostrado na Figura 8.3 e a matriz R a seguir.

R D

a b c d e f

a

b

c

d

e

f

26666664
1=2 0 1=2 0 0 0

1 0 0 0 0 0

0 1 0 0 0 0
1=6 1=6 1=6 1=6 1=6 1=6

0 0 0 0 0 1

0 0 0 0 1=2 1=2

37777775
Para obter a cadeia de Markov ergódica C 2 D .V; T; p/ a partir de C 1 D

.V; T; r/, o Algoritmo Pagerank considera ainda uma probabilidade adicional ˇ

chamada de teletransporte que define se o passeio permanece em C 1 D .V; T; r/

com probabilidade ˇ, ou se com probabilidade .1 � ˇ/ o caminho se desloca do
vértice corrente para um vértice qualquer v 2 V . O digrafo associado a C 2 é
chamado de digrafo Google. Normalmente, o valor de ˇ D 0;85 é considerado
pelo Google. Esse valor foi escolhido experimentalmente porque, para um número
da ordem de dezenas de milhões de páginas, o método da potência converge em
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a

e f

bd c

1/2
1/2

1

1 1 1/2

1/2

a

e f

bd c

(a) (b)

Figura 8.2: Digrafo D D .V; E; q/ com pesos q em (b), obtido a partir do digrafo
na Figura 8.1 em (a).

torno de algumas dezenas de iterações.
Dessa forma, definimos a probabilidade p como

pij D ˇrij C .1 � ˇ/1=n

que, em forma matricial, a matriz de probabilidade é expressa como

P D ˇRC .1 � ˇ/
h

1=n

i
n�n

Em seguida, apresentamos a matriz P e o digrafo Google na Figura 8.4.
Observe que o digrafo Google é completo com laços e pesos correspondentes

aos valores de probabilidades, definidos pelo Algoritmo do Pagerank.
No exemplo, teremos:

P D ˇ

2666664
1=2 0 1=2 0 0 0
1 0 0 0 0 0
0 1 0 0 0 0

1=6 1=6 1=6 1=6 1=6 1=6

0 0 0 0 0 1
0 0 0 0 1=2 1=2

3777775C .1 � ˇ/

2666664
1=6 1=6 1=6 1=6 1=6 1=6

1=6 1=6 1=6 1=6 1=6 1=6

1=6 1=6 1=6 1=6 1=6 1=6

1=6 1=6 1=6 1=6 1=6 1=6

1=6 1=6 1=6 1=6 1=6 1=6

1=6 1=6 1=6 1=6 1=6 1=6

3777775

P D

2666664
0;425 C 0;025 0;025 0;45 0;025 0;025 0;025
0;85 C 0;025 0;025 0;025 0;025 0;025 0;025

0;025 0;875 0;025 0;025 0;025 0;025
1=6 1=6 1=6 1=6 1=6 1=6

0;025 0;025 0;025 0;025 0;025 0;875
0;025 0;025 0;025 0;025 0;45 0;45

3777775 D



224 8. Passeios Aleatórios

a

e f

bd c

1/2
1/2

1

1 1 1/2

1/2

1/6

1/6

1/6

1/6

1/6
1/6

Figura 8.3: Cadeia de Markov C 1 D .V; T; r/, obtida a partir do digrafo D D

.V; E; q/ da Figura 8.2.

2666664
0;45 0;025 0;45 0;025 0;025 0;025
0;875 0;025 0;025 0;025 0;025 0;025
0;025 0;875 0;025 0;025 0;025 0;025

1=6 1=6 1=6 1=6 1=6 1=6

0;025 0;025 0;025 0;025 0;025 0;875
0;025 0;025 0;025 0;025 0;45 0;45

3777775
Após 30 iterações, com o método da Potência, determinamos

� D
�
0;28; 0;16; 0;15; 0;03; 0;13; 0;25

�
tal que jj�P ��jj < ", para " D 10�7 a distribuição estacionária do grafo Google
correspondente.

A classificação das páginas pelo Pagerank se dá pela ordem decrescente da
distribuição estacionária. No exemplo, a classificação por ordem de relevância é
a; f; b; c; e; d . O grafo Google é ilustrado na Figura 8.5 com um diagrama para
o digrafo D da Figura 8.1, onde o tamanho da área de cada vértice reflete sua
classificação.
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a

e f

bd c
0,45

0,45

1/6

1/6

1/6

1/6
1/6

1/6

0,025

0,025
0,025

0,025

0,875
0,025

0,025

0,025

0,025

0,025

0,875
0,025

0,025

0,025

0,025

0,025

0,875

0,025

0,025

0,025

0,025

0,450,45

0,025

0,025

0,025

0,025

0,025

Figura 8.4: Digrafo Google associado à cadeia de Markov ergódica C 2 D

.V; T; p/, obtida a partir da cadeia de Markov C 1 D .V; T; r/ da Figura 8.3, com
constante de teletransporte ˇ D 0;85. As arestas adicionais correspondem ao tele-
transporte.

O Algoritmo 8.1 descreve formalmente o método do Pagerank apresentado.
Observamos que o método usa o Algoritmo 7.1 para cálculo da distribuição esta-
cionária de uma cadeia de Markov ergódica, definido no Capítulo 7.

8.3 Passeios aleatórios de dimensão 1

Dada uma cadeia deMarkovC D .V; T; p/ e umdigrafo associadoD D .V; E; p/,
um passeio aleatório P.D/ em D é de dimensão 1 se existe uma ordenação .v1;

v2; : : : ; vn/ para os vértices de V tal que para todo par 1 6 i; j 6 n com
ji � j j > 2, pij D 0. Nesta seção, veremos duas aplicações de passeios alea-
tórios de dimensão 1. A primeira consiste do problema da ruína do jogador e a
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a

e f

bd c

0,28
0,160,150,03

0,250,13

Figura 8.5: Pagerank dos vértices do digrafo D da Figura 8.1.

segunda um algoritmo randomizado para o problema 2-SAT.

8.3.1 A ruína do jogador

O problema que vamos considerar aqui chama-se a ruína do jogador. Dizemos
que um jogador é compulsivo se ele realiza turnos de apostas até quebrar o cassino
ou a banca ou, caso contrário, até perder todas as suas fichas.

A versão que usamos aqui assume que um jogador compulsivo tem uma quan-
tidade inteira positiva de i > 0 fichas, e que o cassino quebra quando o jogador
ganha n � i fichas, isto é quando o jogador possui um total de n fichas. A cada
rodada o jogador aposta 1 ficha. Como resultado, ganha 1 ficha adicional com
probabilidade 0 < p < 1, ou perde 1 ficha com probabilidade 1� p. O problema
consiste em determinar a probabilidade do jogador perder suas i fichas, isto é, a
probabilidade do jogador se tornar arruinado.

Teorema 8.1. Dado que um jogador compulsivo possui 0 6 i 6 n fichas, que
o cassino quebra se o jogador ganha n � i fichas adicionais, que a cada aposta
o jogador ganha 1 ficha com probabilidade 0 < p < 1 e que o jogador perde 1
ficha com probabilidade 1 � p, então a probabilidade de ruína pruína do jogador
perder todas as suas i fichas é igual a
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Algoritmo 8.1 Algoritmo para determinar a distribuição estacionária � de um di-
grafo D D .V; E/ com jV j D n, taxa de teletransporte ˇ, e erro "

função PAGERANK(D D .V; E/,ˇ, "):
z D .z1; : : : ; zn/ .0; : : : ; 0/

para i  1 até n :
para j  1 até n :

se .vi ; vj / 2 E então
qij  

1
dC.vi /

zi  1

senão
qij  0

para i  1 até n :
se zi D 0 então

para j  1 até n :
qij  

1
n

para i  1 até n :
para j  1 até n :

pij  ˇqij C .1 � ˇ/1=n

retornar DIST-ESTAC
�
C D .V; T; p/; "

�

pruína D

(
1 � i=n; se p D 1=2

1 � 1�..1�p/=p/i

1�..1�p/=p/n ; se p ¤ 1=2

Demonstração. Vamos considerar uma cadeia de Markov C D .X; T; p/ com
conjunto de estados X D fx0; x1; : : : ; xng, onde cada estado xi 2 X corresponde
à situação na qual o jogador tem i fichas. Vamos considerar a matriz de transição
correspondente
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0
n-2

ppppp

1-p
11

1-p 1-p 1-p 1-px 1x 2x x n-1x
n

x

Figura 8.6: Digrafo D D .X; E; p/ associado à cadeia de Markov do problema
da ruína do jogador.

P D

x0 x1 : : : xi�1 xi xiC1 : : : xn�1 xn

x0

x1

:
:
:

xi�1

xi

xiC1

:
:
:

xn�1

xn

2666666666666664

1 0 : : : 0 0 0 : : : 0 0
1 � p 0 : : : 0 0 0 : : : 0 0

:
:
:

:
:
:

: : :
:
:
:

:
:
:

:
:
:

:
:
:

:
:
:

:
:
:

0 0 : : : 0 p 0 : : : 0 0
0 0 : : : 1 � p 0 p : : : 0 0
0 0 : : : 0 1 � p 0 : : : 0 0

:
:
:

:
:
:

:
:
:

:
:
:

:
:
:

:
:
:

: : :
:
:
:

:
:
:

0 0 : : : 0 0 0 : : : 0 p
0 0 : : : 0 0 0 : : : 0 1

3777777777777775
Existem dois únicos estados x0 e xn absorventes correspondentes, respectiva-

mente, aos casos em que o jogador está arruinado, ou quebra a banca. Os demais
estados são todos transientes. A Figura 8.6 apresenta o digrafo D D .X; E; p/

associado à cadeia de Markov.
Como estamos lidando com um jogador compulsivo, vamos calcular a proba-

bilidade pruína da ruína, como o complemento da probabilidade de quebrar a banca.
Supondo que no tempo t o estado corrente seja absorvente, a probabilidade que a
absorção tenha ocorrido no estado x0 é de

P
�
X.t/ D x0 j X.0/ D xi

�
D 1 � P

�
X.t/ D xn j X.0/ D xi

�
Usaremos o princípio da probabilidade total para determinar p

�
X.t/ D xn j

X.0/ D xi

�
P
�
X.t/ D xn j X.0/ D xi

�
D

nX
j D0

P
�
X.t/ D xn j X.1/ D xj

�
:P
�
X.1/ D xj j X.0/ D xi

�
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Como estamos com um passeio aleatório de dimensão 1, a partir do estado xi só
podemos ir para o estado xiC1 com probabilidade p ou para o estado xi�1 com
probabilidade 1 � p. Dessa forma, o último somatório se escreve

P
�
X.t/ D xn j X.1/ D xiC1

�
:p C P

�
X.t/ D xn j X.1/ D xi�1

�
:.1 � p/

Chamando
pi D P

�
X.t/ D xn j X.0/ D xi

�
Temos que

pi D piC1p C pi�1.1 � p/

Assim:
.piC1 � pi /p D .pi � pi�1/.1 � p/

Ou ainda,
.piC1 � pi / D

1 � p

p
.pi � pi�1/

Olhe agora que p0 D 0 e que pn D 1, pois x0 e xn são estados absorventes.
Assim, temos

p2 � p1 D
1 � p

p
p1

Usando esta última igualdade temos

p3 � p2 D
1 � p

p
.p2 � p1/ D

�
1 � p

p

�2

p1

Por indução, e tomando a soma telescópica

pi � p1 D .pi � pi�1/C : : :C .p3 � p2/C .p2 � p1/ D

i�1X
j D1

�
1 � p

p

�j

p1

E assim,

pi D p1

i�1X
j D0

�
1 � p

p

�j

(8.1)

Neste momento, temos que selecionar 2 casos:
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1. Caso em que p D 1
2
- Neste caso, a partir da Igualdade 8.1, temos que

pn D p1

n�1X
j D0

1 D p1n

E assim,
p1 D pn=n D 1=n

E usando de novo a Igualdade 8.1, temos que pi D i=n. E assim,

pruína D 1 � pi D 1 � i=n

2. Caso em que p ¤ 1
2
- Neste caso, a partir da Igualdade 8.1 temos que

p1 D
pn�

1�

�
1�p

p

�n
�

�
1�

�
1�p

p

��
D

1�
1�

�
1�p

p

�n
�

�
1�

�
1�p

p

��
D

�
1 �

�
1�p

p

��
�
1 �

�
1�p

p

�n�
Novamente, pela Igualdade 8.1, temos que

pi D

�
1 �

�
1�p

p

�i
�

�
1 �

�
1�p

p

�n�
E assim,

pruína D 1 � pi D 1 �

�
1 �

�
1�p

p

�i
�

�
1 �

�
1�p

p

�n�

8.3.2 Algoritmo randomizado para 2-SAT
Nesta seção, vamos apresentar um algoritmo randomizado para o problema de
lógica 2-SAT. Como visto no Capítulo 1, o problema de decisão SATISFATIBILIDADE
é definido como
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SATISFATIBILIDADE (SAT)
DADOS: Uma expressão booleana E na FNC
QUESTÃO: E é satisfatível?

Uma instância de SAT será representada por I D .U; C /, onde U D fu1; u2

: : : ; ung é um conjunto de variáveis lógicas e E é uma expressão lógica na FNC
sob U .

Um exemplo de instância satisfatível é

I D .U; E/ D
�
fu1; u2; u3g; .u1_u2_u3/^ .u1_u2_u3/^ .u1_u2_u3/

�
pois existe

� W U ! fV; F g com �.u1/ D �.u2/ D �.u3/ D V

que faz com que os literais verdadeiros u1; u2; u3 presentes, respectivamente, na
primeira, na segunda e na terceira cláusulas.

Um exemplo de instância não satisfatível é

I D .U; E/ D
�
fu1; u2g; .u1 _ u2/ ^ .u1 _ u2/ ^ .u1 _ u2/ ^ .u1 _ u2/g

�
Mostramos em seguida uma aplicação importante das cadeias de Markov com

uma construção de um algoritmo randomizado que resolve instâncias de 2-SAT.
A partir de uma atribuição de verdade inicial arbitrária, o algoritmo verifica se a
atribuição é satisfatível. Caso contrário, o algoritmo escolhe uma cláusula não
satisfeita e modifica o valor de um dos seus literais. Essa operação é repetida
iterativamente no máximo 2mn2 vezes. O algoritmo retorna uma atribuição de
verdade satisfatível ou retorna que I não é satisfatível caso nenhuma atribuição
satisfatível seja encontrada. O Algoritmo 8.2 formaliza tal método.

Teorema 8.2. Se I D .U; E/ é uma instância satisfatível de 2-SAT com jU j D n

e E possuindo m cláusulas, então

1. o número esperado de passos para o Algoritmo 8.2 encontrar uma atribui-
ção de verdade satisfatível é de n2 passos.

2. com probabilidade no máximo 1
2k , o Algoritmo 8.2 não retorna uma atribui-

ção de verdade satisfatível.
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Algoritmo 8.2 Algoritmo randomizado para 2-SAT
Dados: Uma instância 2-SAT I D .U; E/, com jU j D n, E possuindo m cláusu-
las e k 2 N um inteiro positivo
função SATISFAZ(I D .U; E/):

para i  1 até n :
�.ui / V

i  1

enquanto
�
.i 6 2kn2) e (� não satisfatível/

�
:

escolher aleatoriamente uma cláusula não satisfeita c D .xj _ xk/ 2 C

escolher ` 2 fj; kg

�.u`/ não �.u`/

i  i C 1

se � é satisfatível então
retornar (“sim”, �)

senão
retornar (“não”)

Demonstração. Suponha que I D .U; E/ é uma instância satisfatível de 2-SAT
com jU j D n e E possuindo m cláusulas. Seja � W U ! fV; F g uma atribuição de
verdade satisfatível para I . Lembre que � é a atribuição de verdade gerada pelo
algoritmo. Queremos analisar a diferença entre � e � e como o algoritmo modifica
� para se aproximar de �. Mostraremos que o tempo esperado para � se tornar
igual a � é n2.

Vamos dizer que � concorda com � na variável u 2 U se �.u/ D �.u/. E
dizemos que � e � concordam se para todo u 2 U; �.u/ D �.u/.

Seja c D .xa_xb/ uma cláusula falsa na atribuição corrente �, isto é, �.xa/ D

�.xb/ D F . Sabemos que pode ocorrer que � concorde com no máximo 1 dos va-
lores de �.xa/; �.xb/, pois c é satisfeita por �. Vamos analisar os casos possíveis:

1. �.xa/ D �.xb/ D V , neste caso com probabilidade 1, na próxima iteração
do algoritmo � concorda com mais uma variável de �.

2. �.xa/ D V e �.xb/ D F , neste caso com probabilidade 1
2
, na próxima

iteração do algoritmo � concorda com mais uma variável de �, quando a
variável xa é escolhida para trocar de valor.

3. �.xa/ D F e �.xb/ D V , neste caso com probabilidade 1
2
, na próxima



8.3. Passeios aleatórios de dimensão 1 233

iteração do algoritmo � concorda com mais uma variável de �, quando a
variável xb é escolhida para trocar de valor.

Observamos que a probabilidade de que, na iteração seguinte do algoritmo, as
atribuições de verdade concordarem em uma variável adicional é maior ou igual a
1=2. No entanto, demonstraremos que a cadeia de Markov C D .X; T; p/ equiva-
lente, porém mais pessimista onde a probabilidade seja exatamente de 1=2, possui
tempo esperado para que � e � concordem em n2 passos.

Consideraremos a cadeia de Markov C D .X; T; p/, onde X D fx0; x1;

: : : ; xng, tal que o estado xi 2 X representa o número i de variáveis que con-
cordam em � e � e P é dado por

P D

x0 x1 : : : xi�1 xi xiC1 : : : xn�1 xn

x0

x1

:
:
:

xi�1

xi

xiC1

:
:
:

xn�1

xn

2666666666666664

0 1 : : : 0 0 0 : : : 0 0
1=2 0 : : : 0 0 0 : : : 0 0

:
:
:

:
:
:

: : :
:
:
:

:
:
:

:
:
:

:
:
:

:
:
:

:
:
:

0 0 : : : 0 1=2 0 : : : 0 0
0 0 : : : 1=2 0 1=2 : : : 0 0
0 0 : : : 0 1=2 0 : : : 0 0

:
:
:

:
:
:

:
:
:

:
:
:

:
:
:

:
:
:

: : :
:
:
:

:
:
:

0 0 : : : 0 0 0 : : : 0 1=2

0 0 : : : 0 0 0 : : : 0 1

3777777777777775
Veja que todos os estados de C são transientes exceto o estado xn que é absor-

vente. Assim, se

ti D EŒt 2 T; X.t/ D xn j X.0/ D xi �

pelo Teorema 7.3, se Q é o conjunto de estados transientes de X e x 2 Q, então

tx D 1C
X
y2Q

pxy ty

Assim,
t0 D 1C p01t1 D 1C t1

e ainda

t1 D 1C p10t0 C p12t2 D 1C
1

2
t0 C

1

2
t2 D 1C

1

2
C

t1

2
C

t2

2

Então,
t1 D 3C t2
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Provaremos por indução em i que, para 0 6 i 6 n � 1, vale que
ti D 2i C 1C tiC1

A base de indução é para i D 0, que resulta em mostrar que
t0 D 1C t1

cuja validade foi mostrada anteriormente. A hipótese de indução é que o resultado
se verifica para algum i com 0 6 i 6 n � 2. Pelo Teorema 7.3 temos que

tiC1 D 1C p.iC1/i ti C p.iC1/.iC2/tiC2 D 1C
1

2
ti C

1

2
tiC2

Usando a hipótese de indução, temos

tiC1 D 1C
2i C 1

2
C

tiC1

2
C

1

2
tiC2

tiC1 D
2.i C 1/C 1

2
C

tiC1

2
C

1

2
tiC2

E finalmente,
tiC1 D 2.i C 1/C 1C tiC2

Calcularemos explicitamente o valor de

t0 D 1C t1 D 1C 3C t2 D

n�1X
iD0

.2i C 1/ D n2

Para mostrar a segunda parte, veja que � é atualizado no máximo 2mn2 vezes.
Se A é uma variável aleatória com A > 0, e a > 0, a desigualdade de Markov nos
diz que

P.A > a/ 6
EŒA�

a

Assim, nos primeiros 2n2 passos do algoritmo a probabilidade de � ¤ � é

P.X.t/ ¤ xn j t > 2n2/ 6
n2

2n2
D 1=2

Como existem k intervalos de 2n2 passos no algoritmo, temos, pelo princípio
multiplicativo, que a probabilidade de uma atribuição de verdade satisfatível de
I D .U; E/ não ser obtida é

P.X.t/ ¤ xn j t > 2kn2/ 6
1

2k
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8.4 Exercícios

1. Dada uma moeda equilibrada que vai ser lançada um número arbitrário de
vezes. Pergunta-se

(a) Qual o número de lançamentos esperado para que tenhamos 2 caras
consecutivas.

(b) Qual o número esperado de lançamentos para que tenhamos 2 caras
consecutivas, dado que o primeiro lançamento foi feito e deu cara.

2. Revisitando Lola e Rex Dois cachorros: Lola e Rex possuem n pulgas. Em
cada tempo t 2 T uma pulga salta para um cachorro, não necessariamente
para o mesmo cachorro.

(a) Determine a matriz de probabilidade correspondente considerando o
número de pulgas em um dos cachorros.

(b) Mostre que existe uma distribuição limitante para a cadeia.

(c) Calcule experimentalmente a distribuição estacionária da cadeia.

3. Dado um digrafo D.V; E/ e G o grafo subjacente de D. Dada a cadeia de
Markov C 1 D .V; T; r/ tal que

ruv D

�
1=n; se u é um sumidouro de D e v 2 V

quv; se .u; v/ 2 E

Prove ou refute: Se S é uma componente conexa deG, então S é uma classe
comunicante de C 1.

4. Para cada digrafo a seguir.

(a) Defina a cadeia de Markov correspondente ao digrafo Google.

(b) Estabeleça experimentalmente cada passo do cálculo de seu pagerank.
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Digrafo Pagerank pr.xi /

1. x4x1 x2 x3

pr.x1/ D 0;1162
pr.x2/ D 0;2149
pr.x3/ D 0;2988
pr.x4/ D 0;3701

2.

x6 x5

x1

x2 x3

x4

pr.x1/ D 0;0606
pr.x2/ D 0;1123
pr.x3/ D 0;1563
pr.x4/ D 0;1936
pr.x5/ D 0;2252
pr.x6/ D 0;2518

3. x4x1 x2 x3

pr.x1/ D 0;25
pr.x2/ D 0;25
pr.x3/ D 0;25
pr.x4/ D 0;25

4.

x6 x5

x1

x2 x3

x4

pr.x1/ D 0;1667
pr.x2/ D 0;1667
pr.x3/ D 0;1667
pr.x4/ D 0;1667
pr.x5/ D 0;1667
pr.x6/ D 0;1667

5.

xx1

x2 x3

4

pr.x1/ D 0;1334
pr.x2/ D 0;1712
pr.x3/ D 0;2439
pr.x4/ D 0;4512

6. x1 x2 x3 x4

pr.x1/ D 0;0375
pr.x2/ D 0;0534
pr.x3/ D 0;4711
pr.x4/ D 0;4370

7.
x1

x2

x3 x4

pr.x1/ D 0;25
pr.x2/ D 0;3562
pr.x3/ D 0;25
pr.x4/ D 0;1437

8.
x1

x2 x3

x4

pr.x1/ D 0;1754
pr.x2/ D 0;3246
pr.x3/ D 0;3246
pr.x4/ D 0;1754

5. Considere que em um Cassino um jogador tenha em cada jogada uma pro-
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babilidade menor ou igual a 1=2 de vencer. Mostre que se o Cassino tiver
dinheiro suficiente, o apostador compulsivo sempre perde.

6. Determine a probabilidade de sucesso de um jogador que, no modelo do
problema da RUÍNA DO JOGADOR com uma probabilidade de vencer p por
jogada, começa o jogo com R$ 10.000,00 em fichas cada uma valendo R$
1,00:

(a) com p D 1=2, decide triplicar o seu dinheiro.
(b) com p D 1=3, decide triplicar o seu dinheiro.

7. Duas urnas possuem juntas 4 bolas. A cada tempo t > 0, uma bola é seleci-
onada e movida para a outra urna. Pergunta-se:

(a) Dado que uma das urnas está vazia, qual a probabilidade de que após
4 movimentos as urnas tenham a mesma quantidade de bolas?

(b) Dado que as duas urnas tenham a mesma quantidade de bolas, qual a
probabilidade de que após 4 lançamentos uma das urnas esteja vazia?

(c) Mostre que não existe uma distribuição limitante da cadeia de Markov
correspondente.

(d) Determine uma distribuição estacionária da cadeia de Markov.

8.5 Notas Bibliográficas
O termo “passeio aleatório” foi originalmente cunhado por Pearson (1905) e Udny
(1939) em 1905. Em uma carta à revista Nature, ele deu um modelo simples para
descrever uma infestação de mosquitos em uma floresta. Em cada etapa de tempo,
um único mosquito se move por um comprimento fixo a em um ângulo escolhido
aleatoriamente. Pearson queria saber a distribuição dos mosquitos depois de vá-
rias etapas. A carta foi respondida por Lord Rayleigh, que já havia resolvido uma
forma mais geral desse problema em 1880, no contexto de ondas sonoras em ma-
teriais heterogêneos.

O algoritmo de classificação de páginas Pagerank foi desenvolvido em 1998
por Brin, Motwani et al. (1998) e Brin e Page (1998), e foi usado como base para
a máquina buscadora da Google (Langville e Meyer 2006).

O algoritmo do Pagerank que apresentamos é baseado na referência (Brin e
Page 1998) e (Blum, Hopcroft e Kannan 2020). Uma referência sobre a ruína
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do jogador é o livro de Karlin e Taylor (2012). Sobre o algoritmo para 2-SAT,
referenciamos o livro de Mitzenmacher e Upfal (2005).
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