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Wikidataを利用したナレッジグラフ埋め込みの精度向上
Improving the accuracy of knowledge graph embedding using Wikidata
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Abstract: In this paper, we describe a technique for enriching the ontology of background knowledge
by connecting to wikidata in order to improve the accuracy of link prediction in knowledge graphs where
entities are not typed in detail. We proposed an algorithm to remove entities that are irrelevant to the type
of prediction from the training as negative examples. We confirmed that the proposed algorithm improves
the accuracy compared to the case without connecting to the existing wikidata.

1 はじめに
Dbpedia[1] など、RDF で表現されたナレッジグラフ
には、不完全なものが多い. 例えば、Dbpediaのエンティ
ティの 1/3にはタイプがついていない。そのため、ナレッ
ジグラフから新たな知識を得る場合には、その不完全さ
をルールなどで補ったり、他のナレッジグラフやデータ
ベースと接続して利用することが多い [2, 3]。
ナレッジグラフ埋め込みは、ナレッジグラフのサブ
ジェクト、プロパティ、オブジェクトの関係性を内積類
似度などで近似できるよう、ベクトル表現を与える手
法である [4, 5]。ナレッジグラフの不足を予測で補う
技術の一つとして、ナレッジグラフ埋め込みが期待さ
れ、多くの研究が行われている。しかしながら、例え
ば、Wikidata[6, 7] は自動でデータを追加する場合は、
90%の精度を求めているが、その精度には達していない
[4, 2]。
既存のナレッジグラフ埋め込みの技術は、ノードとプ
ロパティの 3つ組を形式的にニューラル技術を使ってベ
クトル表現を与えているため、RDF で書かれたナレッ
ジグラフのセマンティクスを表すオントロジーを利用し
ていない。

WikidataはWikipediaと同様にインターネットで共同
編集されているナレッジベースで、近年多くのデータ
ベースから情報が取り込まれ、エンティティ間の関連付
けも充実している。
本論文では、Wikidataのエンティティのタイプ、エン
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ティティ間の関連、階層構造を用いて、不完全なナレッ
ジグラフにおける埋め込み技術を用いたリンク予測の精
度向上の方法を提案する。
本論文は、第 2節で、ナレッジグラフの埋め込み技術

やナレッジグラフに外部リソースを接続する技術を紹介
する。第 3節で、外部リソースを接続した場合に効率よ
く埋め込みを学習するモデルを提案する。さらに第 4節
で、評価データとして、推論チャレンジで用いている推
理小説のナレッジグラフと、医薬品の副作用データベー
スから作成したナレッジグラフを用いて、提案手法の評
価を行う。最後に第 5 節で、まとめと今後の課題を述
べる。

2 既存研究
2.1 ナレッジグラフの埋め込み技術
ナレッジグラフ埋め込みは、ナレッジグラフのサブ

ジェクト、プロパティ、オブジェクトの関係性を内積類
似度などで近似できるよう、ベクトル表現を与える手
法である [4, 5]。ナレッジグラフの不足を予測で補う技
術の一つとして、ナレッジグラフ埋め込みが期待され、
多くの研究が行われている。代表的なナレッジグラフ
埋め込み手法である TransE[5]は、ナレッジグラフのサ
ブジェクトとプロパティ、オブジェクトの表現ベクトル
をそれぞれ vs, vp, vo としたとき、正例の 3 つ組では、
vs + vp = vo の関係が成り立つように学習する。ほかに
も関係に応じて空間を制限するモデル (TransH)[8]や行
列変換に基づくモデル (TransR)[9]、複素数空間に変換
するモデル (ComplEx)[10]など多くの手法が存在する。
しかしながら、例えば、Wikidata[6, 7] は自動でデータ
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を追加する場合は、90%の精度を求めているが、その精
度には達していない [4, 2]。

2.2 他のリソースとの接続
ナレッジグラフから新たな知識を得る場合に、他のナ
レッジグラフやデータベースと接続して利用すること
がある。そのため、複数のリソースを接続するため技
術の研究もおこなわれている。例えば, 文献 [11] では、
DBpedia や Freebase のエンティティをタイプするため
にサポートベクターマシンを使う方法を提案しており、
ナレッジグラフ間の相互リンクを利用して知識グラフ間
の相互リンクを利用し，ある知識グラフのインスタンス
を知識グラフ間の相互リンクを利用し，一方の知識グラ
フのインスタンスを他方の知識グラフに存在するプロパ
ティに基づいて分類することでのプロパティに基づいて
分類することで、カバー率と精度を向上させています。

Nuzzolese ら [12] は、知識の種類を予測するために、
Wikipedia のリンクグラフを利用することを提案して
います。ウィキペディアのリンクグラフを利用して、k-
nearest neighbors分類器を用いて、ナレッジグラフのタ
イプを k-nearest neighbors 分類器を用いて知識グラフ
の種類を予測することを提案している。知識グラフが
Wikipediaへのリンクを含んでいる場合、Wikipediaペー
ジ間の相互リンクを利用して、特徴ベクトルを作成す
る。特徴ベクトルを作成することができる。Wikipedia
ページ間のリンクには制約がないため、通常、Wikipedia
ページ間の相互リンクは、知識グラフ内の対応するエン
ティティ間のリンクよりも多いといえる。

3 提案手法
3.1 wikidataとの接続
対象となるナレッジグラフのエンティティのラベルと

Wikidataの日本語のラベルの一致するものを同一のもの
とみなして行う。
例えば、図 1のようなナレッジグラフに対し、次のよ
うな手順で wikidataと接続した。

• X病、副作用 aのような各エンティティについて、
そのラベルが一致する wikidataのエンティティを
検索する
• 検索の結果見つかったエンティティのタイプと

subClassOf のプロパティでつながっているエン
ティティをナレッジグラフに取りこむ

図 1に wikidataを接続すると図 2のようになる。

図 1 対象ナレッジグラフの例

図 2 wikidataとの接続

3.2 学習の効率化
タイプが詳細に明らかになったエンティティについて、

埋め込みの学習効率を上げるために次のように負例の選
択を行った。

• 3つ組のタイプが同じエンティティのみを学習対
象（正例、負例）にする
• 1 つのプロパティのサブジェクトまたはオブジェ
クトに複数のタイプのエンティティが接続してい
る場合、接続しているすべてのタイプのエンティ
ティを学習対象にする
• 上記外の 3つ組のタイプの組み合わせは学習対象
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にしない

このアルゴリズムにより、負例として選択されるエン
ティティが同じタイプのものに絞り込まれる。多数のク
ラスで構成され、グラフとしての密度が低い場合に負例
が「接続していない」という情報をより強く保持するこ
とになる。

4 評価
4.1 利用したデータ
評価のために、国内の副作用報告とナレッジグラフ推
論チャレンジの題材として公開されている短編推理小説
のナレッジグラフの 2 つを用いた。Wikidata との接続
は、対象となるナレッジグラフのエンティティのラベル
と Wikidata の日本語のラベルの一致するものを同一の
ものとみなして行った。

4.1.1 副作用データ
医薬品の利用において、想定以外の作用（副作用）が
起こることは患者の命にかかわることで、副作用をあら
かじめ予測することは重要なことである。医薬品の製造
販売業者及び医薬関係者等は、副作用によるものと疑わ
れる症例等を知ったときは、医薬品、医療機器等の品質、
有効性及び安全性の確保等に関する法律により厚生労働
大臣に対して報告することが義務づけられている。医薬
品医療機器総合機構は、製造販売業者から報告された国
内の副作用報告をオープンデータとして公開している。
さらに、この報告データに基づいた分析、予測に関する
研究が行われている [?]。
一件の報告事例に対し、患者の性別、年齢、身長、体
重の属性、服用していた複数の医薬品、原疾患、起こっ
た副作用、転帰などで構成される。

wikidataとの接続は、病名、医薬品名、副作用の症状
が対象になり、wikidataの分類により類似の病気や医薬
品が識別されることが期待される。
本実験では、公開されている CSV 形式のデータを独
自に RDFに変換したものを用いている。約 50万レコー
ドで、6500万の 3つ組の RDFに変換された。今回の実
験では、ここから 100 分の 1、5000 レコード分を用い
て実験を行った。
検証用に報告事例と起こった副作用のリンクの 10%
を削除してものを学習用のデータとして用いて、残りの
10%分の事例と副作用リンクを予測した。

表 1 副作用データを用いた評価実験の結果
Model MeanRank Hit@10
TransE 7.20 66
TransH 5.23 78

ComplEx 2.88 82
ComplEx+wikidata 2.22 84

4.1.2 まだらの紐ナレッジグラフ
2018 年から，人工知能学会のセマンティックWeb と

オントロジー研究会がナレッジグラフ推論チャレンジを
開催している [13]。このチャレンジは、シャーロック・
ホームズの短編推理小説を題材とし，事件や背景，人物
像を知識化したナレッジグラフで与えられる情報に基づ
いて事件の犯人を正しく突き止め，その理由（証拠やト
リックなど）を適切に説明するタスクとしている。今回
は、推論チャレンジ [13]のために作成された推理小説の
ナレッジグラフから「まだらの紐」を用いた。「まだらの
紐」のナレッジグラフは、4342 の 3 つ組を持ち、2234
のエンティティと、43 のプロパティでできている。プ
ロパティが、サブジェクトまたは、オブジェクトになっ
ている３つ組が 436 ある。このデータセットについて
は、学習データとテストデータを分離せず、全体を学習
データとして、同じく全体をテストデータとして用い
た。2234のエンティティのうち 1241のエンティティに
wikipediaのエンティティが接続され、wikipediaのクラ
ス階層、エンティティ間の階層を含めて、全体で 4450
のエンティティで構成されるナレッジグラフを作成し、
実験に用いた。

4.2 利用したモデル
ベースとなるモデルとして、TransE, TransH,

ComplEx[10] を用いた。ComplEx は、ナレッジグラフ
埋め込み手法の一つであり、ナレッジグラフのサブジェ
クトとプロパティ、オブジェクトの複素数空間上の表現
ベクトルをそれぞれ vs, vp, vo としたとき、正例の 3 つ
組では、 vs + vp = vo の関係が成り立つように学習する。
実験では、ComplExと ComplExに第 3節で述べた学習
アルゴリズムの比較を行った。

4.3 実験結果
4.3.1 副作用データを用いた実験
表 1は、副作用データを用いた実験の結果である。リ
ンク予測の対象になる副作用は 42 種類である。Com-
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表 2 まだらの紐を用いた評価実験の結果
Model MeanRank Hit@10
TransE 2.10 89
TransH 2.02 84

ComplEx 1.47 92
ComplEx+wikidata 1.40 92

plEx に wikidata を接続して作成したモデルが最も良い
精度になった。

4.3.2 「まだらの紐」データを用いた実験
表 2 のデータは、一部、文献 [14] に掲載されたもの
を用いている。ComplEx に wikidata を接続して作成し
たモデルが最も良い精度になった。副作用データに比べ
て、エンティティの種類が多いが、全データを学習対象
にして、全データを予測対象にしたため精度としては高
い結果になったと考えている。

5 まとめと今後の課題
本論文では、エンティティに詳細なタイプ付けが行わ
れていないナレッジグラフのリンク予測の精度向上を目
的として、wikidataと接続して、背景知識となるオント
ロジーを充実させる技術について述べた。予測対象にな
るタイプと無関係なエンティティを負例としての学習対
象から外すアルゴリズムを提案し、既存の wikidataと接
続しない場合と比較して、精度の向上が得られることを
確認した。
今後は、表層的な文字列だけによる接続だけでなく、
文献 [12]のようなより意味的な接続を行って、より精度
の向上を行いたいと考えている。
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[10] ThéoTrouillon, Johannes Welbl, Sebastian Riedel,
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